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基于能量熵 VMD 最优分解与 GRU 循环神经网络的
潮汐预测精度提升方法研究∗
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摘　 要:为进一步提升潮汐预测精度,提高预测模型的多适应性,针对低频潮汐分潮智能化自适应提取困难、动态化处理分潮信

息能力弱、单一预测模型对潮汐整体预测的局限性等问题,提出了一种基于能量熵的自适应最优变分模态分解 VMD 与门控循

环单元神经网络 GRU 相结合的潮汐预测提升方法。 首先,将潮汐数据归一化预处理,通过 VMD 对潮汐数据完成自适应变分模

态分解,并根据不同分解层模态分量的能量熵判定最优分解层数,最后将最优分量标准化后经 GRU 单独预测合成,通过反归一

化形成最终预测数据。 经验证分析,在潮汐预测方面,GRU 模型比 LSTM、BiLSTM 模型性能更优,均方根误差分别提升了 53%
和 96. 8% ,而本文方法与单一 GRU 模型相比,均方根误差再次提升了 81. 3% ,预测精度提升效果更加明显,对于潮汐分析与预

测具有较高的推广应用价值。
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Abstract:
 

To
 

improve
 

the
 

accuracy
 

of
 

tidal
 

prediction
 

further
 

enhance
 

the
 

adaptability
 

of
 

the
 

prediction
 

model,
 

and
 

address
 

a
 

series
 

of
 

problems,
 

including
 

the
 

difficulties
 

of
 

intelligent
 

and
 

adaptive
 

extraction
 

of
 

low-frequency
 

tidal
 

components,
 

weak
 

ability
 

to
 

dynamically
 

process
 

tidal
 

information,
 

limitations
 

of
 

a
 

single
 

prediction
 

model
 

for
 

overall
 

tidal
 

prediction,
 

this
 

paper
 

proposes
 

an
 

improving
 

tidal
 

prediction
 

model
 

based
 

on
 

adaptive
 

optimal
 

variational
 

modal
 

decomposition
 

of
 

energy
 

entropy
 

and
 

GRU
 

recurrent
 

neural
 

networks.
 

Firstly,
 

the
 

tidal
 

data
 

are
 

normalized,
 

and
 

the
 

VMD
 

method
 

is
 

utilized
 

for
 

adaptive
 

variational
 

modal
 

decomposition.
 

Then,
 

the
 

optimal
 

decomposition
 

level
 

is
 

confirmed
 

based
 

on
 

the
 

energy
 

entropy
 

of
 

the
 

components.
 

Finally,
 

each
 

component
 

of
 

the
 

optimal
 

decomposition
 

is
 

standardized
 

and
 

separately
 

predicted
 

and
 

synthesized
 

by
 

GRU.
 

The
 

final
 

prediction
 

data
 

are
 

formed
 

through
 

reverse
 

normalization.
 

Through
 

verification
 

and
 

analysis,
 

compared
 

with
 

LSTM
 

and
 

BiLSTM
 

models,
 

the
 

GRU
 

model
 

has
 

better
 

performance
 

in
 

terms
 

of
 

tidal
 

prediction.
 

The
 

RMSE
 

values
 

are
 

increased
 

by
 

53%
 

and
 

96. 8% ,
 

respectively.
 

However,
 

compared
 

with
 

a
 

single
 

GRU
 

model,
 

the
 

proposed
 

prediction
 

model
 

has
 

RMSE
 

increase
 

81. 3%
 

again,
 

and
 

the
 

accuracy
 

improvement
 

effect
 

is
 

more
 

obvious.
 

The
 

method
 

in
 

this
 

paper
 

has
 

high
 

promotion
 

and
 

application
 

value
 

for
 

tidal
 

analysis
 

and
 

prediction.
Keywords:tidal

 

prediction;
 

adaptive
 

variational
 

model
 

decomposition;
 

energy
 

entropy;
 

GRU

0　 引　 　 言

　 　 潮汐是海洋水文动力观测重要参数之一,世界众多

沿海国家高度重视潮汐观测与预报技术,并部署了大量

长期验潮站用于潮汐数据长期观测和预报,在应对全球

气候变化、海洋防灾减灾、海上国防建设、海洋资源开发、
渔业捕捞及养殖、港口管理和建设等方面发挥了极其重
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要的作用。 随着海洋科技的进步以及全球海洋观测系统

的建立和发展,国内外相关学者在现有潮汐实时观测数

据基础上,深入研究了潮汐观测与预报模型算法。 1)调

和分析预报[1-2] ,主要是利用潮汐数据时频域特性,对传

统的调和分析方法予以改进。 2)动力模型与数值模拟预

报[3-4] ,主要通过流场模式对潮波运动方程进行数值积

分,实现潮汐潮流预报。 截至目前,调和分析和数值模拟

为主的传统潮汐预报方法已基本满足对潮汐长期稳定的

预报需求。
近年来,为进一步提高预测精度和准确率,结合机器

学习、人工智能等一系列模型算法,新方法不断涌现,以
达到精确预报的目的,利用人工智能自学习、推理以及规

划能力进一步提高预报的学习效率和预测精度。 Tu
等[5] 提出了一种采用调和分析、LSTM 网络和逆距离加权

插值算法进行整体预测的实时潮位预测方法,相关系数

为 0. 98,均方根误差达 0. 05 m,但只考虑风的影响;Raj
等[6] 通过人工神经网络预测了澳大利亚北部海岸线周围

的平均海平面,均方根误差可达 0. 04 m,但方法缺少普适

性分析;Granata 等[7] 使用 M5P 回归树模型预测了威尼

斯城的潮位,相关系数可达 0. 99,相对绝对误差最低可

达 5. 98% ,但未考虑气象因素的影响。 Zhang 等[8] 使用

图卷积神经网络对区域内多个验潮站建立预报分析模

型,需依赖较大量历史数据作为支撑,且模型长短时预测

分类复杂度较高。 Gao 等[9] 利用傅里叶基追踪谱实现潮

汐分析和预报,该方法未对潮汐分量成分迭代或遗漏情

况进行说明,且长短时预报普适性较差。 李连博等[10] 利

用对 非 线 性 外 源 自 回 归 神 经 网 络 ( nonlinear
 

auto
 

regressive
 

with
 

exogenous
 

inputs,NARX) 的改进方法完成

了潮位预测,与自适应粒子群 SAPSO-BP 网络以及传统

的 NARX 神经网络对比分析,验证了该方法的精度和稳

定性,但该方法采用串并联模型进行训练和预报,并对天

文潮与非天文潮分类处理,增加了模型训练时间,算法实

现冗余度较高。 秦思远等[11] 提出了一种遗传算法和粒

子群算法结合(genetic
 

particle
 

optimization
 

swarm,GPOS)
的 BP 神经网络,改善了传统模型和 BP 网络的预报精

度,但该方法依然是采用不同算法对天文潮与非天文潮

分类处理,导致模型算法冗余度较高。 刘延[12] 提出了一

种粒子群算法(particle
 

swarm
 

optimization,PSO)优化支持

向量回归模型的港口潮汐预报算法,相较于与单一调和

分析模型以及 SVR 模型相比,预测精度分别提升 70% 和

50% ,但只针对不正规半日潮混合潮进行预测分析。 周

建营等[13] 利用 Python 语言研制完成潮汐预报程序 HY_
analyser,经与 T_TIDE 软件相比一致性较好,但需大量可

靠有效数据作为支撑。
综上所述,目前潮汐预报方法存在普适性较差、算法

冗余度高、依赖长期的可靠有效数据和经验数据进行支

撑等问题,对于年度数据量较少、经验数据不足、潮汐

类型不明确的新建潮汐站实时预报算法研究较少。 针

对这一现状,本文提出了基于能量熵的自适应最优变

分模态分解( variational
 

model
 

decomposition,
 

VMD) 与

门控循环单元神经网络( gate
 

recurrent
 

unit,
 

GRU)相结

合的潮汐预测模型,利用短时分钟级潮汐数据,对未知

潮汐类型的新建潮汐站,实现预报效率和精度的提升,
解决目前潮汐预报算法对于大量年度数据的依赖、普
适性不高以及模型冗余度较高等问题。 通过能量熵的

VMD 完成低频潮汐各模态最优提取,根据各模态分量

性能单独配置 GRU 训练参数,进一步提高了训练效率

和潮汐预报精度,同时该方法将各类因素引起的潮汐

变化纳入模型分析,并实现了最优分解,减少了冗余

度,提高了多适应性,无须再单独考虑天文潮、非天文

潮、气象等要素增加其他辅助类算法。 经验证分析,本
文方法预测数据与实测数据的均方根误差为 0. 19 cm,
平均绝对误差为 0. 15 cm,同时与单一 GRU 相比,均方

根误差( root
 

mean
 

square
 

error,
 

RMSE) 提升了 81. 3% ,
平均绝对误差( mean

 

absolute
 

error,
 

MAE)提升了 83% ,
平 均 百 分 比 误 差 ( mean

 

absolute
 

percentage
 

error,
 

MAPE)提升了 84. 6% 。

1　 预测算法分析

　 　 受天文潮和非天文潮等各种因素的影响,潮汐数据

为各分潮能量谱的叠加,潮汐预测精度的提升主要依赖

分潮提取的可靠性和预测训练算法的有效性。 基于能量

熵的 VMD 最优分解可实现分潮最优中心频率自适应提

取,解决分潮迭代或遗漏等问题。 GRU 可根据最优分潮

特性单独训练,准确获取分潮长短时状态信息,解决预测

多适应性和效率等问题。
1. 1　 能量熵 VMD 最优分解

　 　 VMD 分解数量将影响潮汐预测的效果,当分解数量

较小时,潮汐重要谱信息会被滤除,影响后续预报准确

性;当分解数量较大时,相邻模态分量的中心频率会接近

重叠,导致模态重复或附加噪声。 为避免模态混叠并保

证分潮信息无遗漏最优分解提取,采用能量熵的方式确

定 VMD 最优分解个数,用于后续预测。
1)

  

VMD 自适应分解

VMD 采用非递归的求解方法,自适应地匹配每个模态

分量的最优中心频率和带宽范围[14] 。 与传统经验模态分

解(empirical
 

mode
 

decomposition,
 

EMD)不同,VMD 将模态

分量定义为调幅调频函数。 VMD 将信号 f(t) 分解为少量

K 个窄带本征模函数(intrinsic
 

mode
 

function,
 

IMF),每个

模态用幅度和频率信号 uk( t) 表示,如式(1)所示。
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f( t) = ∑
K

k = 1
uk( t)

uk( t) = Ak( t)cos(φk( t))

ì

î

í
ïï

ïï
(1)

式中: Ak( t) 为模态幅值包络;φk( t) 为模态相位。
将 u k( t) 经希尔伯特变换后,计算与其相关联的

实值函数,单边带调制绘制频谱。 计算与 u k( t) 相关

联的实值函数的中心频率 w k( t) , 同时引入指数项

e
- jωkt 对其进行调节, 使得各 IMF 频谱调制对应至基

频带。 推导 L2 范数梯度的平方根,可得到 u k( t) 函数

的估计带宽,对应模型如式( 2) 所示,式中 δ( t) 为单

位脉冲函数 [ 15] 。

min
{uk},{wk}

∑
k

∂t δ(t) + j
πt( ) ∗uk(t)

é

ë
êê

ù

û
úú e

-jwkt
2

2
{ }

s. t.∑
k
uk(t) = f

ì

î

í

ï
ï

ï
ï

(2)

求解变分通过引入拉格朗日因子 λ 和二次惩罚项

α,将约束变分问题变成无约束变分问题。 uk、wk 与 λ 的

更新通过交替方向乘子法实现,同时寻找增广拉格朗日

表达式的“鞍点”,以求得约束变分问题的最优解。 增广

拉格朗日表达式如式(3)所示。

L(uk,wk,λ) = α∑
k

∂t δ(t)+ j
πt( ) ∗uk(t)

é

ë
êê

ù

û
úú e

-jwkt
2

2

+

f( t) - ∑
k
uk( t)

2

2
+ λ( t),f( t) - ∑

k
uk( t)[ ] (3)

模态分量迭代寻找最优解,首先初始化 uk、wk 与 λ,
当所有 w ≥ 0, 按照 VMD 算法公式更新 uk、wk,并对拉格

朗日乘数 λ 双重提升,直到满足迭代约束条件后停止迭

代。 迭代约束条件如式(4) 所示,其中 εr 和 εa 是指相对

公差和绝对公差。

∑
K

k = 1

‖un+1
k ( t) - un

k( t)‖2
2

‖un
k( t)‖2

2

< εr

∑
K

k = 1
‖un+1

k ( t) - un
k( t)‖2

2 < εa

ì

î

í

ï
ïï

ï
ï

(4)

IMF 分量与中心频率更新迭代公式如式(5)所示,其
中 ûn+1

k (w),û i(w),f(w),λ̂(w) 分 别 为 un+1
k ( t),u i( t),

f( t),λ( t) 傅里叶变换。

ûn+1
k (w) =

f̂(w) - ∑
k

i = 1,i≠k
û i(w) + λ̂(w)

2
1 + 2α(w - wk)

2

wn+1
k =

∫∞

0
ûn+1
k (w) 2wdw

∫∞

0
ûn+1
k (w) 2dw

λ̂n+1(w) = λ̂n(w) + γ[ f̂(w) - ∑
k

k = 1
ûn+1
k (w)]

ì

î

í

ï
ï
ï
ï
ïï

ï
ï
ï
ï
ïï

(5)

2)
  

IMF 能量熵计算
IMF 分量的能量熵 He 表达式如式(6)所示[16] 。

He =- ∑
k

j = 1
p j lgp j (6)

其中, p j = E j / E,E = ∑
k

j = 1
E j,E j = ∑

N

i
X i

2, E 为潮汐

时序数据的能量和,E j 为固有模态分量 IMF,N 为潮汐时
序数据的信息长度;X i 为潮汐时序数据的信息幅度。
1. 2　 GRU 门控循环单元神经网络

　 　 GRU 是比长短时记忆神经网络 ( long
 

short-term
 

memory,
 

LSTM)结构更加简单的循环神经网络,与 LSTM
相比少了一个门,矩阵乘法变小,提高了数据模型训练效
率,更易收敛和组建大的模型算法[17] 。 GRU 结构由更新
门和重置门组成,其中更新门有助于捕捉时间序列的长
期依赖性,重置门有助于捕捉时间序列中的短期相关性。
GRU 通过更新门和重置门控制数据更新,添加或删除状
态信息而获得当前时间步 h t。

重置门和更新门的输入由当前时间步 x t 和上一时间
步 t - 1的隐藏状态 h t -1 组成。 h t 通过更新门 zt、隐藏状态

h t -1 和候选隐藏状态 􀭹h t 获得。 候选隐藏状态 􀭹h t 由重置门
rt 和 t - 1 时间步隐含状态 h t -1 相乘结果,与当前时间步 x t

连结, 通过 tanh 计算得出。 计算公式如式(7) 和(8) 所
示。 其中,W 为输入权重矩阵,R 为循环权重矩阵,b 为
偏差矩阵,σ 为 sigmoid 函数; r,z,􀭹h 分别代表重置门、更
新门和候选状态。

rt = σ(x tWr + h t -1Rr + bwr
)

zt = σ(x tWz + h t -1Rz + bwz
)

􀭹h t = tanh(x tW􀭹h + ( rt·h t -1)R􀭹h)

h t = zt·h t -1 + (1 - zt)·􀭹h t

ì

î

í

ï
ï
ï

ï
ïï

(7)

W =
Wr

Wz

W􀭹h

é

ë

ê
ê
ê

ù

û

ú
ú
ú

,R =
Rr

Rz

R􀭹h

é

ë

ê
ê
ê

ù

û

ú
ú
ú

,b =

bwr

bwz

bw􀭹h

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

(8)

1. 3　 潮汐预测模型

　 　 根据潮汐原理和时频特性,本文利用变分模态分解
VMD 对潮汐时序变化数据自适应匹配最优中心频率,并
通过能量熵判定潮汐有效分解个数,完成潮汐模态的最
优分解,将各模态分量完成标准化处理后,经门控循环单
元 GRU 神经网络单独预测预报,将分量预报值合成后作
为最终潮汐预报值。 预测模型流程如图 1 所示。

2　 潮汐样本数据

　 　 本文选取山东某海域浮子式验潮站观测的 15 天正

规半日潮汐数据(未经基准标定)进行潮汐预测模型的

实现与评估,数据采样频率为 1
 

min。 其中最高潮可达

821. 2 cm,最低潮可达 523. 4 cm,15 天内的最大潮差达

297. 8 cm,时域信息如图 2 所示。
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图 1　 预测模型流程图

Fig. 1　 Flow
 

chart
 

of
 

the
 

prediction
 

model

图 2　 潮汐时域图

Fig. 2　 Tidal
 

time
 

domain
 

map

经对选取的 15 天潮汐数据频率谱分析,信息频率范

围集中在 0 ~ 5×10-5
 

Hz 之间,幅值最高点的频率分别为

2. 27×10-5、1. 17×10-5、3. 44×10-6 和 4. 47×10-5
 

Hz 等,频
域分析如图 3 所示。

图 3　 潮汐频域幅值图

Fig. 3　 Amplitude
 

map
 

in
 

tidal
 

frequency
 

domain

从频谱分布情况来看,观测信息包含了半日分潮、全
日分潮 8 个主要分潮的频率范围和 1 个浅水 1 / 4 日分潮

的频谱内容,但同时也包含了部分 3. 44×10-6
 

Hz 等未在

11 个主要分潮中体现的较低频率分潮。 从功率频谱覆

盖情况来看,以 2. 27×10-5、1. 17×10-5、3. 44×10-6
 

Hz 为

中心 点 的 分 潮 信 息 功 率 超 过 10
 

dB, 6. 87 × 10-7 ~
3. 436 99×10-6

 

Hz 频率范围内的分潮信息功率超过

5
 

dB,4. 47×10-5
 

Hz 等浅水分潮信号功率小于 5
 

dB,信号

功率频谱覆盖值如图 4 所示。

图 4　 潮汐频谱功率图

Fig. 4　 Tidal
 

power
 

spectrum
 

diagram

各个潮汐观测点分潮周期会因地域不同而有所差异,
用于潮汐预报的信息数据不能简单按照传统的 11 个分潮

来界定,应根据实测数据信息频谱分布情况统筹考虑,避
免造成无效信号冗余或有效信号损失,影响后续预报精度。

3　 潮汐预测与验证

3. 1　 VMD 最优分解与预测

　 　 为降低潮汐数据有效信号损失或模态重复,提高预测精

度,采用归一化方法对数据进行预处理,通过基于能量熵

VMD 分解的方法,实现潮汐低频信号最优中心频率分解和

提取[18] 。 最优分解个数通过 IMF 分量中心频率的能量熵情

况进行判定,各分量中心频率及能量熵如表 1 所示。
VMD 分解的 2~ 6 层中心频率主要集中在 4 个频段,

分别为 2. 27×10-5、1. 17×10-5、3. 44×10-6 和 4. 47×10-5
 

Hz。
当分解层数为 5 时,分量 6. 74×10-5

 

Hz 中心频段能量熵

小于 0. 1% ,且其余中心频段的能量熵和分解 4 层相比无

变化,因此,确定 VMD 的最优分解为 4 层,最优分解各分

量时域分布如图 5 所示。
VMD 最优分解 4 层后,对各 IMF 分量进行提取,从

各分量频谱频率分布来看,最优分解 4 层各分量能量分

布合理,频段分布清晰,无模态重复情况,较低能量模
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　 　 　 　 表 1　 VMD 模态分量中心频率表

Table
 

1　 Center
 

frequency
 

table
 

of
 

VMD
 

modal
 

components

分量
分解 6 层 分解 5 层 分解 4 层 分解 3 层 分解 2 层

中心频率 / Hz 能量熵 / % 中心频率 / Hz 能量熵 / % 中心频率 / Hz 能量熵 / % 中心频率 / Hz 能量熵 / % 中心频率 / Hz 能量熵 / %

IMF1 7. 91×10-5 0. 01 6. 74×10-5 0. 02 4. 47×10-5 0. 33 2. 27×10-5 13. 25 2. 27×10-5 12. 76

IMF2 6. 74×10-5 0. 01 4. 47×10-5 0. 33 2. 27×10-5 13. 28 1. 17×10-5 25. 95 1. 17×10-5 27. 29

IMF3 4. 47×10-5 0. 33 2. 27×10-5 13. 28 1. 17×10-5 25. 93 3. 44×10-6 7. 46 — —

IMF4 2. 27×10-5 13. 28 1. 17×10-5 25. 93 3. 44×10-6 7. 45 — — — —

IMF5 1. 17×10-5 25. 93 3. 44×10-6 7. 45 — — — — — —

IMF6 3. 44×10-6 7. 45 — — — — — — — —

图 5　 IMF 分量曲线分布图

Fig. 5　 IMF
 

component
 

curves
 

distribution

态均分布于残差。 各模态分量实现了精准划分,更加有

利于提高后续潮汐数据预报精度。 IMF 分量频谱分布图

如图 6 所示。
将 VMD 最优分解的 4 个 IMF 分量和 1 个残差分

量,按照数据标准化处理并经 GRU 单独训练预测并

合成后,形成最终的预报数据。 预测时间步数总计

7
 

273 步,单步时间为 1
 

min,约 5 天时间,预测数据如

图 7 所示。

图 6　 IMF 分量频谱分布

Fig. 6　 IMF
 

component
 

spectrum
 

distribution

图 7　 潮汐实时预测图

Fig. 7　 Real-time
 

tide
 

prediction
 

map

　 　 从实际观测数据与预测数据对比来看,误差最大值

主要集中于高低潮部分,高潮误差最高达 0. 46 cm,低潮

误差最高为- 0. 48 cm,数据预测总体的均方根误差为

0. 19 cm,平均绝对误差为 0. 15 cm,实时观测与预测误差

如图 8 所示。
3. 2　 预测验证与对比分析

　 　 本文按照统一的配置参数,采用 RMSE、MAE、MAPE
 

3 种评价方法对预测模型进行对比分析并验证 VMD 最

优分解层。 其中预测模型通过与未经 VMD 分解的双向

长短期记忆网络 ( bidirectional
 

long
 

short-term
 

memory,
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图 8　 潮汐观测与预测比对误差

Fig. 8　 Error
 

of
 

tidal
 

observation
 

and
 

prediction

BiLSTM)、LSTM、GRU 进行对比,VMD 最优分解预测按

照 3 种评价方法在不同分解层的预测误差趋势进行验

证[19-20] 。 计算公式如式(9) ~ (11)所示,其中,n 为预测

样本数量, f i 为预测数据,y i 为检验样本数据。

RMSE = 1
n ∑

n

i = 1
( f i - y i)

2 (9)

MAE = 1
n ∑

n

i = 1
f i - y i (10)

MAPE = 1
n ∑

n

i = 1

f i - y i

y i

·100% (11)

从潮汐预测值和实际观测数据拟合情况来看,本文

方法更接近实际观测值,预测数据拟合度较高,其余预测

拟合度较好的分别为 GRU、LSTM 和 BiLSTM,预测拟合

对比曲线如图 9 所示。

图 9　 潮汐预测模型对比

Fig. 9　 Comparison
 

of
 

tide
 

prediction
 

models

从预测模型评价指标数据来看,在神经网络训练配

置参数相同的情况下,GRU、LSTM、BiLSTM
 

3 种模型中

GRU 预测性能更优,RMSE 分别提升分别提升 53% 和

96. 8% 。 而本文采用的 VMD 最优分解 4 层分解+GRU
预测方法与单一 GRU 相比,RMSE 提升了 81. 3% ,MAE
提升了 83% ,MAPE 提升了 84. 6% 。 预测模型精度提升

效果更加明显,评价指标值如表 2 所示。

表 2　 模型评价指标数据表

Table
 

2　 Evaluation
 

index
 

data
 

sheet
 

of
 

the
 

predict
 

model

预测模型 RMSE MAE MAPE

BiLSTM 32. 12 25. 61 3. 97

LSTM 2. 17 1. 90 0. 28

GRU 1. 02 0. 88 0. 13

VMD+GRU(k= 2) 0. 239 0. 200 0. 030

VMD+GRU(k= 3) 0. 269 0. 220 0. 032

VMD+GRU(k=4) 0. 187 0. 150 0. 022

VMD+GRU(k= 5) 0. 460 0. 390 0. 058

VMD+GRU(k= 6) 0. 400 0. 310 0. 046

　 　 从 VMD 分解层数预测评价指标曲线来看,最优分层

4 层的 RMSE、MAE、MAPE
 

3 项指标在 2 ~ 6 层分解的预

测误差最小,预测精度最高。 经验证,采用基于能量熵的

自适应 VMD 分解方法实现潮汐预测是可靠有效的,评价

指标值如表 2 所示,分解层数用 k 表示。 同时为突出

VMD 不同分解层评价指标的直观性,形成了指标对比

图,如图 10 所示。

图 10　 VMD 分解层预测评价指标对比

Fig. 10　 Evaluation
 

comparison
 

of
 

VMD
 

decomposition

3. 3　 预测模型多适应性验证

　 　 潮汐类型主要包括半日潮、全日潮和混合潮,其中混

合潮的主要特征为有些日子会出现两次高潮、两次低潮,
有些日子出现一次低潮、一次高潮的情况,因此采用混合

潮对本文方法的多适应性进行验证分析更具有代表性。
验证数据主要选取国内南海某河口验潮仪获取的 21 天

分钟级混合潮汐数据,如图 11 所示。 根据混合潮汐谱分

析,潮汐主要受全日潮影响,同时含有较大半日潮,频谱

如图 12 所示。
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图 11　 混合潮汐观测数据

Fig. 11　 Mixed
 

tidal
 

observations

图 12　 混合潮汐谱分析图

Fig. 12　 Mixed
 

tidal
 

spectrum
 

analysis

按照 VMD 最优分解方法,确定数据最优分解层数

为 5 层,将 IMF 分量和残差分量经 GRU 模型开环预测

合成最终的预报曲线如图 13 ~ 14 所示,其中均方根误

差 RMSE 为 0. 72 cm,与未经 VMD 分解的单一 GRU 模

型相比预测精度提高了 32. 7% 。 经验证,该预测模型

对于多种潮汐类型预测精度再提高具有较高的适

应性。

图 13　 混合潮汐预测图

Fig. 13　 Mixed
 

tide
 

forecast
 

map

图 14　 混合潮汐观测与预测比对误差

Fig. 14　 Error
 

of
 

mixed
 

tidal
 

observation
 

and
 

prediction

4　 结　 　 论

　 　 本文主要研究基于能量熵的自适应最优变分模态分

解与 GRU 循环神经网络相结合的一种潮汐预测模型算

法,与单一 GRU 相比,该方法在正规半日潮和混合潮汐

预测的均方根误差分别提升了 81. 3% 和 32. 7% ,预测精

度提升效果较为明显,并验证了算法的多适应性,在潮汐

预报方面具有一定的推广应用价值,同时重点解决了以

下问题:

1)针对潮汐类型的不同以及由于地域、气象环境等

因素影响所导致的潮汐分潮呈现多样性和动态分类困难

等问题,采用 VMD 自适应最优变分模态分解方法,根据

外界信号变化自动调整滤波系数,实现低频潮汐分潮最

优中心频率和带宽范围的自适应匹配等。

2)针对 VMD 不同分解模态下原始信号重要信息容

易被过滤或导致模态重复引入噪声等问题,通过不同分

解层各模态的能量熵计算,判定最优分解个数 k,解决因

信号分解不充分或冗余影响后续预测精度和效率等

问题。

3)针对潮汐预测模型训练效率和预测精度提升等问

题,通过对比分析 GRU、LSTM、BiLSTM 在潮汐预测的方

面的性能,验证并确定了门控循环单元 GRU 神经网络在

训练速度和精度方面的优势,通过 VMD 与 GRU 有效结

合进一步提升了效率和预测精度。
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