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摘　 要:脑功能成像技术可以反映人体运动时的大脑生理变化,进而解码运动状态,但单模态信号反映的大脑生理信息存在局

限性。 为此,本文提出了一种基于 EEG 和 fNIRS 信号的时频特征融合与协同分类方法,利用脑神经电活动和血氧信息的互补

特性提高运动状态解码精度。 首先,提取 EEG 的小波包能量熵特征,使用双向长短期记忆网络(Bi-LSTM)提取 fNIRS 的时域特

征,将两类特征组合得到包含时频域信息的融合特征,实现 EEG 和 fNIRS 不同层次特征的信息互补。 然后,利用 1DCNN 提取

融合特征深层次信息。 最后,采用全连接神经网络进行任务分类。 将所提方法应用于公开数据集,本文所提的 EEG-fNIRS 信号

协同分类方法准确率为 95. 31% ,较单模态分类高 7. 81% ~ 9. 60% 。 结果表明,该方法充分融合了两互补信号的时频域信息,提
高了对左右手握力运动的分类准确率。
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Abstract:Functional
 

neural
 

imaging
 

technology
 

can
 

reflect
 

the
 

physiological
 

change
 

of
 

the
 

brain,
 

and
 

decode
 

the
 

movement
 

state.
 

However,
 

the
 

information
 

by
 

the
 

single
 

neural
 

imaging
 

modality
 

is
 

limited.
 

In
 

this
 

article,
 

a
 

time-frequency
 

feature
 

fusion
 

and
 

collaborative
 

classification
 

method
 

is
 

proposed
 

to
 

achieve
 

high
 

precision
 

motion
 

state
 

decoding
 

with
 

EEG
 

and
 

fNIRS
 

signals,
 

which
 

takes
 

the
 

advantage
 

of
 

the
 

complementation
 

of
 

electrical
 

activity
 

and
 

hemoglobin
 

changes.
 

Firstly,
 

the
 

wavelet
 

packet
 

energy
 

entropy
 

feature
 

of
 

the
 

EEG
 

signal
 

is
 

extracted,
 

the
 

Bi-LSTM
 

deep
 

neural
 

network
 

is
 

used
 

to
 

extract
 

the
 

time
 

domain
 

features
 

of
 

the
 

fNIRS
 

signal,
 

and
 

the
 

achieved
 

features
 

are
 

combined
 

to
 

obtain
 

the
 

fusion
 

features
 

containing
 

the
 

time-frequency
 

domain
 

information.
 

The
 

complementation
 

of
 

EEG
 

and
 

fNIRS
 

features
 

is
 

achieved
 

at
 

multiple
 

levels.
 

Then,
 

the
 

1DCNN
 

is
 

used
 

to
 

extract
 

deep-level
 

information
 

from
 

the
 

fusion
 

features.
 

Finally,
 

a
 

fully
 

connected
 

neural
 

network
 

is
 

used
 

for
 

classification.
 

The
 

proposed
 

method
 

has
 

been
 

tested
 

with
 

a
 

public
 

dataset.
 

The
 

EEG-fNIRS
 

collaborative
 

classification
 

method
 

achieves
 

the
 

accuracy
 

of
 

95. 31% ,
 

which
 

is
 

7. 81% ~ 9. 60%
 

higher
 

than
 

those
 

of
 

single-modal
 

signal
 

classification
 

methods.
 

Experimental
 

results
 

show
 

that
 

this
 

method
 

fully
 

integrates
 

the
 

time-
frequency

 

domain
 

information
 

of
 

two
 

physiologically
 

complementary
 

signals,
 

and
 

improves
 

the
 

classification
 

accuracy
 

of
 

left
 

and
 

right
 

hand
 

grip
 

tasks.
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0　 引　 　 言

　 　 人类运动与大脑运动功能区之间存在密切联系[1] ,
肢体运动受大脑控制的同时,还会激活运动区域的神经

元状态,且激活程度受具体运动模式的影响[2] 。 随着功

能性成像技术的发展,该技术可实时记录大脑区域的变

化,进而研究脑神经活动机制[3] 。 通过研究运动与脑功

能之间的机制,发现大脑对运动的控制机理,实现神经解

码,进而从大脑中得到运动信息,在运动康复和脑机接口

等领域得到广泛应用[4-7] 。 因此,基于脑功能成像技术研

究运动与大脑功能信号之间的关系对促进脑科学研究有

重要意义。
目前运动与脑神经功能存在的机制尚未完全明确,

采用脑功能成像技术对大脑运动区域进行信号采集,可
以研究运动与大脑相应功能区激活的联系。 大脑信号记

录方式分为两类,一类是反映大脑神经活动的电生理信

号(EEG,MEG) [8] ,另一类是反映大脑血液中血红蛋白

浓度变化的血液动力学信号( fNIRS,fMRI,PET) [9] 。 采

集的大脑信号包含相关运动信息,通过解码分析,可实现

对任务 的 分 类。 其 中, 脑 电 图 ( electroencephalogram,
 

EEG)可以记录大脑活动时的电位变化[10] 。 功能性近红

外( functional
 

near-infrared
 

spectroscopy,
 

fNIRS) 是利用

600 ~ 900 nm 近红外光对血液中主要成分测量,并通过修

正的比尔-朗伯定律计算得到血液中氧合血红蛋白

( oxygenated
 

hemoglobin,
 

HbO ) 和 脱 氧 血 红 蛋 白

(deoxygenated
 

hemoglobin,
 

HbR) 的浓度变化,从而反映

大脑活动情况[11] 。 而 fMRI 等虽然具有高空间分辨率,
但其采集设备具有局限性,如设备体积较大,要求受试者

处于密闭空间中,无法完成某些复杂运动任务,适用人群

也有限制。 与 fMRI 等采集方式相比,EEG 和 fNIRS 信号

采集设备具有可便携性,允许受试者完成运动任务,且
EEG 信号具有时间分辨率高,频域特征突出等优点;
fNIRS 信号具有空间分辨率高,噪声小等优点。 近年来,
许多学者开始使用 EEG 和 fNIRS 进行任务的分类

 [11-14] 。
但由于利用单模态信号获得的信息有限,难以保证分类

任务的高精度。 而同时采集 EEG 信号和 fNIRS 信号可

以反映大脑的电生理和血液动力学这两类不同特性的信

息。 且 EEG 和 fNIRS 信号采集设备操作简单,可进行联

合采集,不易相互干扰。 因此使用 EEG 和 fNIRS 信号进

行协同分类,实现不同类别信息融合及特征互补[15] ,以
提高分类准确率。

对于两信号融合,目前常用的策略有 3 种:将预处理

后的两个信号直接融合,融合从两个信号中提取的特征,
对两个信号单独分类的结果进行融合。 随着人工智能的

深入发展,机器学习和深度学习方法也开始应用于各类

任务的大脑信号分类中[16-17] 。 多项研究使用 EEG 和

fNIRS 信号融合策略,并结合人工智能算法实现了两信

号的协同分类。 Chiarelli 等[18] 使用深度神经网络 DNN
分别对 EEG,fNIRS,EEG+fNIRS 信号进行左右手运动想

象的分类,将滑动时间窗内 EEG 的平均 ERD / ERS 特征

和 fNIRS 的均值特征作为全连接前馈结构的 DNN 网络

的输入。 结果显示,使用 EEG+fNIRS 达到 83. 28% 的准

确率, 较 EEG 高 9. 89% , 较 fNIRS 高 11. 36% 。 Hirsch
等[19] 使用 LDA 分别对 EEG 的共同空间模式( common

 

spatial
 

pattern,
 

CSP)特征、fNIRS 中 HbO 和 HbR 的均值

和斜率特征分别进行左右手握力解码,然后设计了一个

元分类器,在决策层进行融合,得到 79% 的准确率,与仅

使用单模态信号相比,提高了模型鲁棒性。 Ge 等[20] 设

计了 EEG 和 fNIRS 的联合采集方法,采集受试者握杯动

作的 3 种状态的大脑活动信号,同时基于脑网络和特征

选择算法,使用 SVM 分类器对 EEG-fNIRS 信号特征进行

状态识别, 得到 EEG-fNIRS 识别准确率为 72. 7% , 而

EEG 和 fNIRS 准确率为 68. 6% 和 52. 7% , 表明 EEG-
fNIRS 双模态较单模态信号的表现好,也揭示了复杂大

脑网络对不同动作的激活状态。 以上工作使用 EEG-
fNIRS 联合分析方法实现了不同动作状态的解码,但在

提取特征和融合方法中仍有提升空间,可以更好地利用

EEG 和 fNIRS 信号之间的互补性,针对性地提取多维度

特征,以达到较高的准确率。
本文基于 EEG 和 fNIRS 在神经机理和信号时域频

域方面的互补特性,设计一种面向运动解码的 EEG-
fNIRS 特征融合与协同分类方法。 由于 EEG 和 fNIRS 的

采样原理不同,采样频率差异过大,难以直接从原始信号

层面进行融合,因此本文采用特征层融合策略。 通过利

用两信号不同神经机理信息(EEG 电生理,fNIRS 血液动

力学) 的互补性,提出了基于 EEG-fNIRS 信号时频域特

征的协同分类方法,实现了两种不同模态信号的特征融

合。 首先,考虑到左右手运动任务下大脑区域激活程度

不同,提取 EEG 小波包分解能量熵特征,更好地表征大

脑区域间的激活程度差异。 然后,考虑到 fNIRS 受采集

原理的限制、采样频率较低,主要是提取基于生理特点的

时域特征、并需要手动处理,因此本文提出使用 Bi-LSTM
网络提取 fNIRS 信号的时域特征,更好地表示任务中大

脑血液动力学反映。 进而,融合 EEG 频域特征和 fNIRS
时域特征,实现两类信号的特征互补。 最后,构建 EEG-
fNIRS 协同分类方法,设计 1DCNN+FC 网络,提取深层信

息。 将所提方法在公开数据集中进行验证,通过实现对

左右手握力任务的分类,验证本文提出的 EEG-fNIRS 信

号协同分类方法可以大幅提高多模态信号融合分类的准

确率。



　 第 7 期 刘晋瑞
 

等:一种面向运动解码的 EEG-fNIRS 时频特征融合与协同分类方法 167　　

1　 方　 　 法

　 　 本文提出了一种基于 EEG-fNIRS 信号时频特征融合

与协同分类方法,流程如图 1 所示。 首先,使用小波包分

解提取 EEG 的频域能量熵特征,使用双向长短期记忆网

络(bi-directional
 

long
 

short
 

term
 

memory,
 

Bi-LSTM) 自动

提取 fNIRS 时域特征,并将两信号特征进行拼接,得到融

合特征。 然后,使用一维卷积方法(1DCNN)对融合特征进

行提取压缩。 最后,输入到全连接神经网络(full
 

connected
 

neural
 

network,
 

FC)中实现左右手握力的协同分类。 将本

文所提方法应用在公开数据集中,验证多维度时频域特征

融合方法的有效性,及多模态信号协同分类相较于单模态

信号分类在运动任务中的高精度解码能力。

图 1　 EEG-fNIRS 信号时频特征融合与协同分类处理流程

Fig. 1　 EEG-fNIRS
 

time-frequency
 

feature
 

fusion
 

and
 

collaborative
 

classification
 

pipeline

1. 1　 数据集

　 　 本文使用 Ortega 等发表的公开数据集 HYGRIP [21] 进

行 EEG 和 fNIRS 信号的协同分类方法研究。 数据集包

含根据计算机指令采集的 14 位右利手受试者进行左右

手抓握过程的 EEG、fNIRS 等信号,并且提供了各类信号

可视化和预处理程序。 该实验设计是通过计算机随机发

送左手或右手的握力指令,受试者根据指令做出相应握

力动作并保证握力大小在最大握力的 25% ~ 50% 。 每位

受试者每只手需进行 10 ~ 13 组实验,每次实验持续时间

为 21 s(包括 10 次连续握力 1. 55 s / 放松 0. 55 s)两次实

验之间休息 15 ~ 21 s,实验过程如图 2 所示。 实验过程

中,同步采集了位于大脑 C3 和 C4 运动区域共 24 个通道

的实时 EEG 和 fNIRS 信号。 其中, EEG 采样频率为

1
 

000
 

Hz,fNIRS 采样频率为 12. 5
 

Hz。

图 2　 HYGRIP 数据集中左右手握力任务实验流程

Fig. 2　 Experimental
 

process
 

of
 

left / right
 

grip
 

task
 

in
 

HYGRIP
 

dataset



168　　 仪　 器　 仪　 表　 学　 报 第 4 3 卷

1. 2　 EEG 频域特征提取及分类

　 　 由于 EEG 信号的频域特征明显,左右手握力运动在

大脑左右脑区的表现不同[22] 。 为表征左右手握力过程

中大脑区域之间的能量差异[23-24] ,本文提出提取 EEG 信

号各通道的小波包能量熵特征, 并使用支持向量机

(support
 

vector
 

machine,
 

SVM)对其进行分类。
对 EEG 信号进行 4 层小波包分解,计算各通道的能

量熵作为其特征。 下面是特征提取算法具体流程。
1)初始化

初始化 14 位受试者数据,构建 328 × 24 × 15
 

000 矩

阵。 使用‘db2’为母小波,进行 4 层小波包分解。
2)提取 EEG 序列 si,j,i为样本编号(1 ~ 328),j为通

道编号(1 ~ 24)。
3)对每个 si,j 进行小波包分解,获得分解后序列值:

w i,j,m,n
 ( i = 1,…,328,j = 1,…,24,m = 0,…,2L - 1,

n = 0,…,Tfs)
4)对每个 w i,j,m,n 计算每个频段的能量:

E i,j,m = ∑
Tfs

n = 0
w i,j,m,n

2 (1)

5)对每个 E i,j,m 计算每个频段的能量占比:

ei,j,m =
E i,j,m

∑
L -1

m = 0
E i,j,m

(2)

6)对每个 si,j 计算小波包分解能量熵:

wpei,j =- ∑
2L-1

m = 0
[ei,j,m·ln(ei,j,m)] (3)

7)输出结果: wpei,j, 对于每一个样本,得到 24×1 的

特征向量。
在计算出 EEG 信号关于小波包分解能量熵的特征

向量(24×1)后,使用 SVM 算法进行分类。 由于 EEG 信

号具有随机性及非平稳性等特点,且属于非线性信号,提
取的特征向量显然也是非线性的,因此使用基于非线性

高斯核函数的 SVM 算法将特征映射到高维空间中实现

广义线性化,然后进行分类。 分类决策函数和高斯径向

基核函数如式(4)和(5)所示。

f(x) = sign ∑
n

i = 1
wTϕ(x) + b∗( ) (4)

K(x i,x j) = exp -
‖x i - x j‖

2δ 2( ) (5)

对于斜率 ω 和截距 b∗ , 使用求解有约束条件的最优

化问题得到。 另外,由于 EEG 信号 24 个通道之间存在

相关性,提取特征之间必然存在冗余信息。 因此使用主

成分分析( principal
 

component
 

analysis,
 

PCA)方法,将提

取的特征映射到另一个空间中,使其方差最大化,实现特

征选择,以去除冗余信息。

1. 3　 fNIRS 时域特征提取及分类

　 　 fNIRS 信号包括 24 通道的氧合血红蛋白( HbO) 浓

度序列和 24 通道的脱氧血红蛋白( HbR)浓度序列。 这

样,得到的 fNIRS 信号数据为 48×375 维矩阵。 然后,分
别使用 SVM 算法和 Bi-LSTM 深度神经网络对 fNIRS 信

号进行分类。 第 1 种方法是根据 fNIRS 信号生理性特

点,提取 HbO、HbR 和 HbD( HbD 为 HbO 与 HbR 浓度之

差)的均值、面积和斜率特征[25-26] ,然后使用 SVM 对特征

进行分类。 第 2 种方法是使用 Bi-LSTM 网络对该信号进

行时域特征提取及分类。
1)生理性特征提取及分类

由 fNIRS 信号血液动力学反应[27] 可知,由运动等引

起的大脑神经活动变化会增加代谢需求,从而使 HbO 浓

度短暂降低后增加,HbR 浓度短暂增加后降低。 为显示

任务过程血红蛋白变化情况,绘制执行任务期间,大脑左

右半球通道的平均血红蛋白浓度变化和幅度,如图 3 所

示。 根据该平均血红蛋白浓度变化图像,可以看出在 0 ~
20 s 时间范围内的浓度变化情况符合血液动力学反应特

点,HbO 浓度呈整体上升趋势,HbR 呈整体下降趋势。
此外,通过对比不同侧握力任务下大脑左右半球的血红

蛋白浓度变化可以看出,左手握力任务下,HbO 浓度变化

在大脑右半球更显著;右手握力任务下,HbO 浓度变化在

大脑左半球更显著。 因此,为量化左右手握力运动对大

脑血红蛋白浓度影响的差异,提取 24 通道 fNIRS 信号的

生理性特征包括:HbO、HbR 和 HbD 在 0 ~ 20 s 的均值

(SM)、面积(SA)和斜率(a)特征,计算式分别为:

SM =
∑

N

n = 1
x(n)

N
(6)

SA = ∑
N

n = 1
x(n) (7)

minR = ∑
N

i = 1
[y i - (ax(n) + b)] 2 (8)

其中,N 为信号序列的长度。 随后,使用 SVM 对

3 种不同血红蛋白浓度的特征进行组合分类,以获得最

优的特征组合方式,进而提高分类准确度。
2)Bi-LSTM 提取时域特征及分类

fNIRS 属于典型的多通道时序信号,对时序信号进

行处理分类通常使用循环神经网络 ( recurrent
 

neural
 

network,
 

RNN),该网络可以保留和利用时序信号的历史

信息。 但 RNN 网络存在梯度消失和爆炸问题,这对时序

信号的长度有所限制。 为解决以上问题,使用 LSTM 神

经网络,使得在有效利用时间序列的先前信息的同时,添
加遗忘机制丢弃先前的一些无用信息,以处理长时间依

赖问题。 fNIRS 信号的血红蛋白浓度变化与运动响应的

时间有密切关联,为了同时利用历史信息和未来信息,进
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图 3　 左右手握力任务下平均血红蛋白浓度变化曲线

Fig. 3　 The
 

average
 

hemoglobin
 

concentration
 

change
 

curve
 

of
 

the
 

left / right
 

grip
 

task

一步提出使用 Bi-LSTM 网络,它是由两层 LSTM 组成,可
以增加处理信息量,以获得更优性能,提高分类准确率。

Bi-LSTM 神经网络是由一个前向 LSTM 层和一个后

向 LSTM 层组成,其中,每个 LSTM 单元结构如图 4 所示。
LSTM 通过遗忘门、输入门和输出门对状态进行更新。

图 4　 LSTM 单元结构

Fig. 4　 LSTM
 

unit
 

structure

其中,遗忘门决定了要丢弃和保留的信息,计算公

式为:
f t = δ(Wf·[h t -1,x t] + b f) (9)
其中, δ 为 sigmoid 函数, h t -1 为上一时刻的隐藏层

输出,x t 为当前时刻的输入。 输入门负责将新的信息选

择性地记录到细胞状态中,计算公式如下:
i t = δ(Wi·[h t -1,x t] + b i) (10)
􀭴ct = tanh(Wc·[h t -1,x t] + bc) (11)
ct = f t·ct -1 + i t·􀭴ct (12)
其中, i t 为输入门的门控状态,􀭴ct 为产生的新的候选

细胞状态,ct 为保留到最终的细胞状态。 输出门决定细

胞的输出,计算公式如下:
o t = δ(Wo·[h t -1,x t] + bo) (13)

h t = o t·tanh(ct) (14)
其中, o t 为输出门的门控状态,h t 为当前时刻

LSTM 单元的输出。 在得到每个 LSTM 单元的输出后,
将两个由前向和后向计算的 LSTM 单元组合,即可得到

Bi-LSTM 单元结构。 每个单元的输出由式( 15) ~ ( 17)
计算得到。

h ft = LSTM(x t,h ft -1) (15)
hbt = LSTM(x t,hbt -1) (16)
y t = g(Wft·h ft + Wbt·hbt + by) (17)
其中, h ft 和 hbt 分别为前向和后向 LSTM 单元的输

出。 y t 为 Bi-LSTM 单元输出。 本文使用 Tensorflow 库来

创建 Bi-LSTM 网络,具体网络结构如图 5 所示。

图 5　 Bi-LSTM 网络结构

Fig. 5　 Bi-LSTM
 

neural
 

network
 

structure

在网络模型搭建中,为减小过拟合现象,提高准确

率,使用标准化、正则化方法并添加随机丢弃神经元机

制。 在对预处理后数据进行标准化处理后,输入到 Bi-
LSTM 层。 激活函数使用‘ tanh’函数,如式(18)所示,并
添加参数为 0. 1 的 L2 正则化项。 之后,将 Bi-LSTM 层的

输出数据做扁平化处理,输入全连接层,并在每层全连接

层后,添加 Dropout 层以防止过拟合。 激活函数均使用

‘elu’函数,如式(19)所示,可缓解梯度消失问题,同时提

高模型鲁棒性。 对于输出层,使用‘ softmax’激活函数来

获得分类结果。 最后,使用交叉熵损失函数和 Adam 优

化器进行训练的迭代计算。

f(x) = ex - e -x

ex + e -x (18)

f(x) =
x, x ≥ 0
α(ex - 1), x < 0{ (19)
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1. 4　 EEG-fNIRS 时频特征融合与协同分类

　 　 到目前为止,已经建立了用于对 EEG 小波包分解能

量熵分类的 SVM 模型,用于对 fNIRS 生理性特征分类的

SVM 模型和 Bi-LSTM 自动提取特征及分类模型。 在本节

中,将对两信号进行时频特征融合与协同分类方法的研究,
充分利用两信号带来的不同信息来提高任务的分类精度。

在机理层面,EEG 信号记录的是大脑神经元产生的

电信号,是脑神经电生理活动的总体反映,fNIRS 信号是

活动中血氧水平变化的反映。 两者从采样原理层面有着

本质的区别,包含的反映相应运动状态的信息具有差异

性。 因此,分别从频域和时域角度提取两信号特征并融

合,同时进一步提取融合特征的深层信息,可得到两信号

的互补信息,实现多维度的特征融合。
EEG-fNIRS 时频特征融合与协同分类流程如图 6

所示。 对于 EEG 信号,由于该信号具有频域信息突出

的特点,因此使用提取的小波包能量熵作为其频域特

征。 对于 fNIRS 信号,其记录了任务期间血氧浓度随时

间的变化情况,因此使用 Bi-LSTM 网络模型,经过 Bi-
LSTM 处理后,将下一全连接层的输出作为其时域特

征,即 32 × 1 的特征向量。 然后,将提取的 EEG 小波包

能量熵特征与 Bi-LSTM 深度神经网络自动提取的

fNIRS 特征进行拼接,得到融合特征。 提出使用 1DCNN
对融合特征进行处理的方法,以进一步提取有用特征,
提高分类准确率。 1DCNN 方法即利用一维的卷积核对

融合特征进行卷积操作,计算公式如式 ( 20) 所示。
1DCNN 方法在一方面可以进行特征的压缩,另一方面

可以提取深层特征。 通过对 EEG 和 fNIRS 信号进行多

维度特征提取和融合,可得到相较于单模态信号更多

的有效信息,以提高分类性能。 最后,使用全连接神经

网络对选择后融合特征进行分类。

图 6　 EEG-fNIRS 时频特征融合与协同分类流程

Fig. 6　 EEG-fNIRS
 

time-frequency
 

feature
 

fusion
 

and
 

collaborative
 

classification
 

pipeline

S(n) = ( f∗g)[n] = ∑
N-1

m = 0
f(m)g(n - m) (20)

其中,设置 1DCNN 中过滤器个数为 3,卷积核大小

为 3,步长为 1。 使输入的 56×1 的融合特征经过 1DCNN
后得到 54×3 维输出,然后利用两层全连接神经网络进行

左右手的分类。

2　 实验及结果分析

2. 1　 数据处理

　 　 本文直接使用 HYGRIP 数据集中的 EEG 和 fNIRS
信号([ -5,25]

 

s 的分段处理)。 为使分类结果更准确,
对 14 位受试者所有数据进行标准化处理,将所有数据转

化到[ -1,1]区间,如式(21)所示。

y(n) = 2
x(n) - xmin

xmax - xmin

- 1 (21)

其中, x(n) 为原始数据;xmax 和 xmin 分别为原始数据

中的最大值和最小值;y(n) 为归一化后的数据值。
在整个实验中,为保证结果的可靠性,将数据集中共

328 组数据按照 4 ∶1的比例划分为训练集和测试集。 其

中,测试集数据全程不参与训练,属于完全陌生数据。 另

外,针对训练集数据采用 8 折交叉验证方法,将训练集数

据分为 8 份,取其中 7 份用作训练,另 1 份用作验证,计
算 8 次结果平均值作为训练和验证的结果,以充分利用

数据。 最后,将测试集输入到训练好的模型中,得到最终

的分类结果。
2. 2　 结果分析

　 　 根据上述所提方法,使用 SVM 对提取的 EEG 小波

包能量熵特征进行分类,使用 SVM 方法及 Bi-LSTM 方法

对 fNIRS 信号进行特征提取及分类。 随后,融合 EEG 和

fNIRS 两信号多维度特征并分类实现了基于 EEG-fNIRS
时频特征融合与协同分类。 下面对所得结果进行分析。

对于 EEG 信号,将基于高斯核函数+PCA 的 SVM 分

类算法与使用其它常见核函数、是否使用 PCA 方法的

SVM 算法进行对比,验证本文所使用方法的有效性,结
果如表 1 所示。 对 EEG 信号提取的非线性、复杂性特

征,为使 SVM 广义线性分类器得到更好的分类效果,需
要通过空间映射方式增加两类样本特征之间的可分性。
从表中可以看出,使用非线性核函数的结果明显优于线

性核函数,可见将数据非线性映射到高维空间中可提高

对 EEG 特征的分类准确率。 最终得到使用高斯 SVM +
PCA 方法,可获得最高 87. 5%的分类准确率。

对于 fNIRS 信号,分别使用 SVM 方法和 Bi-LSTM 深

度神经网络方法对任务进行分类。 在使用 SVM 对提取

的 fNIRS 信号生理性特征进行组合分类中,使用 HbD
(HbD = HbO-HbR ) 的均值、 面积和斜率特征达到最
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　 　 　 　表 1　 使用不同核函数的 SVM 算法对 EEG 分类的准确率

Table
 

1　 The
 

accuracy
 

of
 

EEG
 

classification
 

using
 

SVM
 

with
 

different
 

kernel
 

functions %

核函数 不使用 PCA 准确率 使用 PCA 准确率

线性 62. 5 61. 0

二次 80. 8 79. 6

三次 81. 7 81. 4

高斯 82. 8 87. 5

高 71. 70%的分类准确率。 而直接将预处理后的数据输

入到 Bi-LSTM 神经网络中提取时域特征并分类,得到了

85. 71%的分类准确率。 同时,采用 FC 神经网络、卷积神

经网络( convolutional
 

neural
 

network,
 

CNN)、LSTM 神经

网络对 fNIRS 信号进行分类,结果如表 2 所示,可以看出

使用 Bi-LSTM 神经网络的准确率最高。

表 2　 使用不同方法对 fNIRS 信号分类的准确率

Table
 

2　 The
 

accuracy
 

of
 

fNIRS
 

classification
 

by
 

different
 

methods

分类方法 分类准确率 / %

fNIRS-SVM 71. 70

fNIRS-FC 78. 57

fNIRS-CNN 81. 25

fNIRS-LSTM 82. 86

fNIRS-BiLSTM 85. 71

　 　 对于 EEG-fNIRS 信号协同分类,使用提出的分类方

法对 EEG-fNIRS 信号进行分类,并与已有的基于 SVM 和

DNN 神经网络的协同分类方法进行比较。 表 3 对比了

各方法对 EEG 和 fNIRS 两信号单独分类及协同分类的

结果,可以明显得到使用本文所提的基于 EEG-fNIRS 时

频特征融合与协同分类方法实现了 95. 31% 的分类准确

率,且较单模态信号分类准确率分别提升了 7. 81% 和

9. 60% 。 同时,本文方法较已有方法的准确率高,证明本

　 　 　 　
表 3　 使用不同协同分类方法对 EEG-fNIRS 分类的准确率

Table
 

3　 The
 

accuracy
 

of
 

EEG-fNIRS
 

classification
 

using
 

different
 

collaborative
 

classification
 

methods

方法 准确率 / %

单模态信号
EEG-高斯 SVM+PCA 87. 50

fNIRS-BiLSTM 85. 71

多模态信号

EEG-fNIRS-SVM 89. 10

EEG-fNIRS-DNN 90. 00

EEG-fNIRS-1DCNN+FC(本文) 95. 31

文提出方法可以有效融合多模态特征,进而提高分类准

确率。

3　 讨　 　 论

　 　 本文提出了一种基于 EEG-fNIRS 信号时频特征融合

与协同分类方法。 融合特征充分利用了不同模态的 EEG
和 fNIRS 两信号在采样机理层面的互补特性,以及两信

号在时频域反映的不同信息。 另外,使用 1DCNN 方法对

融合特征进行了深层特征提取,提取了多维度的信息,提
高了协同分类的准确率。 将所提方法在公开数据集

HYGRIP 中进行验证,从结果可以看出,将 EEG 小波包

能量熵特征和 Bi-LSTM 提取的 fNIRS 时域特征进行融合

与协同分类的准确率明显高于分别对两种信号进行分类

的准确率。 对于 EEG 信号,使用高斯 SVM+PCA 方法对

提取的小波包能量熵特征进行分类,实现了 87. 5% 的准

确率。 对于 fNIRS 信号,使用 Bi-LSTM 方法自动提取时

域特征并分类实现了 85. 71% 的准确率。 对于 EEG-
fNIRS,得到时频域融合特征,再使用 1DCNN 方法进行进

一步的特征提取,然后使用 FC 网络进行分类,得到准确

率为 95. 31% 。 可以看到,使用 EEG-fNIRS 协同分类的精

度分别比使用 EEG 或 fNIRS 信号高 7. 81% 和 9. 60% 。
本文方法所提取的 EEG 频域特征和 fNIRS 时域特征更

能反映任务中大脑活动的差异,且使用 1DCNN 和 FC 网

络对融合特征进行了进一步的信息提取和分类。 相较于

Chiarelli 等[18] 使用的特征提取方法和仅使用全连接前馈

DNN 网络的分类方法,本文方法可以更深入地获取两信

号时频域的互补信息,取得了更高的分类准确率。
分析 EEG-fNIRS 协同分类优于单一信号分类的原

因为:
1)信息量的增加。 与单模态信号相比,两个信号同

时使用的信息增加,可用特征也相应增加。 此外,EEG 和

fNIRS 采集的脑功能区信号类型不同。 前者收集神经电

信号,后者收集脑血流中血红蛋白浓度的变化。 这样,同
时使用两种不同类型的互补信息自然可以提高分类的准

确率。
2)融合策略的选择。 由于 EEG 和 fNIRS 信号采样

率分别为 1
 

000
 

Hz 和 12. 5
 

Hz,相差近 102 数量级,对两

信号进行降采样和上采样易造成信息的缺失,因此难以

从原始信号进行融合。 另外,在决策层融合两信号单独

分类的结果可以提高分类的鲁棒性,但精度没有得到明

显提高[19] 。 因此,本文选择在特征层进行融合,避免了

信息的丢失问题,提高了分类准确度。
3)模型建立的合理性和有效性。 使用

 

Bi-LSTM
 

神

经网络提取 fNIRS 时域特征,使网络能够学习时间序列

信号的历史与未来信息。 同时,提出 1DCNN+FC 方法对
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融合特征进一步提取分类,使得 EEG-fNIRS 信号的融合

特征包括多方面信息。 最后,依靠神经网络结构对非线

性的逼近能力,使模型更为真实地反映左右手进行握力

动作与 EEG-fNIRS 之间的内在联系。
基于多模态的脑功能信号的融合与协同分类方法仍

存在巨大挑战,以本文研究的 EEG 和 fNIRS 信号融合为

例,两信号的采集原理等有较大差异,目前已有的信号融

合方法存在一定局限性。 如何在保证信息不丢失的前提

下,更好的实现两信号的融合是未来的研究重点。 本文

的研究方法主要关注于对两信号特征融合方法的研究,
今后的工作将针对 EEG 和 fNIRS 原始信号频率差异大,
难以直接由原始信号进行融合的问题展开研究,同时关

注两信号与指定任务之间的特定联系,实现更好的互补

信息融合。

4　 结　 　 论

　 　 本文提出了一种基于 EEG-fNIRS 时频域特征融合与

协同分类方法,将提取的 EEG 小波包能量熵特征与 Bi-
LSTM 自动提取的 fNIRS 时域特征进行组合,然后进行协

同分类。 将该方法运用在公开数据集中,实现了 95. 31%
的准确率,较单模态信号分类准确率分别提升了 7. 81%
和 9. 60% 。 实验结果表明,本文所提方法融合了 EEG 电

生理和 fNIRS 血氧浓度变化的多角度信息,再结合深度

学习方法,提高了运动任务分类性能,证明了两种不同模

态信号融合可以提高运动解码能力,为多模态信息融合

方法的研究提供了参考。
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