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摘　 要:深度神经网络的管道泄漏孔径识别方法虽然识别率高,但因结构复杂造成参数量大、内存占用大,极大地限制了其在资

源有限的工业环境及实时处理中的应用。 提出一种优化卷积改进稠密块的轻量化神经网络用于管道泄漏孔径识别。 首先将深

度可分离卷积与异构卷积结合,构造了新的多卷积稠密块实现泄漏信号的特征提取;之后采用卷积注意力机制对特征进行权重

划分,实现特征的重要性区分;最后通过分类器获取结果。 实验结果表明,本文方法识别准确率达到了 96. 59% ,参数量仅为

781
 

KB。 本文方法在保证高识别准确率的同时,参数量及浮点数大幅下降,训练时间也有所减少,改善了实时响应能力,对于实

际工业监测应用有指导意义。
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Abstract:
 

The
 

identification
 

method
 

of
 

pipeline
 

leakage
 

aperture
 

based
 

on
 

the
 

deep
 

neural
 

network
 

has
 

a
 

high
 

identification
 

rate.
 

However,
 

its
 

application
 

in
 

industrial
 

environment
 

and
 

real-time
 

processing
 

is
 

greatly
 

limited
 

due
 

to
 

the
 

large
 

number
 

of
 

parameters
 

and
 

large
 

memory
 

consumption
 

due
 

to
 

its
 

complex
 

structure.
 

To
 

address
 

this
 

issue,
 

an
 

optimized
 

convolution
 

improved
 

dense
 

block
 

lightweight
 

neural
 

network
 

is
 

proposed
 

for
 

the
 

pipeline
 

leak
 

aperture
 

identification.
 

Firstly,
 

a
 

new
 

multi-convolutional
 

dense
 

block
 

is
 

constructed
 

by
 

combining
 

the
 

deeply
 

separable
 

convolution
 

with
 

the
 

heterogeneous
 

convolution
 

to
 

extract
 

the
 

features
 

of
 

leakage
 

signals.
 

Then,
 

the
 

convolutional
 

attention
 

mechanism
 

is
 

used
 

to
 

classify
 

the
 

weight
 

of
 

features
 

to
 

realize
 

the
 

importance
 

distinction
 

of
 

features.
 

Finally,
 

the
 

results
 

are
 

obtained
 

by
 

classifier.
 

Experimental
 

results
 

show
 

that
 

the
 

recognition
 

accuracy
 

of
 

the
 

proposed
 

method
 

is
 

96. 59% ,
 

and
 

the
 

number
 

of
 

parameters
 

is
 

only
 

781
 

KB.
 

While
 

ensuring
 

high
 

recognition
 

accuracy,
 

the
 

number
 

of
 

parameters
 

and
 

floating
 

point
 

numbers
 

are
 

greatly
 

reduced,
 

the
 

training
 

time
 

is
 

also
 

reduced,
 

and
 

the
 

real-time
 

response
 

ability
 

is
 

improved,
 

which
 

has
 

guiding
 

significance
 

for
 

practical
 

industrial
 

monitoring
 

applications.
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0　 引　 　 言

　 　 天然气是工业生产和人们生活的主要能源之一,我
国天然气传输多数采用压力管道输送方式,由于管道老

化等问题以及沿途复杂的自然环境影响,管道泄漏事故

时有发生。 管道泄漏会带来经济损失、人员伤亡和环境

污染,因此研究管道泄漏孔径识别,对于快速准确判断泄

漏规模,迅速制定抢修措施意义重大[1] 。
传统的管道泄漏孔径识别主要采用特定特征结合分

类器的方法,焦敬品等[2] 通过分析泄漏信号的时域、频域

及波形特点,提取出可用于泄漏信号表征的 20 种特征参

数,构建了泄漏声信号 BP 神经网络识别系统。 Sun 等[3]

提出了一种基于 LMD 包络谱熵及 SVM 的天然气管道微

小泄漏孔径识别方法。 张勇等[4] 利用改进阈值函数的小

波变换对管道泄漏信号进行去噪,实现泄漏定位。 通过

文献分析发现传统方法主要是通过傅里叶变换、小波变

换、希尔伯特-黄变换、经验模态分解和局域均值分解等

方法提取泄漏信号的特征进行分析;再通过聚类、前后向

传播、支持向量机等方法进行泄漏识别。 但这类方法过

度依赖人工专业经验知识,通用性差且浅层模型无法全

面反映泄漏信号的特征。
管道泄漏可视为管道的一种故障状态,因此泄漏孔

径识别本质上是通过分析复杂泄漏信号而实现的故障诊

断。 近年来深度学习在故障诊断领域成为新的研究热

点,取得了很多研究成果。 Wen 等[5] 提出了基于深度卷

积网络的故障诊断方法,将一维时域信号转换为二维灰

度图像后,通过学习图像特征,消除手工特征的影响,实
现了故障识别。 Bai 等[6] 提出了一种多通道卷积神经网

络结合数据增强技术的滚动轴承故障诊断方法。 Deng
等[7] 提出基于多尺度特征融合的改进深度残差网络,用
于旋转机械故障诊断。 学者们把深度神经网络类方法也

引入管道泄漏研究中,孙洁娣等[8] 针对数据冗余、特征提

取受主观因素的影响较大,结合压缩感知与深度学习提

出一种在变换域进行泄漏信号的压缩采集,在压缩感知

域进行自适应特征提取及识别的智能天然气管道泄漏孔

径识别方法。 温江涛等[9-10] 将压缩感知与卷积网络结合

进行特征提取,利用 Softmax 实现对泄漏孔径的分类;并
引入迁移学习,提出了一种基于域不变特征深度迁移学

习的管道入侵事件识别方法。 通过分析文献发现虽然基

于深度神经网络的方法识别准确率较高,但是主要通过

构建复杂的网络模型、不断加深网络深度、层与层之间增

加多种处理来实现诊断性能的提升,造成参数量庞大、对
监测系统软硬件要求过高,训练和测试需要耗费大量的

计算资源和更多的时间,难以满足实际管道泄漏监测要

求的快速识别和及时响应的要求,极大地限制了此类方

法在资源有限的工业环境及实时在线处理中的应用。

针对上述问题,为了改善深度神经网络类方法在诸

如管道泄漏等实际应用中的快速识别和及时响应方面的

不足,学者们在深度模型压缩方面进行了大量研究。 目

前常用的减少模型计算量的方法主要考虑从参数压缩及

结构压缩两个方面[11-12] ,参数压缩类主要有网络剪枝、网
络量化、低秩分解和参数共享等;在结构压缩方面,主要

有知识蒸馏、轻量级网络设计及基于神经网络结构搜索

的方法。 Wang 等[13] 提出在激活函数和权重上先后进行

量化,稀疏率为 75% 时,准确率可达到 94. 49% 。 Yang
等[14] 提出用卷积滤波器表示的权重共享方法进行模型

压缩,当参数量降为原来的 60% 时, 识别准确率为

97. 19% 。 Jiang 等[15] 提出一种基于权值剪枝的压缩超分

辨率网络的方法,准确率为 96. 1% ,参数量仅为原来网络

的 41% 。 Cui 等[16] 提出将结构化剪枝和密集知识蒸馏技

术结合的联合模型压缩方法,稀疏率为 10%时,模型参数

量为 62. 9
 

M,识别准确率为 93. 3% ;稀疏率为 90% 时,模
型参数量为 29. 6

 

M,识别准确率为 90. 7% ,在模型精度

牺牲不大的情况下,参数量实现了显著压缩。 以上方法

都在一定程度上降低了模型的参数量和计算量,但都是

在对已有的网络模型进行压缩降低对计算量的需求。 通

过模型压缩减小参数量的方法取得良好的效果的前提是

必须确保已有网络模型已经取得了较好的识别效果,此
类方法过渡依赖于原模型。

为了降低训练网络模型对运行系统和设备的要求,
同时减少存储空间占用量,设计更加精简、有效的网络,
折中考虑模型的准确度和参数量是解决管道泄漏快速识

别和及时响应问题的更好途径。 为此,本文提出了一种

基于多卷积稠密块轻量级神经网络的管道泄漏孔径识别

方法。 首先从优化特征学习入手,通过将深度可分离卷

积和异构卷积模块进行密集连接构造了一种多卷积稠密

块,实现了新的轻量级网络设计;为了改善管道泄漏特征

的区分能力,引入注意力机制对特征权重进行划分;最后

利用 Softmax 实现泄漏孔径分类。 本文方法从深度神经

网络结构单元的轻量级化入手,实现从源头上的网络压

缩。 实验结果表明,本文提出的方法可以减少模型的参

数量 ( parameters,
 

Params ) 和 浮 点 数 ( floating
 

points,
 

FLOPs)计算,同时减少网络训练所需时间,即能够在占

用内存较小的同时,快速识别管道泄漏孔径大小,降低对

运行系统的资源要求。

1　 基于改进稠密块的特征学习

　 　 深度卷积神经网络 ( convolutional
 

neural
 

network,
 

CNN)因其良好的性能已在机械故障信号特征提取中

得到广泛应用,多种经典深度神经网络大都是以 CNN
为基础,通过深度堆叠卷积层,并添加一些其他的操作
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构成,如:跳跃连接、密集连接等,通常存在冗余量大、
参数量大和训练时间长等问题。 稠密网络[17] 因其密集

连接的操作方式,使得大量的特征被复用,实现了较好

的识别效果,但增加了模型的参数量,使得模型的占用

内存变大,训练时间增加,对运行系统性能要求较高。
本文从优化卷积操作方面改进稠密网络,通过将深度

可分离卷积和异构卷积结合来改进稠密块,合理减少

卷积核的数量、减少特征的通道数,设计更加高效的卷

积操作方式[18] ,从而在保证网络性能的前提下,减少网

络模型的参数量和浮点数,实现管道泄漏孔径的快速

识别。

1. 1　 多卷积稠密块的构造

　 　 针对目前深度神经网络冗余量大的问题,学者们提

出用深度可分离卷积( depth
 

separable
 

convolution,
 

DS-
Conv)代替标准卷积以降低卷积操作中的参数量和空间

存 储, 形 成 轻 量 级 网 络 结 构, 如: Xception[19] 、
MobileNetV1[20] 、 MobileNetV2[21] 、 ShuffleNet[22] 等。 但仅

使用深度可分离卷积在减小参数量的同时会破坏输出通

道数和卷积核之间的相互作用,导致模型性能下降。 异

构卷积(Hetconv) [23] 能够在准确率和 FLOPs 之间进行权

衡,且可以插入到任何现有的网络架构中,在保证较高准

确率的同时,进一步减少模型的参数量。 因此本文在深

度可分离卷积的基础上引入异构卷积,构造了一种多卷

积稠密块。 构造方法如下:
1)先将深度可分离卷积模块与异构卷积模块进行

密集连接:深度可分离卷积模块中用 1 × 1 的卷积核代

替 3×3 的卷积核,对输入的特征图进行降维处理,减少

输入到 3×3 卷积的特征通道数,从而降低了网络模型

的参数量。
2)引入逆残差块连接思想,由于深度可分离卷积本

身不能改变特征的通道数,而逆残差连接可以先对输入

的特征图进行通道扩张,在特征转换之后再进行通道压

缩,这样可以在减少特征通道数时防止有效特征信息的

丢失。
3)异构卷积模块中,每个通道用 1×1 和 3×3 卷积核

将标准卷积进行分组操作,这样可以去除多余的网络参

数,缩减模型大小,同时建立了更多的非线性变换,使得

网络的特征学习能力更强。
最终得到的改进多卷积稠密块结构如图 1 所示。

1. 2　 多卷积稠密块性能分析

　 　 深度可分离卷积是将深度卷积和逐点卷积相结合,
对标准卷积的通道和空间的相关性进行解耦以降低模型

的参数量和空间存储,但是直接使用会引起模型的性能

下降。 异构卷积可以弥补深度可分离卷积的不足,在模

型的参数量和识别准确率之间取得折衷。 采用深度可分

图 1　 多卷积稠密块结构

Fig. 1　 Multi-convolution
 

dense
 

block
 

structure

离卷积和异构卷积相结合进行特征提取可以在保证模型

性能的情况下,减少卷积核的数量、减小输入特征的通道

数、减小模型的参数量进而实现管道泄漏孔径的快速

识别。
假设深度可分离卷积的卷积核为 DK × DK,输入特征

图为 {DF,DF,M},M 为输入通道数, 输出的特征图为

{DF,DF,N},N 为输出通道数,其中 DF 为特征图的宽和

高。 深度分离卷积和标准卷积计算量对比如下:
countDS
count

=
DKDKMDFDF + MNDFDF

DKDKMNDFDF

= 1
N

+ 1
D2

K

≈ 1
D2

K

(1)
由式(1)可知,深度可分离卷积的参数量仅为标准

卷积的
1
D2

K

。

对比深度可分离卷积直接代替标准卷积减少参数量

时会引起模型性能下降,Hetconv 中引入了参数 P 来控制

不同类型卷积核的个数,P 值的大小可以在准确率和

FLOPs 之间进行权衡。 假设 Hetconv 的输入特征图为

{D0,D0,M}, M 为 输 入 通 道 数, 输 出 的 特 征 图 为

{D0,D0,N}, N 为输出通道数。 卷积核的 1 / P 控制 K×K
的内核,剩下的 1-1 / P 控制 1×1 的内核。 异构卷积的参

数量大小主要由参数 P 和卷积核大小 K 控制,P 和 K 越

大,参数量越小。 异构卷积和标准卷积的计算量对比

如下:
countH
count

=

(D0 ×D0 ×M×N×K×K) / P+D0 ×D0 ×N×(M-M / P)
D0 ×D0 ×M×N×K×K

=

1
P

+ (1 - 1 / P)
K2 (2)

由式( 2) 可知,异构卷积的参数量为标准卷积的

1
P

+ (1 - 1 / P)
K2 。 异构卷积与标准卷积参数量对比如

图 2 所示。
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图 2　 异构卷积参数量对比

Fig. 2　 Comparison
 

of
 

hetconv
 

parameter
 

volume

从图 2 中可以看出当 P= 1 时,异构卷积与标准卷积

的参数量相等;P = 2 时,参数量约为标准卷积的 50% ;
P= 4 时,参数量约为标准卷积的 30% 。 异构卷积相比于

其他卷积方式没有延迟,可以在保证准确率的同时,有效

减少 FLOPs。

1. 3　 基于 CBAM 的特征重要性区分

　 　 本文构造的多卷积稠密结构中,深度可分离卷积

模块和异构卷积模块减少了特征通道数,但每个特征

通道所包含的特征信息不是均等的,其中存在大量的

1×1 卷积核,占用大量内存的同时可能会传递一些无

效的特征信息,因此本文引入卷积注意力机制对特征

的权重进行重新分配,进而实现特征的重要性区分。
卷积 注 意 力 模 块 ( convolutional

 

block
 

attention
 

module,
 

CBAM) [24] 通过对特征图中通道位置和空间位

置分配不同的权重以供后续网络侧重学习。 CBAM
可以直接插入到现有的网络中,实现特征重要性的

区分。
通道注意力是利用特征间的通道关系生成通道注意

图,其关注的是全局特征,主要是建模各个特征通道的重

要程度,然后针对不同的任务对各个特征通道进行增强

或抑制。 通道注意力的计算如式(3)所示:

Mc(F
c) = s(Convc(AvgPool(Fc)) +

Convc(MaxPool(Fc))) = s(Convc(F
c
avg ) + Convc(F

c
max ))

(3)
其中,s 为 sigmoid 函数, Convc 为权重共享网络中的

卷积层。
空间注意力是利用特征间的空间关系生成空间注意

图,其关注的是局部特征,是特征信息中最重要的一部

分,与通道注意力相辅相成。 空间注意力实现了对特征

通道中信息的重要性区分。 空间注意力计算为:
Ms(F

s) = s(Convs(AvgPool(Fs)) +
Convs(MaxPool(Fs))) = s(Convs(F

s
avg ) + Convs(F

s
max ))

(4)
其中, Fs =M(Fc) × Fc,s为 sigmoid 函数, Convs 为权

重共享网络中的卷积层。

2　 本文提出的方法

　 　 目前故障诊断领域常用的深度神经网络普遍存在模

型参数量较大,训练时间长,计算速度慢等问题,在实际

应用中面临对硬件要求高、实时响应能力不足的问题。
本文在天然气管道泄漏监测研究中,以前文构造的多卷

积稠密块为基础,搭建管道泄漏孔径识别网络,不仅实现

了泄漏孔径的快速准确识别,而且降低了深度模型的参

数量及浮点数。
本文提出的故障诊断网络主体包括多卷积稠密块

(主体为深度可分离卷积模块级联异构卷积模块)、过渡

块、特征重要性区分模块、平铺层、全连接层和 Softmax
层。 泄漏信号首先经深度网络学习后得到大量的特征,
进一步通过 CBAM 对特征进行权重划分,去除一些冗余

特征;最后通过 Softmax 实现管道泄漏孔径的高准确度识

别。 诊断网络的整体结构如图 3 所示。

图 3　 本文方法诊断处理过程图

Fig. 3　 Flowchart
 

of
 

the
 

proposed
 

diagnosis
 

method
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2. 1　 基于多卷积稠密块的特征提取

　 　 管道泄漏信号是复杂非平稳信号,本文提出的改

进的轻量级稠密网络进行不同孔径泄漏特征的提取,
该网络在保证提取效果的同时,通过改进卷积方式极

大地降低了模型的参数量。 本文提出的多卷积稠密块

是将深度可分离卷积与异构卷积进行密集连接,将单

层特征重用扩展到多层,将前面层的特征映射到之后

的每一层,这样操作不需要重新学习前面层的特征图,
相比于其他模型具有更少参数,并且改进了整个网络

的信息流和梯度,使得训练深层网络变得简单,因此构

建的模块可以在维持模型的准确率的同时,减少了参

数量和计算量,降低对运行系统的性能要求,提高了泄

漏孔径识别的实时性。
2. 2　 管道泄漏孔径识别

　 　 通常层数较深的网络提取的特征更加全面,但同时

会增加模型的参数量和计算复杂度,进而加大模型的训

练难度。 本文分析的管道泄漏信号为一维数据,样本维

度低,为了避免增加模型的训练难度,本文选择堆叠 2 个

多卷积稠密块和过渡块。
在网络训练过程中,首先采用交叉熵损失函数计算

预测概率分布和目标概率分布之间的误差;其次使用

Adam 优化算法降低训练过程中的交叉熵损失函数的值,
降低概率分布之间的误差;最后利用反向传播算法进行

网络参数更新,逐步提高模型的准确率。
图 4 为本文管道泄漏孔径识别方法的处理过程。

图 4　 本文方法处理过程

Fig. 4　 Flowchart
 

of
 

the
 

proposed
 

method

诊断过程中,首先通过卷积池化层提取数据的浅层

特征;其次堆叠多卷积稠密块和过渡块进一步提取深层

的细节特征;然后用卷积注意力机制模块 CBAM 对输入

特征进行通道注意和空间注意的权重划分,进一步提取

有用特征,去除冗余特征,实现特征的重要性区分;最后

通过 Softmax 分类器获取孔径分类结果,实现泄漏孔径的

快速识别。

3　 实验结果与分析

3. 1　 实验情况简介

　 　 为了验证本文提出的方法,对实验采集的泄漏信号

进行处理及结果分析。 考虑到安全问题,实验中采用空

气代替天然气,构建承压管道泄漏模拟实验装置。 实验

使用的泄漏数据采自承压管道模拟泄漏装置,模拟泄漏

孔径为 1、2 和 4
 

mm,泄漏信号采集的压力变化范围为

0. 5 ~ 2. 0
 

MPa,泄漏信号的采样速率为 100
 

kHz,信号由

多个压电振动传感器模块采集,图 5 给出某泄漏孔附近

安装的压电传感器。

图 5　 实验现场某压电传感器放置图

Fig. 5　 Deployment
 

of
 

the
 

piezoelectric
 

sensor
 

in
 

field

在不同压强下采集大量管道泄漏信号,图 6 中给出

了某传感器在不同压强下采集到的两组管道泄漏信

号:图 6( a)为压强 0. 5
 

MPa 下 3 种不同孔径的泄漏信

号,图 6( b)为压强 1. 8
 

MPa 下 3 种不同孔径的泄漏

信号。

图 6　 3 种不同孔径的管道泄漏信号

Fig. 6　 Pipeline
 

leakage
 

signals
 

with
 

3
 

different
 

diameters

由图 6 中 3 种不同孔径泄漏信号的时域波形图可以

看出,泄漏信号幅值受孔径大小影响较大,孔径越大,信
号波动幅度更为剧烈,且谐振影响更为明显;管道内压强

越大,泄漏信号波动更为复杂。
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3. 2　 网络参数设置及识别结果

　 　 按本文方法构造孔径识别网络,参数如表 1 所示。

表 1　 本文网络参数表

Table
 

1　 Parameters
 

of
 

the
 

proposed
 

network

层类型 值大小 输出尺寸

输入 - 36×1×784

Conv1 1∗6
 

Conv,
 

s= 1 36×24×781

多卷积

稠密块 1

1∗1
 

Conv,
 

s= 1
3∗3

 

DS_Conv,
 

s= 1
1∗1

 

Conv,
 

s= 1
1∗1 / 3∗3

 

Hetconv,
 

s= 1
1∗1

 

Conv,
 

s= 1

36×36×781

过渡块 1
1∗1

 

Conv,
 

s= 1
1∗2

 

pool,
 

s= 2
36×18×390

多卷积

稠密块 2

1∗1
 

Conv,
 

s= 1
3∗3

 

DS_Conv,
 

s= 1
1∗1

 

Conv,
 

s= 1
1∗1 / 3∗3

 

Hetconv,
 

s= 1
1∗1

 

Conv,
 

s= 1

36×30×390

过渡块 2
1∗1

 

Conv,
 

s= 1
1∗2

 

pool,
 

s= 2
36×15×195

Conv2 1∗3
 

Conv,
 

s= 1 36×15×97

平铺层 - 1
 

455

FC1 - 500

FC2 - 100

Softmax - 3

　 　 采用本文深度网络进行不同泄漏孔径分类,取每类

样本 400 个,其中 75% 用于训练,25% 用于测试,为避免

随机因素影响,进行 10 次实验后,统计泄漏孔径的平均

识别准确率及标准差。 以某传感器为例,统计压强 0. 5 ~
2. 0

 

MPa 范围 3 种孔径的管道泄漏信号识别准确率如

图,统计结果如图 7 所示。

图 7　 不同压强下多次实验平均识别准确率及波动

Fig. 7　 Average
 

accuracy
 

and
 

fluctuation
 

under
 

different
 

pressures

从图 7 中多次实验的波动情况可以看出不同压强下

的平均识别准确率结果相差不大,都实现了较高的识别

准确率。
不同压强下的平均识别准确率、多次诊断结果的标

准差及训练网络所需时间的统计结果如表 2 所示。

表 2　 不同压强下的实验结果

Table
 

2　 Experimental
 

results
 

under
 

different
 

pressures

压强 / MPa 平均准确率 / % 标准差 / % 训练时间 / s

0. 5 96. 59 0. 25 278

0. 6 99. 02 0. 31 282

0. 8 97. 07 0. 49 285

0. 9 97. 86 0. 74 286

1. 0 97. 99 0. 73 282

1. 1 98. 61 0. 73 284

1. 2 96. 28 0. 42 279

1. 3 98. 28 0. 43 276

1. 5 99. 25 0. 58 280

1. 6 96. 45 0. 65 281

1. 7 97. 37 0. 36 277

1. 8 98. 24 0. 66 277

1. 9 98. 45 0. 34 277

2. 0 97. 57 0. 47 275

　 　 从表 2 的统计结果分析可以得到,不同压强下的平

均识别准确率为 97. 51% ,本文方法整体上实现了较好的

识别结果;其中压强为 1. 5
 

MPa 时的平均识别准确率最

高,达到了 99. 25% ,实现了较好的识别效果。 图 8 为某

次实验的识别准确率曲线和训练损失曲线。

图 8　 某次实验的识别准确率曲线和训练损失曲线

Fig. 8　 Recognition
 

accuracy
 

and
 

training
 

loss
 

curves
 

in
 

an
 

experiment

从图 8 的识别准确率变化曲线中可以看出本文方法

的识别效果较好,具有较好的稳定性;从训练损失变化曲

线中可以看出,本文方法收敛较快,损失较小。
3. 3　 网络主要参数的影响

　 　 本文构建的诊断网络中,深度卷积结构及注意力机

制对诊断结果有较大的影响,选择合适的卷积结构既可
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以保证诊断准确率,又可以有效缩减参数量和训练时间

从而提高诊断效率,降低对运行设备的性能要求,改善泄

漏识别的响应速度。 下文将探讨不同的卷积结构和不同

策略的注意力机制对本文所提方法诊断结果的影响。
1)不同卷积结构的影响

在基于卷积叠加结构的网络中,不同的卷积操作方

式对网络的特征提取效果有较大影响。 本文诊断网络构

建过程中采用了前文构建的多卷积密集网络结构,为了

验证本文网络的效果,文中对几种常用的卷积结构进行

了对比,对比网络的主要结构如下:
(1)标准的稠密网络结构(标准卷积) +CBAM
(2)稠密块中采用深度可分离卷积( DS_Conv)代替

标准卷积+CBAM
(3)稠密块中采用异构卷积代替标准卷积+CBAM
(4)本文方法(多卷积稠密块+CBAM,即(2) +(3))
基于以上 4 种卷积结构的诊断网络进行了实验对

比。 以某传感器、压强为 0. 5
 

MPa 的泄漏数据处理结果

为例,表 3 统计了 10 次重复诊断实验的平均准确率、标
准差、参数量、浮点数和训练时间。

表 3　 不同卷积结构的实验对比结果

Table
 

3　 Experimental
 

results
 

comparison
 

of
 

different
 

convolution
 

structures

方法 平均准确率 / % 训练时间 / s 参数量 / K FLOPs / M
(1) 95. 05±0. 61 716 1

 

412 454
(2) 94. 46±1. 04 650 1

 

405 324
(3) 95. 37±0. 33 387 929 151
(4) 96. 59±0. 25 278 781 95

　 　 从表 3 的统计结果可以看出,本文提出的基于改进

稠密块的方法平均识别准确率最高、多次诊断结果的标

准差最小,具有较好的鲁棒性;参数量为原来网络的

50% ,FLOPs 为原来网络的 21% ,训练时间为原来网络的

39% ,均优于标准的稠密网络结构。
图 9 为 4 种不同卷积结构的平均准确率、标准差、参

数量、FLOPs 和训练所需时间的对比。

图 9　 4 种不同卷积结构的对比

Fig. 9　 Comparison
 

of
 

four
 

different
 

convolution
 

structures

从图 9 中可以看出采用不同卷积结构对泄漏孔径的

识别结果有一定影响,本文方法识别准确率最高;优化卷

积操作的单独深度可分离卷积及单独异构卷积构成的诊

断网络,在参数量、FLOPs 参数及训练时间也都比标准卷

积有所减少,但同时也造成识别准确率低于标准卷积;而
本文提出的改进网络在保证较高识别准确率的情况下,
网络模型的参数量和 FLOPs 降幅明显,训练时间也大幅

度减少,总体性能较好。
管道运行环境较为复杂,且不同孔径泄漏时压强也

会发生变化,导致采集的泄漏信号会受到异常因素影响,
因此识别方法对于复杂信号处理时的偏差统计也十分重

要。 图 10 为 4 种不同卷积结构的管道泄漏孔径识别准

确率的对比结果图。

图 10　 不同卷积结构的识别准确率对比

Fig. 10　 Accuracy
 

comparison
 

of
 

different
 

convolution
 

structures

从图 10 中可以看出,采用不同卷积结构,识别准确

率和稳定性有较大的差别,本文方法实现了较高的识别

准确率,分布比较集中,稳定性较好,并且参数量、浮点数

和训练时间都是最少的,实现了快速识别。
2)不同注意力机制的影响

本文诊断网络模型中为了避免传递无效的特征信息

影响模型的参数量和存储空间,提出采用卷积注意力机

制对特征的权重进行重新分配,实现特征的重要性区分,
改善泄漏的识别准确率。 本文对比了常用的注意力机制

模块的影响,主要对比方法为:无注意力机制( none)、通
道注意力机制(squeeze

 

and
 

excitation,
 

SE) [25] 、瓶颈注意

力机制(bottleneck
 

attention
 

module,
 

BAM) [26] 、本文方法

采用的卷积注意力机制(CBAM) [24] 以及有效通道注意力

机制( efficient
 

channel
 

attention,
 

ECA) [27] 。 在本文诊断

网络基础上,采用不同注意力机制进行多次泄漏孔径分

类,平均诊断准确率、标准差和训练时间的对比结果如

图 11 所示。
通过图 11 可以看出,添加注意力机制处理实现特征

的重要性区分可以帮助提升网络模型的性能。 在采用注

意力机制的网络中,本文采用的卷积注意力机制模块识

别准确率最高,且多次诊断结果波动较小,所需的训练时

间也最少。 表 4 统计了本文网络模型应用不同注意力机
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图 11　 不同注意力机制的对比

Fig. 11　 Comparison
 

of
 

different
 

attention
 

mechanisms

制模块的平均准确率、标准差、参数量、浮点数、训练时间

的结果。
由表 4 的统计结果可以看出,应用不同的注意力机

制模块对网络模型的性能有不同的影响。 经过实验对比

发现,应用注意力机制在一定程度上可以提升网络模型

的性能,并且不会增加模型的参数量和 FLOPs,且本文采

用的卷积注意力机制训练时间增幅小,且具有较好的稳

定性。 综合分析本文采用的卷积注意力机制模块 CBAM
优于其他注意力机制模块。

表 4　 不同注意力机制的对比结果

Table
 

4　 Comparison
 

of
 

different
 

attention
 

mechanisms

方法 平均准确率 / % 训练时间 / s 参数量 / K FLOPs / M

None 92. 96±2. 27 275 781 95

SE 94. 35±0. 99 281 781 95

BAM 94. 67±0. 74 279 781 95

CBAM 96. 59±0. 25 278 781 95

ECA 93. 82±0. 51 286 781 95

4　 对比实验与分析

4. 1　 与其他轻量级网络的对比

　 　 轻量级网络引入的目的是减少网络模型参数量及

FLOPs 等,使得基于深度神经网络的泄漏孔径识别模型

能够降低对监测系统的要求,并改善快速响应能力。 此

处将本文提出的基于多卷积稠密块轻量级神经网络的方

法 与 其 他 轻 量 级 网 络, 如 MobileNetV1[20] 、
MobileNetV2[21] 、ShuffleNet[22] 构成的诊断网络进行对比,
从识别准确率、多次诊断结果的标准差、参数量、FLOPs
和训练时间进行比较,对比结果如图 12 所示。

从图 12 中可以看出本文诊断方法不仅有较高的识别准

确率,且网络模型的参数量和浮点数最少,多次诊断准确率

的标准差最小,具有较好的鲁棒性,同时训练时间也是最少

的,实现了快速准确识别,且降低了对运行设备的要求。

图 12　 与其他轻量级网络的对比

Fig. 12　 Comparison
 

with
 

other
 

lightweight
 

networks

表 5 统计了采用不同轻量级网络 MobileNetV1、
MobileNetV2、ShuffleNet 和本文方法的平均准确率、标准

差、参数量、FLOPs 和训练时间的结果。

表 5　 与其他轻量级网络的对比结果

Table
 

5　 Comparison
 

with
 

other
 

lightweight
 

networks

方法 平均准确率 / % 训练时间 / s 参数量 / K FLOPs / M

MobileNetV1 89. 83±3. 60 384 431 788

MobileNetV2 91. 70±1. 73 482 1
 

597 270

ShuffleNet 95. 90±0. 49 817 895 1
 

229

本文方法 96. 59±0. 25 278 781 95

　 　 从表 5 的统计结果可以看出,本文方法的识别准确

率比 MobileNetV1 高 出 6. 76% 、 比 MobileNetV2 高 出

4. 89% 、比 ShuffleNet 高出 0. 69% ;本文方法的参数量比

MobileNetV2 少 816
 

KB、比 ShuffleNet 少 114
 

KB;本文方

法的浮点数比 MobileNetV1 少 693
 

MB、比 MobileNetV2 少

175
 

MB、比 ShuffleNet 少 1
 

134
 

MB。 总体上,本文方法在

识别准确率、参数量、FLOPs 和训练时间上均优于其他轻

量级网络。

4. 2　 与经典方法的对比

　 　 为了验证本文方法在参数量较小、占用内存小、能够

快速识别的基础上具有较好的识别准确率,此处与常用

的经典网络模型诊断效果进行对比。 目前常用的经典方

法主要为卷积神经网络 CNN[28] 、残差网络 ResNet[29] 和

卷积自编码 SAE[30] ,因此本文采用这 3 种经典方法与本

文方法进行比较。 3 种经典方法的网络结构如表 6
所示。

表 7 统计了本文方法与常用经典方法的参数量、
FLOPs 和训练时间的对比结果。 从中可以看出本文方法

在较高识别准确率的同时,实现了参数量、FLOPs 和训练

时间的大幅度减少,实现了快速识别,进一步验证了本文

方法的优越性。



106　　 仪　 器　 仪　 表　 学　 报 第 4 3 卷

表 6　 经典方法的网络结构表

Table
 

6　 Network
 

structures
 

of
 

classical
 

methods

方法 输入 网络结构 输出

CNN

ResNet

SAE

本文方法

一维泄漏数据

(卷积+池化) ×4

残差块×4

(卷积+池化) ×4+(卷积+池化) ×4

(多卷积稠密块+过渡层) ×2+CBAM

Softmax

表 7　 与经典方法的对比结果

Table
 

7　 Comparison
 

with
 

classical
 

methods

方法 平均准确率 / % 训练时间 / s 参数量 / K FLOPs / M

CNN 93. 16±1. 15 462 3
 

236 717

ResNet 94. 07±1. 03 768 4
 

188 2
 

611

SAE 92. 30±0. 72 527 1772 1
 

966

本文方法 96. 59±0. 25 278 781 95

5　 结　 　 论

　 　 针对深度神经网络的管道泄漏孔径识别方法参

数量大、占用内存大、对运行设备配置要求高,泄漏响

应时间较长等问题,提出了一种基于多卷积稠密块轻

量级神经网络的管道泄漏孔径识别方法。 泄漏信号

首先通过卷积池化层提取浅层特征;其次通过堆叠多

卷积稠密块和过渡块进一步提取深层的有用特征来

减小卷积操作的参数量和浮点数;然后再用卷积注意

力机制模块对特征进行权重划分,实现特征的重要性

区分;最后通过 Softmax 获取分类结果。 使用参数量、
浮点数、识别准确率和训练时间作为评价指标对模型

进行评估。 通过对实验采集的管道泄漏数据处理结

果的分析及对比,表明本文方法在保证较高识别准确

率的情况下可以有效地减轻网络模型的计算负担并

提高了诊断效率,降低了对硬件系统的要求,提高了

实时响应能力,为深度神经网络类诊断方法的实际应

用提出一种解决办法。
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