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摘　 要:现有睡眠分期方法存在特征提取不充分、类别间存在数据不平衡等问题,导致睡眠分期的精度不高。 基于残差收缩网

络设计高效的特征提取网络,同时,在损失函数中基于重加权思想设计了类别加权损失函数,通过调整损失函数有效解决了数

据不平衡对分类精度的影响。 实验结果表明,改进算法在 Sleep-EDF 数据集中的 Fpz-Cz、Pz-Oz 通道上,准确率分别为 85. 4% 和

82. 2% ,MF1 分别为 79. 6%和 75. 4% ,均高于基准算法和目前先进的对比算法,证明了算法的有效性和先进性。
关键词:

 

睡眠分期;残差收缩网络;类别加权损失函数;脑电信号;重加权思想

中图分类号:
 

TH79　 　 　 文献标识码:
 

A　 　 国家标准学科分类代码:
 

510. 40
 

Sleep
 

EEG
 

staging
 

based
 

on
 

the
 

residual
 

shrinkage
 

network

Chen
  

Lingling1,Bi
  

Xiaojun2

(1. College
 

of
 

Information
 

and
 

Communication
 

Engineering,
 

Harbin
 

Engineering
 

University,
 

Harbin
 

150001,
 

China;
 

2. School
 

of
 

Information
 

Engineering,
 

Minzu
 

University
 

of
 

China,
 

Beijing
 

100081,
 

China)

Abstract:For
 

the
 

exiting
 

staging
 

methods,
 

the
 

accuracy
 

is
 

limited
 

by
 

insufficient
 

feature
 

extraction
 

and
 

class
 

imbalance.
 

To
 

solve
 

the
 

problem,
 

the
 

residual
 

shrinkage
 

network
 

is
 

applied
 

to
 

design
 

a
 

convolutional
 

neural
 

network
 

to
 

extract
 

feature
 

efficiently.
 

Meanwhile,
 

the
 

idea
 

of
 

re-weighting
 

is
 

used
 

to
 

design
 

the
 

loss
 

function
 

to
 

address
 

the
 

problem
 

that
 

N1
 

stage
 

gets
 

low
 

accuracy
 

due
 

to
 

less
 

samples.
 

Finally,
 

experiments
 

are
 

designed
 

based
 

on
 

data
 

of
 

the
 

Fpz-Cz
 

and
 

Pz-Oz
 

channel
 

in
 

the
 

Sleep-EDF
 

dataset.
 

The
 

accuracy
 

rates
 

are
 

85. 4%
 

and
 

82. 2% ,
 

respectively.
 

The
 

MF1
 values

 

are
 

79. 6%
 

and
 

75. 4% ,
 

respectively.
 

Results
 

show
 

that
 

the
 

method
 

achieves
 

higher
 

accuracy
 

and
 

MF1
 than

 

the
 

benchmark
 

algorithm
 

and
 

current
 

advanced
 

comparison
 

algorithms.
 

It
 

proves
 

the
 

effectiveness
 

and
 

advancement
 

of
 

the
 

proposed
 

algorithm.
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0　 引　 　 言

　 　 睡眠分期是睡眠分析、评估的基础,在睡眠相关疾病

的早期诊断和干预中起着至关重要的作用,目前已成为

睡眠领域的研究热点。 根据美国睡眠医学会制定的睡眠

分期判读标准—AASM 标准[1] ,完整的睡眠过程可以划

分为清醒期( wake,
 

W)、非快速动眼时期( non-rapid
 

eye
 

movements,
 

NREM)和快速动眼期( rapid
 

eye
 

movements,
 

REM),其中 NREM 根据不同时间的特征,又可以细分为

N1、N2、N3 期。
医学 上 睡 眠 分 期 通 过 对 睡 眠 多 导 图 中 脑 电

(electroencephalogram,
 

EEG)、眼电、肌电等信号进行分

析实现,但在采集多种生理信号过程中,受试者需要佩戴

多种电极和设备,容易造成心理压力,进而影响睡眠情

况。 根据 AASM 标准,EEG 是睡眠分期判读的主要依

据,所以从便携式应用的角度出发,利用单通道脑电数据

进行睡眠分期研究逐渐成为了研究热点[2] 。
早期的睡眠分期方法主要通过 EEG 信号进行时域

分析、频域和非线性分析来提取信号特征,再通过支持向

量机等技术进行分类[3] ,这种分类方法精度较低,泛化能

力差。 近年来随着人工智能技术的发展,深度学习模型

在图像领域获得了突破性的进展,目前已成为基于 EEG
的睡眠分期研究中最有效的方法。 其中,研究重点在于
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解决模型设计问题和数据不平衡问题。 在模型设计方

面,已提出利用卷积神经网络提取信号的时不变特征、循
环神经网络[4] 提取信号的时序特征,Supratak 等[5] 设计

多尺度卷积神经网络提取特征,然后利用双向长短时记

忆网络提取时序特征,达到了 0. 82 的准确率,在此基础

上,为了充分提取信号中的特征,图像处理领域取得较好

效果的深度学习模型如残差网络[6] 、深度可分离卷积网

络[7] 等都被应用到了睡眠分期中,其中代表性的有 Qu
等[8] 利用残差网络提取信号的时不变特征, 达到了

0. 843 的准确率。 分析现有研究成果准确率不高的原

因,主要存在如下两个问题:1) EEG 是一种低信噪比的

信号,信号受噪声影响严重,上述研究成果提取到的特征

仍含有大量的冗余信息,特征提取不充分将影响分期的

准确率;2)在数据平衡方面,由于睡眠过程中 N1 期存在

时间明显少于其他时期,造成睡眠数据中存在类别分布

不均的问题,目前主要利用过采样的方法解决该问题,如
随机过采样[5] 、MSMOTE[9] 、SMOTE[10] 等,但这种通过复

制或生成少数类样本达到数据平衡的方法容易造成少数

类别的过拟合,进而影响分类的精度,并且重平衡后的数

据会破坏序列的时序关系,训练过程存在一定的难度,导

致少数类分类精度不高。
本文为了提高网络的特征提取能力,基于可以有效

消除信号中冗余信息的残差收缩网络( residual
 

shrinkage
 

network,
 

RSN) [11] 设计了高效的时不变特征提取网络;针
对睡眠 EEG 数据中存在的数据不平衡的问题,引入了重

加权思想,设计了加权损失函数;最后,在睡眠分期最常

用的 Sleep-EDF 数据集上,进行 20 折交叉验证实验,证
明了本文算法的有效性和先进性。

1　 RSNSleepNet 睡眠分期算法

　 　 本文提出的 RSNSleepNet 睡眠分期算法首先设计了

基于残差收缩网络的时不变特征提取网络,通过输入睡

眠数据中的单通道 EEG 信号,获得 EEG 信号的高维时

不变特征。 然后,将其输入到时序特征提取网络中,提取

信号的时序相关性。 同时,为了解决睡眠数据中存在的

类别不均衡问题,在原有序列交叉熵的基础上,引入重加

权思想,重新设计了损失函数,并对网络模型进行端到端

训练,有效解决了数据不平衡对分类精度的影响。 本文

的整体结构框架如图 1 所示。

图 1　 整体框架

Fig. 1　 The
 

overall
 

framework

1. 1　 时不变特征提取网络

　 　 EEG 是由不同频率、不同幅值和不同形态的脑电波

组成,具有很高的时变敏感性,极容易被无关的噪声影

响。 特别是在信号采集过程中稍微的扰动或电极移位都

可能受噪声的影响产生一定的冗余信息。 2019 年提出

的残差收缩网络通过引入软阈值化函数,可有效地去除

信号中噪声带来的冗余信息,提高特征提取的质量,目前

已经在震动信号、语音信号等高噪声信号处理领域取得

了显著的效果,但还没有在 EEG 特征提取方面应用。 为

了有效去除 EEG 的冗余信息,本文将采用残差收缩网络

来设计时不变特征提取部分。
为此本文设计的时不变特征提取网络如图 2 所示,

网络各层的参数为[C,P, / S],其中 C 代表输出的通道

数,P 代表卷积或池化尺度,S 代表步长。 将整晚的睡眠

EEG 信号每隔 30 s 划分为一个睡眠样本,并且以 100
 

Hz
的频率进行采样, 则一个睡眠样本的输入尺度 为

3
 

000×1×1。
首先,利用卷积尺度为 30,步长为 6 的 1 维卷积提取

原始信号的低维特征,在尽可能保留有效信息的前提下,
降低特征的维度。 由于睡眠样本中不同频带波形出现的

时长决定了睡眠阶段,如 W 期的典型特征是频率为 8 ~
13

 

Hz 的 α 波的占比总多于 50% ,而 N3 期的典型特征是

频率为 0. 5 ~ 20
 

Hz 的 δ 波的占比大于 20% ,因此为了能

充分地分析该信号,本文采用两个池化尺度不同的最大

值池化层进行下采样操作,并对输出的特征进行融合。
最大池化层并没有引入多余参数,能在降低计算量的前
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图 2　 时不变特征提取网络

Fig. 2　 The
 

architecture
 

of
 

time-invariant
 

feature
 

extraction

提下,提高模型对关键特征的提取能力。 为了去除特征

中的冗余信息,将融合后的特征输入到残差收缩网络中,
增加网络的深度来提高网络拟合特征的能力,但层数过深

容易出现梯度不稳定和过拟合的问题,特别针对 EEG 这种

一维的信号,越容易出现过拟合,所以,本文设计的时不变

特征提取网络中利用两个残差收缩模块去除冗余信息。
并且为了在增加逐层学习能力的同时让每个网络层能学

习到更丰富的特征,第 1 个残差收缩网络的输出通道数为

64,而第 2 个残差收缩网络的输出通道数增加为 128,通过

增加网络的宽度,增加网络的特征学习能力。
残差收缩网络由残差网络、阈值学习网络和软阈值

化函数组成。 其中残差网络用于解决网络层数增加带来

的模型退化问题,阈值学习网络可根据不同 EEG 样本中

噪声的差异自适应调整阈值大小,软阈值化函数根据阈

值去除冗余信息。 其中 C 表示输出的通道数,W 为信号

的尺度。 其中软阈值化函数,是小波降噪算法中的核心

步骤[12] ,表达如下:

y =
x - τ, x > τ
0, - τ ≤ x ≤ τ
x + τ, x < - τ

{ (1)

式中: x为卷积层学习的特征向量;τ为阈值向量,其中元

素为接近 0 的正值;y 为降噪后的特征向量,通过软阈值

化函数将 ± τ 范围内的特征置为 0。 通过不断消除冗余

信息的影响,增强有效特征,提高特征提取能力。
1. 2　 时序特征提取网络

　 　 由于睡眠 EEG 数据是连续时间采集的样本,相邻样

本间存在时序相关性,对当前样本预测时,不仅依靠该样

本的特征,还可以根据先前或之后样本的结果对当前样

本的预测结果进行修正。 例如,当前样本为 N1 期时,则
下一样本的阶段很可能是 N1 期或 N2 期。

相较于普通的长短时记忆网络 ( long
 

short-term
 

memory,
 

LSTM)只能从先前的信息中学到序列的转换规

律,双向长短时记忆网络(bi-directional
 

LSTM,
 

Bi-LSTM)
中增加了一个逆向传播的 LSTM,用于学习信息的逆向传

播规律[13] ,所以本文利用 Bi-LSTM 来学习样本间的时序

相关性,进而提高分期的准确率,本文的时序特征提取网

络结构如图 3 所示,其中 C i 代表长度为P的子序列中第 i
个样本的时不变特征, LSTML 和 LSTMR 分别代表学习前

向和反向传播规则的 LSTM。 同时为了能更充分的利用

时不变特征,在序列学习部分,将时不变特征经全连接层

后的特征与 Bi-LSTM 提取的特征融合,得到用于分类的

时序特征。

图 3　 本文的时序特征提取网络

Fig. 3　 The
 

architecture
 

of
 

temporal
 

feature
 

extraction
 

in
 

this
 

article

1. 3　 损失函数的改进

　 　 睡眠 EEG 的数据分布在不同类别之间还存在着数

据分布不均匀的问题。 如图 4 所示,根据睡眠阶段随时

间的转换规则,每隔 30 s 作为一个样本划分数据集时,
N1 期的样本数量明显少于 N2 期。

为了解决上述数据分布不均衡的问题,目前常用的

方法是采用预训练-微调的两步训练法,先用重平衡数据

预训练时不变特征提取部分,然后利用原始数据微调整

个网络,这样可以解决一定的数据分布不均衡问题,但是

容易造成少数类别样本的过拟合,导致睡眠分期的精度
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图 4　 睡眠转换规则

Fig. 4　 The
 

rule
 

of
 

sleep
 

staging

有所下降。 为此,本文从损失函数入手,在时不变特征部

分设计了依据重加权思想[14] 设计的类别加权损失函数,
通过增大少数类对损失函数的影响,来解决睡眠 EEG 数

据不平衡的问题,进而提高睡眠分期中少数类的分类

精度。
同时,为了避免两步训练因相同输入造成的过拟合

问题,充分利用深层神经网络和并行计算的优势,简化训

练过程的复杂度,本文算法将时不变特征提取网络和时

序特征提取网络作为一个级联网络,分别将两部分的损

失函数相加,作为整体网络的联合训练函数,对网络进行

端到端的训练,如式(2)所示。
LJ = Lwa + Ls + Lr (2)

式中: Lwa 为时不变特征部分的类别加权损失函数,用于

解决数据分布不均衡的问题;Ls 为时序特征部分的序列

交叉熵损失函数,用于学习连续样本间的时序相关性;Lr

为正则化项,用于防止过拟合。
类别加权损失函数如式(3) ,具体思路是赋予多数

类较小的代价权值,来弱化多数类样本的影响,但由于

样本数较多,特征较丰富,所以依然能使多数类样本得

到充分训练;赋予少数类较大的代价权值,如果少数类

样本被错误分类,较大的代价权值就会造成较大的损

失,然而在模型训练过程中为了达到性能最优,就会不

断向损失函数减小的方向优化,会相应的减少少数类的错

分,进而缓解部分类别由于数目过少、训练不充分造成的准

确率较低的问题。

Lwa =- 1
M∑

M

i = 1
yc·w∑

N

c = 1
yc log(ycs) (3)

式中: w = [w1,w2,w3,w4,w5] 为代价权值向量,w i 通过

式(4)、(5) 计算,其反比于各个睡眠阶段的样本数量;yc

为样本标签值,为 one-hot 编码的形式; ycs 由时不变特征

经 softmax 得到;M 为时不变特征提取部分批处理的值。

p i =
∑

N

c = 1
Sc

S i
(4)

w i = N ×
p i

∑
N

c = 1
pc

(5)

式中:N 为睡眠阶段数 5;S i 为阶段 i 的样本数。

序列交叉熵损失函数 Ls, 如式(6)所示。

Ls =
1

P × Q∑
P

i = 1
∑

Q

j = 1
L′e( i,j) (6)

式中:Q 为时序特征提取部分批处理值;P 为 Bi-LSTM 输

入子序列的长度,且满足 P × Q = M;L′e( i,j) 代表第 i 个
子序列的第 j 个样本的交叉熵,通过式(7)计算。

L′e = ∑
N

c = 1
y i,j,c log(y i,j,cs) (7)

式中: y i,j,c 代表样本( i,j) 的标签值;y i,j,cs 代表时序特征

经 Softmax 的输出。
综上,本文设计的损失函数既缓解了数据类别分布

不均带来的少数类精度较差的问题,又充分学习了时序

特征提取网络提取的时间序列相关性,可有效提高睡眠

分期的精度。

2　 实验验证

　 　 为了验证本文创新工作的有效性和先进性,这里

进行了两个方面的实验:1) 分别验证本文提出的时不

变特征提取网络的有效性以及改进的损失函数的有效

性;2)将本文提出的 RSNSleepNet 算法与目前表现性能

最好的 4 种睡眠分期方法进行对比,验证本文算法的

先进性。
2. 1　 数据集

　 　 本文采用睡眠分期最常用的 Sleep-EDF 数据集[15] ,
其中包含 20 个人的睡眠记录,除一个受试者丢失了一晚

的睡眠记录外,其余每个人有两晚的睡眠记录。 其中的

睡眠数据是以多导图( polysomnogram,
 

PSG) 呈现,每个

PSG 中分别包含两个通道的 EEG 信号,一个通道的眼电

和肌电[16] 。 由于 Fpz-Cz 和 Pz-Oz 通道的数据更能有效

的反映 EEG 中睡眠阶段的转换规律,能有效的代替国际

标准导联系统推荐的 C4-A1 和 C3-A2[17] ,所以 Sleep-
EDF 数据集中分别包含 Fpz-Cz 和 Pz-Oz 通道的数据。 由

于电极放置位置的不同,两通道数据有很大区别。 为了

睡眠分期的便携式发展,研究基于单通道 EEG 的睡眠分

期非常有意义,在实验中分别选取 Fpz-Cz、Pz-Cz 通道的

EEG 进行实验,采样频率为 100
 

Hz。 每一个样本都已由

睡眠专家标记为 W、N1、N2、N3、N4、REM,根据 AASM 标

准将 N3 和 N4 合并为 N3。 最终数据分布如表 1 所示。

表 1　 数据集样本分布情况

Table
 

1　 Distribution
 

of
 

dataset
 

set

通道 W N1 N2 N3 REM 合计

Fpz-Cz 7
 

927 2
 

804 17
 

799 5
 

703 7
 

717 41
 

950

Pz-Oz 7
 

927 2
 

804 17
 

799 5
 

703 7
 

717 41
 

950
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2. 2　 实验条件

　 　 本文所有实验运行平台如表 2 所示。

表 2　 本文实验环境配置

Table
 

2　 Experimental
 

configuration

环境 配置

操作系统 Ubuntu
 

16. 04

处理器 InterB
 

CoreTM i74790CPU@ 3. 60
 

GHz

显卡 GeForce
 

RTX
 

980Ti

内存 8
 

GB

开发工具 Tensorflow
 

1. 14. 0
 

Python3. 5. 4

　 　 在训练过程中,采用 Adam 优化函数,学习率选为

0. 001,batch
 

size 为 250,序列学习过程中批处理为 25,子
序列长度为 10。 为了防止过拟合,每个全连接层后接

dropout 层,丢失率为 0. 5。 Fpz-Cz 通道、Pz-Oz 通道分别

进行睡眠分期最常用的 20 折交叉验证实验,根据受试者

的差异,按 19 ∶1划分训练集和验证集,即采用 19 个受试

者的睡眠记录进行训练,用其余一名受试者的睡眠记录

验证模型性能,重复 20 次训练验证。
2. 3　 评价指标

　 　 分别采用睡眠分期领域普遍采用的 MF1 ( macro-
averaging

 

F1-score) 分数、整体准确率 ( overall-accuracy,
 

ACC)对改进算法的整体性能进行评价。

　 　 ACC =
∑

C

i = 1
TPi

N
(8)

MF1 =
∑

C

i = 1
F1i

C
(9)

式中:N 代表样本总数;C 代表类别总数;F1i 代表类别 i
的 F1 分数,由式(10)计算得到。

F1i =
2P iR i

P i + R i
(10)

式中: P i =
TPi

TPi + FPi
,R i =

TPi

TPi + FNi
,TPi 代表对于类别 i被

正确分类的样本数,FPi 代表被错误预测为第 i 类的样本

数,FNi 代表类别 i 被错误预测为其他类别的样本数。
2. 4　 算法有效性验证

　 　 本文针对睡眠 EEG 中存在噪声和数据分布不平衡

的问题,分别从特征提取网络和损失函数入手进行了改

进。 为了验证本文设计的时不变特征提取网络和损失函

数改进的有效性,在基准算法 DeepSleepNet 的基础上分

别 设 计 RSNSleepNet1 和 RSNSleepNet 实 验, 其 中

RSNSleepNet1 实验将 DeepSleepNet 中的 CNN 部分替换

为了本文提出的时不变特征提取网络;RSNSleepNet 实验

为在 RSNSleepNet1 的基础上引入了设计的损失函数,并
对网络模型进行端到端训练。 在 Fpz-Cz 和 Pz-Oz 通道上

的结果对比如表 3 所示。

表 3　 算法有效性验证结果

Table
 

3　 The
 

result
 

of
 

algorithm
 

validity
 

Verification %

算法

Fpz-Cz 通道 Pz-Oz 通道

ACC MF1

各个类别 F1

W N1 N2 N3 REM
ACC MF1

各个类别 F1

W N1 N2 N3 REM

DeepSleepNet 82. 0 76. 9 84. 7 46. 6 85. 9 84. 8 82. 4 79. 8 73. 1 88. 1 37. 0 82. 7 77. 3 80. 3

RSNSleepNet1 84. 7 78. 3 88. 4 44. 5 88. 1 86. 3 84. 4 81. 1 74. 3 85. 3 41. 1 85. 2 77. 6 82. 2

RSNSleepNet 85. 4 79. 6 89. 2 48. 4 88. 5 86. 8 85. 1 82. 2 75. 4 87. 7 41. 8 86. 0 79. 1 82. 2

　 　 从表 3 可以看出,在 Fpz-Cz 通道上,RSNSleepNet1 得

到的整体准确率为 0. 847,MF1 为 0. 783,与 DeepSleepNet
相比整体准确率提高了 3. 3%,MF1 提高了 1. 8%;在 Pz-Oz
通道上 RSNSleepNet1 得到的整体准确率为 0. 811,MF1 为

0. 743,与 DeepSleepNet 相比,整体准确率提高了 1. 6%,
MF1 提高了 1. 6%。 进而证明了本文利用残差收缩网络设

计的时不变特征提取网络无论是在 Fpz-Cz 通道还是 Pz-Oz
通道上都可以更高效的提取到睡眠 EEG 的时不变特征,提
高分期的精度,进而验证了该部分的有效性。

在 Fpz-Cz 通道上,RSNSleepNet 实验得到的整体准

确率为 0. 854,MF1 为 0. 796,与 RSNSleepNet1 相比,整体

准确率提高了 0. 8% ,MF1 提高了 1. 7% ;在 Pz-Oz 通道

上,整体准确率为 0. 822,MF1 为 0. 754,与 RSNSleepNet1

相比,整体准确率提高了 1. 4% ,MF1 提高了 1. 5%
 

。 无

论是在 Fpz-Cz 通道上还是 Pz-Oz 通道上,本文设计的损

失函数都有效地缓解了数据分布不均的影响,验证了本

文设计的损失函数的有效性。
为了进一步衡量模型的复杂度,本文算法与基准算

法在计算量和参数量的对比结果如表 4 所示。 其中计算

量由 FLOPS 进行衡量。 通过对比发现,本文设计的网络

模型中由于残差收缩网络的引入可以更高效的提取数据

特征,并且模型的计算量降为了原来的 1 / 4,参数量降为
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了原来的 1 / 2,说明本文设计的模型在一定程度上减少

了模型的复杂度,进而证明了算法的有效性。

表 4　 模型复杂度对比结果

Table
 

4　 The
 

result
 

of
 

model
 

complexity

模型 FLOPS / (次 / s) 参数量

DeepSleepNet 1. 00×1011 2. 26×107

RSNSleepNet 2. 29×1010 1. 07×107

2. 5　 算法先进性验证

　 　 为了验证本文算法先进性,与 4 种先进算法进行对

比实 验, 分 别 是 U-time[18] 、 Residual[6] 、 IITNet[19] 和

ResMHA[8] 。 其中 ResMHA 是目前性能最好的算法。
U-Time、IITNet 没有在 Pz-Oz 通道上进行实验,验证本文

算法 在 Pz-Oz 通 道 的 先 进 性 部 分 仅 与 Residual 和

ResMHA 进行对比。 本文提出的 RSNSleepNet 在 Fpz-Cz
和 Pz-Oz 通道上与上述算法的对比结果如表 5 所示。

表 5　 算法先进性验证结果

Table
 

5　 The
 

result
 

of
 

the
 

algorithm
 

adranced
 

verification %

算法

Fpz-Cz 通道 Pz-Oz 通道

ACC MF1

Per
 

Class
 

F1

W N1 N2 N3 REM
ACC MF1

Per
 

Class
 

F1

W N1 N2 N3 REM

U-Time - 79. 0 87. 0 52. 0 86. 0 84. 0 84. 0 - - - - - - -

Residual 80. 1 79. 0 85. 9 38. 7 84. 4 82. 5 76. 5 79. 2 71. 1 87. 1 30. 1 83. 3 79. 1 75. 9

IITNet 83. 6 76. 5 - - - - - - - - - - - -

ResMHA 84. 3 79. 0 90. 2 48. 3 87. 8 85. 6 83. 0 80. 7 74. 1 87. 2 36. 8 85. 2 81. 3 80. 1

RSNSleepNet 85. 4 79. 6 89. 2 48. 4 88. 5 86. 8 85. 1 82. 2 75. 4 87. 7 41. 8 86. 0 79. 1 82. 2

　 　 从表 5 看出,在 Fpz-Cz 通道上,本文算法无论是整

体准确率还是 MF1 均高于对比算法,并且与目前表现最

好的算法 ResMHA 相比,整体准确率比 ResMHA 的准确

率高 1. 3% ,MF1 高
 

0. 8% 。 在 Pz-Oz 通道上,本文算法的

整体准确率和 MF1 也都高于对比算法,分别比 ResMHA
高 1. 9%和 1. 8% ,充分验证了本文算法具有更好的睡眠

分期效果。

2. 6　 存在的问题

　 　 分别在 Fpz-Cz、Pz-Oz 通道预测得到的混淆矩阵

如图 5 所示, 混淆矩阵中列表示实际类别, 行表示

预测类别, 颜色越深代 表 预 测 为 该 类 别 的 样 本 数

越多。

　 　 从混淆矩阵中可以看出,无论是 Fpz-Cz 通道还是

Pz-Oz 通道,本文算法对于大部分样本都可以得到正确的

分类,并且对于大多数类别如 W、N1、N3 期的样本错分

主要出现在相邻的时期,主要是因为睡眠阶段转换时期

的样本存在特征重合,睡眠专家进行标记时转换时期的

样本难以人为区分,计算机学习到的转换时期的样本特

征较模糊,所以错分为当前阶段的相邻阶段。 并且结合

Sleep-EDF 中各个阶段的数据分布情况,由于 N1 期的样

本数量明显少于其他时期,N1 期的 F1 低于其他阶段,虽
然相较于目前现有的睡眠分期算法,本文改进的损失函

数缓解了类别分布不均衡造成的少数类样本分类精度较

差的问题,但由于样本数量过少,所以准确率还是与其他

阶段有一定的差别。

图 5　 混淆矩阵

Fig. 5　 Confusion
 

matrix
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3　 结　 　 论

　 　 针对 EEG 的低信噪比问题,利用残差收缩网络设计

一种能够有效去除 EEG 中冗余信息的时不变特征提取

网路,并利用 Bi-LSTM 提取 EEG 的样本间的时间相关

性,有效提高了特征提取的质量。 同时,利用重加权思想

设计了损失函数,训练过程采用联合损数函数对网络进

行端到端的训练,较好解决了睡眠数据分布不均衡的问

题。 本文分别在 Sleep-EDF 中 Fpz-Cz、Pz-Oz 通道上进行

了 20 折交叉验证实验,通过与基准算法 DeepSleepNet 对
比验证了本文创新点的有效性,并通过与目前最好的几

种算法对比,本文提出的 RSNSleepNet 算法无论是在整

体准确率还是 MF1 都优于对比算法,进而验证了本文算

法的先进性。
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