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摘　 要:在管道漏磁检测中,缺陷反演是管道故障诊断的核心部分。 考虑漏磁信号的复杂性以及管道环境的多变性,常用的缺

陷反演方法多采用传感器单轴信息,从而导致缺陷反演面临缺陷估计尺寸精度低、模型通用性差的问题,难以满足实际应用需

求。 本文提出基于三轴融合的漏磁内检测数据缺陷反演算法,显著提高漏磁缺陷反演精度。 该方法主要由两部分组成,首先,
利用提出的加权随机森林算法分别实现单轴信号的缺陷反演;其次,通过本文设计的模糊推理系统实现三轴反演结果决策融

合,进而得到精确的缺陷估计尺寸。 最后,通过仿真数据与实际管道数据实现该方法的评估。 实验结果表明,该方法缺陷反演

的长度精度提升 23% ,宽度精度提升 13% ,深度精度提升 14. 7% ,具有较好的实验效果。
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Abstract:In
 

the
 

pipeline
 

magnetic
 

flux
 

leakage
 

detection,
 

defect
 

inversion
 

is
 

the
 

core
 

part
 

of
 

pipeline
 

fault
 

diagnosis.
 

Considering
 

the
 

complexity
 

of
 

the
 

magnetic
 

flux
 

leakage
 

signal
 

and
 

the
 

variability
 

of
 

the
 

pipeline
 

environment,
 

the
 

commonly
 

defect
 

inversion
 

methods
 

mostly
 

use
 

sensor
 

uniaxial
 

information,
 

which
 

may
 

cause
 

the
 

defect
 

inversion
 

to
 

bring
 

the
 

problems
 

of
 

low
 

defect
 

estimation
 

size
 

accuracy
 

and
 

poor
 

model
 

versatility.
 

It
 

is
 

difficult
 

to
 

meet
 

the
 

requirement
 

of
 

practical
 

application.
 

This
 

article
 

proposes
 

a
 

three-axis
 

fusion-based
 

defect
 

inversion
 

algorithm
 

for
 

magnetic
 

flux
 

leakage
 

internal
 

inspection
 

data,
 

which
 

significantly
 

improves
 

the
 

inversion
 

accuracy
 

of
 

magnetic
 

flux
 

leakage
 

defect.
 

The
 

method
 

mainly
 

consists
 

of
 

two
 

parts.
 

First,
 

the
 

proposed
 

weighted
 

random
 

forest
 

algorithm
 

is
 

used
 

to
 

realize
 

the
 

defect
 

inversion
 

of
 

single-axis
 

signals.
 

Secondly,
 

the
 

three-axis
 

inversion
 

result
 

decision
 

fusion
 

is
 

achieved
 

through
 

the
 

designed
 

fuzzy
 

inference
 

system.
 

Then,
 

the
 

precise
 

defect
 

size
 

is
 

achieved.
 

Finally,
 

the
 

evaluation
 

of
 

the
 

method
 

is
 

realized
 

through
 

simulation
 

data
 

and
 

practical
 

pipeline
 

data.
 

Experimental
 

results
 

show
 

that
 

the
 

length
 

accuracy
 

of
 

the
 

defect
 

inversion
 

method
 

is
 

increased
 

by
 

23% ,
 

the
 

width
 

accuracy
 

is
 

increased
 

by
 

13% ,
 

and
 

the
 

depth
 

accuracy
 

is
 

increased
 

by
 

14. 7% ,
 

which
 

have
 

good
 

experimental
 

results.
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0　 引　 　 言

　 　 近年来,随着国民经济的不断发展,能源需求急剧增

加,油气资源在生产生活中愈发重要。 由于管道运输具

备可靠性高、运输成本低且不易受气候影响的优势,管道

运输成为油气资源的主要运输方式之一[1] 。
但是随着时间推移,管道往往出现腐蚀、老化和管壁

损伤等问题,或因管道内部的潜在缺陷发展成破损引起

泄漏事故,这不仅会造成巨大的经济损失,同时也会对生

态环境造成一定的影响,并且对人身安全有着极大的威

胁。 因此,必须定期对油气管道进行检查以及维护,进而
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保证油气运输过程的安全与高效[2-3] 。
常用的几种检测技术包括超声检测[4] 、涡流检测[5]

以及漏磁检测技术[6] 。 其中漏磁内检测技术是目前被公

认的最有效的铁磁材料无损检测方式[7-8] ,管道漏磁内检

测技术通常分为数据预处理、缺陷组件识别、缺陷反演以

及管道状态评估 4 部分,其中缺陷反演是通过对漏磁内

检测采集的漏磁信号进行有效分析,进而实现缺陷尺寸

的估计,是管道故障诊断的核心环节。 近年来,国内外众

多学者对缺陷反演展开研究。 漏磁缺陷反演方法根据工

作原理的不同,主要分为基于模型驱动的间接反演方法

和基于数据驱动的直接反演方法[9] 。
间接反演法是基于物理机制模拟缺陷信号,通过不

断优化参数重建缺陷轮廓。 文献[10] 提出基于磁通量

实现缺陷长度和深度的估计。 文献[11] 提出一种改进

的 MHS 算法,用于重建缺陷轮廓。 间接反演法的求解过

程非常复杂,具有计算量大且耗费大量时间的缺点,很难

满足工程应用需求。
而直接反演方法往往通过对缺陷数据进行特征提

取,建立缺陷信号与缺陷尺寸之间的非线性映射,进而获

得准确的缺陷估计尺寸,能够较好地满足实际工程需求。
文献[9]提出了一种基于 WT-STACK 的复杂缺陷反演算

法,通过研究特征与缺陷尺寸间的非线性关系,以此构建

了动态多轴时频域特征作为输入的迭代堆叠自适应学习

模型。 文献[12] 提出了一种基于强化学习的缺陷深度

轮廓重建算法,通过将基于迭代方法的迭代过程嵌入到

强化学习过程中以生成学习策略,避免迭代策略设计的

问题。
无论是直接反演或是间接反演算法,其信息往往依

赖单轴传感器采集的漏磁数据,或者无法充分将漏磁信

号三轴信息相互融合,从而导致缺陷反演结果具有一定

的片面性,进而导致缺陷反演精度低,模型泛化能力差,
很难满足实际工程需求。

近年来,随着科技发展以及工程应用需求,信息采

集趋向多元化,单一传感器无法满足实际工程需求,多
传感器信息融合技术应运而生。 文献[ 13]提出信息不

完备条件下漏磁缺陷表征的多传感器融合,文献[ 14]
提出基于多样性特征和多源信息的分子泵故障诊断算

法,文献[15]提出基于多源异构信息融合的机械故障

诊断方法。 上述的融合方法大多基于数据层融合和特

征层融合, 一定程度上存在灵活性差、 容错性弱的

问题。
针对缺陷反演精度低、模型通用性差的问题,本文提

出基于三轴融合的漏磁内检测数据缺陷反演方法,将漏

磁数据三轴信息分别通过加权随机森林实现缺陷的初步

反演,进而通过模糊系统实现三轴决策融合得到最终反

演结果。 试验表明,本文所提算法,显著提高漏磁缺陷的

反演精度。 本文创新如下:
1)

 

提出一种改进的加权随机森林算法。 该方法通

过不同层次的加权方式,显著提高缺陷反演精度,并具有

较好的模型泛化性。
2)

 

基于漏磁三轴信号之间的特征关系,设计一种基

于模糊推理的决策融合算法。 该算法充分融合三轴决策

信息,提高缺陷反演精度。

1　 整体方法介绍

　 　 本文提出一种基于三轴融合的漏磁缺陷反演方法,
算法的整体框架如图 1 所示。 基于三轴融合的漏磁缺陷

方法主要分为两部分:基于加权随机森林的缺陷反演方

法和基于模糊推理的三轴决策融合算法。
加权随机森林算法主要包括特征提取、预测网络

两部分。 首先,三轴信号构建完备的数据集,然后,为
充分获取漏磁信号的特征信息,分别提取三轴漏磁信

号时域特征与 Markov 特征,并通过特征选择,去除冗

余特征,具体流程如图 1 中部分 2 ) 所示。 将获取的

特征送入本文提出的改进的随机森林预测网络,通过

改进的随机森林预测网络分别生成轴向、径向、周向

信号对应的缺陷的长、宽、深,预测网络流程如图 1 中

部分 3) 所示。
基于模糊推理的三轴决策融合算法。 将加权随机森

林算法的输出,作为模糊推理决策系统的输入。 将单轴

反演结果的长、宽、深分别送入图 1 中的部分 4) 所示的

模糊推理系统,得到融合后的缺陷长、宽、深。 缺陷长、
宽、深分别对应相应的模糊推理系统,实现缺陷反演的三

轴决策融合。 将清晰的三轴模糊输入经过模糊化后生成

模糊输出,然后通过本文制定的模糊规则实现三轴决策

融合,最终通过反模糊化生成融合后的清晰输出,即基于

三轴融合信息生成的缺陷反演尺寸。

2　 基于加权随机森林的缺陷反演算法

　 　 由于随机森林每个基学习器重点学习的样本以及关

注的特征不同,使得每个学习器的学习能力不同,预测误

差也有所差异,而最终结果为不同学习器的均值,会导致

学习能力较差的决策树影响模型回归的精度。
针对上述问题,本文提出一种基于代价敏感学习思

想的随机森林算法,即通过引入不同基学习器的预测能

力及所选择特征的重要度来对每棵决策树的权重因子进

行设计,该方法可以对三轴漏磁数据提取出的特征与缺

陷尺寸间的关系进行很好地描述,进而提高缺陷反演的

精度。 该算法包括特征提取以及预测网络权重设计两部

分,算法框架如图 1 中部分 2)、3)所示。
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图 1　 基于三轴融合漏磁内检测数据的缺陷反演方法框架

Fig. 1　 Framework
 

of
 

the
 

defect
 

inversion
 

method
 

based
 

on
 

three-axis
 

fusion
 

magnetic
 

flux
 

leakage
 

internal
 

inspection
 

data

2. 1　 特征提取

　 　 漏磁三轴数据主要包括漏磁信号轴向数据、径向数

据以及周向数据,构建完备的三轴漏磁数据集后,为充分

挖掘缺陷相关特征信息,分别提取数据时域特征以及

Markov 特征。
1)时域特征提取

(1)显性特征提取:提取轴向信号的谷谷间距、径向

信号的峰谷间距、周向信号的峰谷间距等显性特征用于

缺陷反演,如图 2 所示为轴向显性特征示意图。 图中, h1

为左峰谷差,h2 为右峰谷差,h3 为谷谷差。

图 2　 不同缺陷轴向显性特征示意图

Fig. 2　 Schematic
 

diagram
 

of
 

the
 

axial
 

dominance
 

characteristics
 

of
 

different
 

defects

(2)统计特征提取:除上述信号峰谷差等显性特征

外,考虑从漏磁数据的集中趋势、离散程度、分布形态 3
方面,提取统计特征作为其时域特征一部分,主要包括极

差、方差以及变异系数 3 部分。
反映数据段样本伸展情况的特征-极差,如式(1)所

示。 衡量数据段样本的绝对波动程度的特征-方差,具体

如式(2)所示。
R = max(x i) - min(x i) (1)

s2 = 1
n - 1∑

n

i = 1
(X i - 􀭵X) 2 = 1

n - 1 ∑
n

i = 1
X2

i - n􀭵X2( ) (2)

表示数据段样本的相对波动程度的特征-变异系数,
具体如式(3)所示。

V = s
􀭵X

× 100% (3)

2)Markov 特征提取

Markov 特征提取的思路为将三轴漏磁数据的每个通

道的信号分为构造成马尔可夫链[16] ,然后进一步提取其

状态转移次数、状态转移概率等动态特征,这些特征可以

反映出管道中出现异常时的变化信息。 Markov 特征提取

过程分为如下 3 个步骤。
(1)构造 Markov 链

采用合适的缺陷检测方法可以实现缺陷的精准定

位,然后将定位框中的漏磁数据当做一个窗体,设某一里

程范围内的窗体为, X = {x1,x2,…,xL} 通过选择合适的

上下边界可以将漏磁数据划分成不同的状态即可以将窗

体范围内的漏磁信号构造成 Markov 链。
(2)提取 Markov 特征

本文中的 Markov 特征指的是 Markov 链动态变化的

状态信息,这里提出两种 Markov 特征,一种是基于各个

状态的转移情况,一种是基于状态转移概率矩阵,状态 i
的转移情况定义如式(4)所示。
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k +
i = ∑

L

i = 1
1( s( j) = i&s( j +1) > i)

k -
i = ∑

L

i = 1
1( s( j) = i&s( j +1) < i)

k i = ∑
L

i = 1
1( s( j) = i&s( j +1) = i)

ì

î

í

ï
ï
ïï

ï
ï
ï

(4)

式中: k +
i 为状态上移次数,k -

i 为状态下移次数,k i 为状态

保持次数,s( j) 为 j 时刻的状态,s( j + 1) 为 j + 1 时刻的

状态,L 表示窗体内数据段的长度。
(3)第二重边界比例系数和中间状态数灵敏度分析

由于选择不同的边界比例系数和划分的状态数会将

漏磁信号转换为不同的 Markov 链,会导致提取的特征各

不相同,从而使得反演的效果不同,因此需要合理选择第

二重边界比例系数 λ2 和中间状态数 n 的灵敏度。

2. 2　 基于决策树预测能力的权重设计

　 　 1)指标选择

随机森林是不同决策树的集合,针对不同决策树预

测能力的好坏,分别通过袋外估计得分( oobscore)、平均

绝对误差得分( MAEscore)两种指标,用来计算不同决策

树惩罚权重。
2)权重设计

根据训练过程中每棵决策树的 oobscore 以及每颗决

策树的预测结果的 MAEscore 来对决策树的预测能力进

行评估。 第 i 棵决策树的权重计算公式如式( 5)、( 6)
所示。

ω i =
αeβ∗oobscorei

∑
N

i = 1
αeβ∗oobscorei

(5)

ω i =
αe

-β∗MAEscorei

∑
N

i = 1
αe

-β∗MAEscorei

(6)

式中: N 为决策树个数,α、β 为调参因子,oobscorei 为第 i
棵树的袋外估计得分,MAEscorei 为第 i 棵树的平均绝对

误差得分。 式(5)、(6)表明,决策树在袋外数据集上的

得分越高则在预测中贡献越大,当决策树的平均绝对误

差得分越小,表示该树的表现越好,其在预测的贡献越

大,此时应该赋予该颗决策树更大的权重。
2. 3　 基于样本特征重要度的权重设计

　 　 1)指标选择

根据每棵决策树在建树时随机选择特征集合的不

同,来为每个决策树赋予相应的权重因子。 考虑不同

特征集之间的关系,选择皮尔逊相关系数( pearson) 、互
信息( mul) 、卡方统计量( chi) 以及随机森林特征重要

度相关系数( function) 4 个指标,用来计算不同决策树

的权重因子。 互信息是衡量随机变量间相互依赖性的

信息度量,已知随机变量 X 和 Y, 互信息定义如式( 7)
所示。

I(X;Y) = H(X) - H(X | Y) =
H(X) + H(Y) - H(X,Y) =

∑
x
p(x)log 1

p(x)
+ ∑

y
p(y)log 1

p(y)
-

∑
x,y

p(x,y)log 1
p(x,y)

= ∑
x∈X

∑
y∈Y

p(x,y)log p(x,y)
p(x)p(y)

(7)

式中: H(X)、H(Y) 分别为X和Y的边缘信息熵;H(X,Y)
为 X和 Y的联合熵;H(X | Y) 为条件熵;p(x,y) 为随机变

量 X 和 Y 的联合概率分布;p(x)p(y) 分别为随机变量 X
和 Y 的边缘概率分布。

2)权重设计

现有特征集 F = { f1,f2,…,fm},通过上述 4 种指标计

算得到的特征重要度集合为 R = { r1,r2,…,rm},随机抽

取的特征子集为,K = { f1,f2,…,fk} 对应的特征重要度集

合为 RP = { r1,r2,…,rk},创建的第 i 棵决策树为 T i,N 棵

决策树构成的随机森林集合为Θ = {T1,T2,T3,…,TN} 对

于第 i 棵决策树对应的权重设计公式如式(8) 所示。

ω i = λ∑
k

i = 1
η· ri (8)

式中: λη 为调参因子;k 为单棵决策树时的特征子集维

度;ri 为 4 种指标计算出第 i 个特征的相关系数。

3　 基于模糊推理的三轴决策融合算法

　 　 考虑单轴反演结果具有一定的片面性,本文提出基

于模糊推理的三轴决策融合算法,将三轴信号经加权随

机森林反演初步得到单轴信号的长、宽、深,然后通过设

计的模糊推理系统做更深层次的融合,提高反演精度。
算法整体步骤分为:模糊化、规则库及推理机的建立以及

去模糊化,其算法框架如图 1 中部分 4)所示。
3. 1　 模糊化

　 　 模糊化是将精确的变量用模糊变量表示的过程,该
过程可以分为两部分:1)模糊语义变量的定义;2) 隶属

度函数的选取。
1)模糊语义变量的定义

模糊推理系统的输入变量有 3 个,分别为轴向反演

尺寸、径向反演尺寸、周向反演尺寸,对于长度、宽度、深
度进行决策层融合时,应分别建立相应的模糊推理系统。
输入输出的语义变量划分如表 1 所示。

2)隶属度函数选取

隶属度函数定义了精确的输入变量、输出变量映射

到模糊语言变量的隶属值。 由于管道缺陷信号的分布近

似正态分布,故本文采用高斯隶属函数法。 如图 3 所示

为深度决策融合时隶属度函数示意图。
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表 1　 模糊语义变量划分

Table
 

1　 Classification
 

of
 

fuzzy
 

semantic
 

variables

属性 语义变量

轴向尺寸 极低、低、中、高

径向尺寸 极低、低、中、高

周向尺寸 极低、低、中、高

融合尺寸 极低、低、中、高、极高

图 3　 决策融合隶属度函数

Fig. 3　 Decision
 

fusion
 

membership
 

function

3. 2　 规则库及推理机

　 　 1)规则库

依据专家经验分别对三轴缺陷长度、宽度、深度分别

建立相应的模糊规则矩阵。 具体构建方法如下:在不同

检测条件下多次获取试验场百余个已知缺陷尺寸的三轴

漏磁信号;再分别用前文所述方法反演出缺陷的尺寸信

息;最后结合已知尺寸,利用最小二乘拟合出误差最小的

模糊规则库。 以深度决策融合为例,其建立模糊规则库

对应的规则矩阵 R 表示如式(9)所示。

R =

1 1 1 111
2 1 1 111
1 2 1 111
︙ ︙ ︙ ︙︙︙
4 3 4 511
4 4 3 511
4 4 4 511

é

ë

ê
ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
ú
úú

(9)

2)推理机

本文采用的模糊推理方法为 Mamdani 推理法,推理

过程可以分为两个阶段:首先对具有多个前件的单一规

则进行单独推理,然后将所有规则的结果进行汇总,进而

实现三轴反演信号的决策融合。

3. 3　 去模糊化

　 　 将推理得到的三轴决策反演结果利用重心法实现去

模糊化过程,从而得到最终的三轴融合后缺陷反演结果,
重心法的计算公式如式(10)所示。

􀭾D∗ =
∫
W
wμ(w)dw

∫
W
μ(w)dw

(10)

式中: 􀭾D∗ 表示系统的清晰化输出变量,w ∈ W,μ(w) 表

示输出的模糊集合对应的隶属度函数。

4　 实验结果与分析

4. 1　 试验场环境描述

　 　 本实验的数据来自如图 4 所示的中海油天津管线环

路实验平台。 该管线回路总长 800 多米,总计 67 根管

道,管道内径 200
 

mm,壁厚 10
 

mm。 管道材料为 X65 碳

钢,介质流速为 0. 5 ~ 3
 

m / s,操作压力为 3
 

MPa。 本文数

据均是通过如图 5 所示漏磁内检测器采集而来。 上述实验

场的缺陷长度为 9. 7~60
 

mm,缺陷宽度为 9. 5~39. 6
 

mm,缺
陷深度为 0. 335 ~ 9. 3

 

mm。

图 4　 管道环路实验平台

Fig. 4　 The
 

pipeline
 

loop
 

experiment
 

platform

图 5　 内检测器

Fig. 5　 The
 

internal
 

detector

4. 2　 实验数据集

　 　 本文采用的数据集来自于含有规则缺陷和非规则缺

陷的两种牵拉管道。 由于数据采集使用的是三轴霍尔传

感器,可以采集到 3 个不同方向(轴向、径向、周向)上的

漏磁数据,故两种牵拉管道的 3 个方向数据共构成了

6 个互不相同的数据集( DS1 ~ DS6),其中每个数据集的
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数据情况如表 2 所示,其中训练集与测试集比例为 8 ∶2,
且训练集和测试集无相同或相似样本。

表 2　 数据集分布及相关特征

Table
 

2　 Data
 

set
 

distribution
 

and
 

related
 

characteristics

　 陷　 型 数据类型 数据集 样本数 特征数

规则缺陷

非规则缺陷

轴向 DS1 176 36

径向 DS2 176 37

周向 DS3 176 39

轴向 DS4 596 36

径向 DS5 596 37

周向 DS6 596 39

4. 3　 评价指标

　 　 本实验采用决定系数 ( R-square)、平均绝对误差

(MAE)、均方根误差( RMSE) 以及综合排名( RANK) 作

为缺陷反演评价指标,各项指标精度均为 10 折交叉验证

的方式得到,评价指标对应公式分别如式( 11) ~ ( 14)
所示。

R2(y,ŷ) = 1 -
∑

n

i = 1
(y i - ŷi)

2

∑
n

i = 1
(y i - 􀭰y) 2

(11)

MAE(y,ŷ) = 1
n ∑

n

i = 1
y i - ŷi (12)

RMSE(y,ŷ) = 1
n ∑

n

i = 1
‖y i - ŷi‖

2
2 (13)

RANK = 1
k ∑

k

i = 1
S i (14)

式中:其中 n为样本个数;􀭰y为所有样本标签值的平均值;
k 为加权随机森林类别数本文为 6;S i 为第 i 种加权方式

的排名。

4. 4　 试验结果分析

　 　 本文主要从 3 方面展开实验分析,首先,利用规则缺

陷数据集,对比传统随机森林算法与加权随机森林算法

的精度,验证提出改进随机森林算法的有效性;其次,通
过模糊融合前后实验分析,验证本文所提出的基于模糊

推理决策融合的漏磁数据缺陷反演方法的有效性;最后,
通过本文提出的基于三轴融合的漏磁数据缺陷反演方法

与其他反演方法在异域数据集中进行实验分析,验证本

文所提算法的有效性与泛化性能。
1)加权随机森林试验结果分析

(1)有效性分析

利用规则缺陷的三轴漏磁数据 DS1、DS2、DS3
 

3 种

样本集构建随机森林模型,此时通过设置不同的随机种

子(random
 

state)以改变随机森林的构建规则,利用上述

6 种加权方法与传统随机森林算法分别进行缺陷的长

度、宽度、深度反演,各算法对应的长、宽、深预测指标分

别如图 6 ~ 8 所示。

图 6　 长度预测评估指标对比

Fig. 6　 Comparison
 

of
 

length
 

prediction
 

evaluation
 

indicators

图 7　 宽度预测评估指标对比

Fig. 7　 Comparison
 

of
 

width
 

prediction
 

evaluation
 

indicators

由图 8 可知,在不同随机种子下进行缺陷尺寸反演

时,基于加权随机森林的缺陷反演精度均高于未改进的

随机森林算法,证明该算法具有较好的有效性。
(2)泛化能力验证

为了验证该加权随机森林算法的泛化性能,本试验

通过两组不同的数据集进行测试。 首先利用非规则缺陷
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图 8　 深度预测评估指标对比

Fig. 8　 Comparison
 

of
 

depth
 

prediction
 

evaluation
 

indicators

的三轴漏磁数据即 DS4、DS5、DS6 的训练样本集,建立加

权随机森林模型。 然后在 DS1 ~ DS6 样本的测试集中进

行测试并统计反演结果。 各类加权方法综合指标排名如

图 9 所示。

图 9　 各类加权方法综合指标对比

Fig. 9　 Comparison
 

of
 

comprehensive
 

indicators
 

of
 

various
 

weighting
 

methods

由图 9 可知,在 DS1 ~ DS6 测试集上,对所有算法进

行综合排名时,对于缺陷的长度、宽度、深度的估计,本文

提出的 6 种加权方式的排名均高于传统随机森林算法。
缺陷的长度和宽度会直接反映在漏磁信号的显性特征

中,如信号峰谷间距、谷谷间距等。 因此,在缺陷的长宽

量化时,基于样本特征重要度的 chi 及 function 加权方式

能够取得较高的准确度。 而缺陷深度对漏磁信号的影响

往往耦合了多重信息,难以在信号特征中直接体现。 在

这种情况下,基于决策树预测能力的 oobscore 方法利用

袋外样本来提高模型的泛化能力,在一定程度上解决了

缺陷深度对漏磁信号影响的耦合问题,因此可以取得较

好的结果。

2)模糊推理决策融合缺陷反演方法实验分析

由于缺陷的长度、宽度、深度的决策结果分布规律不

同,则将其进行融合时,应建立 3 种不同的模糊推理系统

(长度、宽度、深度决策融合建立的模糊推理系统分别记

为模糊推理系统 L,模糊推理系统 W,模糊推理系统 D)。
将规则缺陷的三轴信号对应反演长、宽、深精度最高的加

权随机森林的输出作为模糊推理系统 L,模糊推理系统

W,模糊推理系统 D 的输入,实现漏磁信号三轴决策融

合,进而得到精确的反演尺寸。
(1)融合前后缺陷反演方法对比

为分析模糊推理决策融合缺陷反演方法的有效性,
将本文所提算法精度与未融合(利用单轴信号实现缺陷

反演)时反演精度作对比,其实验结果如图 10 所示。

图 10　 决策融合前后指标对比

Fig. 10　 Comparison
 

of
 

indicators
 

before
 

and
 

after
 

decision
 

fusion

由图 10 可知,融合后反演误差均小于单独利用三轴

信号进行独立反演时的误差,证明本文所提算法具有良

好的有效性。
(2)不同决策融合方法对比

为进一步分析本文所提模糊推理决策融合算法的有

效性,采用经典的决策融合算法:基于 Bayes 估计的决策融

合算法、基于改进的 D-S 证据理论的决策融合算法,与本

文所提融合算法进行精度对比,其实验结果如图 11 所示。
由图 11 可知,基于模糊推理的决策融合算法的平方

误差以及均方根误差均小于其他经典融合,验证本文所

提算法具备良好的有效性。
3)本文算法整体有效性分析

为验证本文所提方法的有效性,以其他管道非规则

缺陷作为测试数据集,将本文所提方法与其他基于机器

学习的缺陷反演方法进行对比,实验结果如表 3 所示。
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图 11　 融合算法指标对比图

Fig. 11　 Comparison
 

of
 

fusion
 

algorithm
 

indicators

表 3　 不同算法 MAE 对比

Table
 

3　 MAE
 

comparison
 

of
 

different
 

algorithms

测量指标 SVM 随机森林 本文算法

长度 / mm 7. 782 6. 870 5. 290

宽度 / mm 10. 259 8. 981 7. 788

深度 / % 9. 30 7. 60 6. 48

　 　 由表 3 可知,在异域数据集中,本文所提方法缺陷反

演误差更小,相对于其他方法仍然能保持良好的性能,验
证本文所提基于三轴融合的缺陷反演算法有较好的有

效性。

5　 结　 　 论

　 　 针对漏磁数据反演算法精度低的问题,提出一种基

于三轴融合的漏磁内检测数据反演算法。 首先,构建完

备数据集,实现特征提取;其次,通过分析影响随机森林

模型泛化误差的因素,引入权重因子,提出基于加权随机

森林的缺陷反演算法;最后,设计模糊推理系统实现三轴

信号决策融合,得到最终的反演尺寸。 实验表明,本文算

法相比其他机器学习算法精度明显提升,其中长度精度

提升 23% ,宽度精度提升 13% ,深度精度提升 14. 7% 。
因此本文所提方法具备良好的有效性。
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