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基于深度网络迁移学习的致痫区脑电识别∗
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摘　 要：致痫区脑电识别能够为癫痫外科手术提供重要的参考价值。 提出了一种基于深度网络迁移学习的致痫区脑电识别算

法。 首先利用连续小波变换（ＣＷＴ）对脑电信号进行时频分析，获得脑电信号时频图；然后迁移学习 ＡｌｅｘＮｅｔ 网络模型，调整网

络结构使之适应于致痫区脑电识别，将模型第 ７ 层全连接层输出作为脑电信号时频图的特征表示，最后利用支持向量机

（ＳＶＭ）、ＢＰ 神经网络、长短期记忆网络（ＬＳＴＭ）、基于稀疏表达分类算法（ＳＲＣ）、线性判别分析（ＬＤＡ）等分类算法进行特征分

类。 基于开源脑电数据集采用十折交叉验证的方法对算法进行了验证，比较 ６ 种分类器的效果，得到 ＳＶＭ 算法的平均特异性

为 ８８􀆰 ８１％ ，灵敏度为 ８８􀆰 ０７％ ，准确率为 ８８􀆰 ４４％ ，证明了该方法识别致痫区脑电信号的有效性。
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０　 引　 　 言

癫痫是一种由脑部神经元异常放电引起的慢性神经

系统疾病［１］。 根据世界卫生组织最新数据显示，全球约

有 ５ ０００ 万癫痫患者［２］，其中约有 ３０％ 的癫痫患者无法

通过药物控制其发作，形成难治性癫痫［３］。 对于耐药局

灶性癫痫患者，手术治疗是获得完全癫痫发作自由的最

佳选择。 然而，目前很难在术前明确癫痫病灶的位置及

范围。 因此需要一种新的算法来获得更好的定位效果。
癫痫定位方法甚多，但临床中主要使用的是脑电图

（ｅｌｅｃｔｒｏ ｅｎｃｅｐｈａｌｏ ｇｒａｍ， ＥＥＧ） 和磁共振成像（ｍａｇｎｅｔｉｃ
ｒｅｓｏｎａｎｃｅ ｉｍａｇｉｎｇ， ＭＲＩ） ［４］。 随着癫痫外科与脑电图学

的飞速发展，临床医师对致痫区的认识更为深刻［５］。 在

传统的方法中，医生主要通过人工视觉分析信号的方法

对脑电信号进行分类，但是这种方法不仅耗费时间长而
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且容易受到个人主观意识的影响，导致较大误差的出现，
进而影响致痫区脑电识别的准确性［６］。 为解决这一问

题，本文提出了一种基于深度网络迁移学习的致痫区脑

电识别算法。
深度学习（ｄｅｅｐ ｌｅａｒｎｉｎｇ， ＤＬ）是机器学习（ｍａｃｈｉｎｅ

ｌｅａｒｎｉｎｇ， ＭＬ）领域中一个新的研究方向［７］。 ＤＬ 的实质是

利用机器模拟人类大脑活动处理复杂模式识别问题的过

程［８］。 近年来，在癫痫研究领域引入了 ＤＬ 算法，在复杂的

癫痫脑电信号特征提取方面 ＤＬ 算法比传统的特征提取算

法更 具 有 优 势［９］。 Ｐｅｔｒｏｓｉａｎ 等［１０］ 将 循 环 神 经 网 络

（ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＲＮＮ）同脑电信号的小波分解系

数相结合用于癫痫预测研究。 Ｍｉｒｏｗｓｋｉ 等［１１］ 在癫痫发作

的预测研究中将 Ｌ１ 正则化的逻辑回归（ｌｏｇｉｓｔｉｃ ｒｅｇｒｅｓｓｉｏｎ，
ＬＲ），卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ， ＣＮＮ）
和支持向量机（ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ， ＳＶＭ）３ 种分类算法

进行对比。 Ｘｉａ 等［１２］ 基于颅内和头皮脑电数据集，利用

ＣＮＮ 提出一种广义的回顾性和患者特异性癫痫预测方法。
Ｔｒｕｏｎｇ 等［１３］ 还提出一种高效的硬件统一性良好的

Ｉｎｔｅｇｅｒ—Ｎｅｔ。 Ａｃｈａｒｙａ 等［１４］ 还提出一种高效的硬件统一

性良好的整数卷积神经网络 （ Ｉｎｔｅｇｅｒ—Ｎｅｔ）。 Ａｃｈｉｌｌｅｓ
等［１５］将 ＣＮＮ 用于学习患者在发作期和发作间期的睡眠运

动，达到检测各种类型的癫痫发作的目的。
本文提出了一种基于深度网络迁移学习的致痫区脑

电识别算法，迁移学习预先训练好的 ＡｌｅｘＮｅｔ 模型，调整

网络结构，使之适应于致痫区脑电识别，将第 ７ 层全连接

层输出作为特征表示［１６］。 然后利用 ＳＶＭ 将提取到的致

痫区脑电特征进行分类，进而达到识别致痫区脑电的目

的。

１　 研究方法

１􀆰 １　 脑电信号的时频分析

时频分析是指在时间⁃频率域上对信号进行分析。
建立一个用时间以及频率来表征信号能量密度的函数，
通过此函数，求出信号的时频分布，从而得出信号在某段

时间内的频率变化特性［１７］。 常用的时频分析方法有：傅
里叶变换 （ Ｆｏｕｒｉｅｒ ｔｒａｎｓｆｏｒｍ， ＦＴ）、 短时傅里叶变换

（ ｓｈｏｒｔ⁃ｔｉｍｅ Ｆｏｕｒｉｅｒ ｔｒａｎｓｆｏｒｍ， ＳＴＦＴ ） 以 及 小 波 变 换

（ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ， ＷＴ）。 其中，ＦＴ 在处理信号时只能反

应频域或者时域信息，而脑电信号的随机性和非平稳性

决定了其在处理过程中需要同时兼顾信号的时域与频域

变化。 ＳＴＦＴ 中大小固定形状不变的时间窗使其无法兼

顾脑电信号的频率与时间分辨率。 而 ＷＴ 的窗函数形状

可变，在处理脑电信号中可以同时反应频域和时域的变

化。 因此本文选取连续小波变换 （ ｃｏｎｔｉｎｕｏｕｓ ｗａｖｅｌｅｔ
ｔｒａｎｓｆｏｒｍ，ＣＷＴ）用于致痫区脑电信号的时频分析。 脑电

信号在经过预处理后，有助于提升算法的准确率［１８］。
脑电信号是一种非平稳信号，在时频分析过程中，当

信号变化剧烈时，需有较高时间分辨率的窗函数；而在信

号变化缓慢期间，低频信号的窗函数需要有较高的频率

分辨率［１９］。 本文以每 ２０ ｓ 的脑电信号片段为一个样本

建立时频表示。 首先建立滤波器组，然后对滤波器进行

归一化，使所有通带的峰值幅度近似等于 ２［２０］。 滤波器

组是为具有 １０ ２４０ 个样本点的信号设计的。 使用 Ｍｏｒｌｅｔ
小波作为分析小波，默认尺度为大约每个 ８ 度 ４８ 个小波

的带通滤波器。 利用滤波器组提取信号的前 １ ０２４ 个点

的 ＣＷＴ，并从系数中获取散射图，生成 ＲＧＢ 时频图像，为
了适应 ＡｌｅｘＮｅｔ 神经网络的输入，图像大小被定义为 ２２７
×２２７×３，如图 １ 所示。

图 １　 ＣＷＴ 生成的 ＲＧＢ 时频图像

Ｆｉｇ．１　 Ｔｈｅ ＲＧＢ ｔｉｍｅ⁃ｆｒｅｑｕｅｎｃｙ ｉｍａｇｅ ｇｅｎｅｒａｔｅｄ ｗｉｔｈ
ｃｏｎｔｉｎｕｏｕｓ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ

１􀆰 ２　 基于深度网络迁移学习的特征提取

本文提出了基于深度网络迁移学习的致痫区脑电识

别算法。 采用基于模型迁移学习的方法迁移学习预先训

练好的深度卷积网络模型，然后通过调整网络的结构，添
加自适应层对源域和目标域进行适配，使之适应于致痫

区脑电识别，将训练好的迁移网络作为特征提取器。 迁

移学习深度网络流程如图 ２ 所示。

图 ２　 深度网络模型迁移学习流程

Ｆｉｇ．２　 Ｔｈｅ ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｏｆ
ｄｅｅｐ ｎｅｔｗｏｒｋ ｍｏｄｅｌ
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经典浅层神经网络一般只含有 ３ 个层：输入层、单隐

藏层和输出层。 这是因为经典的学习方法很难收敛深层

网络结构［２１］。 它们经常陷入梯度消失问题，这意味着随

着迭代次数的增加，梯度值趋于 ０，网络中的参数难以更

新［２２］。 ＣＮＮ 通过增加卷积层，使得模型的性能优于浅层

神经网络。

ＣＮＮ 是一种通过观察生物过程模拟人脑不同层次

功能的深度学习神经网络［２３］。 在图像处理中 ＣＮＮ 是一

种非常有效的算法［２４］。 ＣＮＮ 有不同的架构，如 Ｌｅ⁃Ｎｅｔ、
Ａｌｅｘ⁃Ｎｅｔ、Ｇｏｏｇｌｅ⁃Ｎｅｔ、 Ｃｏｎｖｏ⁃Ｎｅｔ、 Ｒｅｓ⁃Ｎｅｔ 等［２５］。 ＡｌｅｘＮｅｔ
架构相比于其他架构在处理复杂性方面具有更好的计算

能力。 其网络结构模型如图 ３ 所示。

图 ３　 ＡｌｅｘＮｅｔ 网络结构模型

Ｆｉｇ．３　 ＡｌｅｘＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｍｏｄｅｌ

　 　 ＡｌｅｘＮｅｔ 是一种拥有 ６ ０００ 万个参数和 ６５ 万个神经

元的深度网络模型，包括 ５ 层卷积层（ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ，
ｃｏｎｖ），３ 层全连接网络层（ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ， ＦＣ），最
终的输出层是 １ ０００ 通道的 ｓｏｆｔｍａｘ 层［２６］。 为了训练这

些参数 Ｋｒｉｚｈｅｖｓｋｙ 对 ＡｌｅｘＮｅｔ 做了一些改进［２７］。
首先 ＡｌｅｘＮｅｔ 在激活函数方面进行了改进。 神经网络

在选择激活函数时，一般选择 ｌｏｇｉｓｔｉｃ 函数、ｔａｎｈ 函数和

ａｒｃｔａｎ 函数。 但在深度神经网络模型中，传统的梯度饱和

函数在计算梯度时随着 ｘ 增大其梯度几乎接近于 ０，甚至

梯度消失［２８］。 ＲｅＬＵ（整流单元、线性固定线性单元）是一

种不饱和非线性激活函数。 在梯度下降方面快于 ｔａｎｈ 和

ａｒｃｔａｎ 函数。 而且 ＲｅＬＵ 函数比传统的激活函数具有更快

的学习性能，在大模型（深度和宽度）以及非常大的数据集

上的应用无疑是非常重要的［２２］。 ＲｅＬＵ 的定义是：
ＲｅＬＵ（ｘ） ＝ ｍａｘ（ｘ，０） （１）

式中：ｘ 为输入值，如果输入值不小于 ０，那么 ＲｅＬＵ 的梯

度始终保持为 １。 深度网络中的 ＲｅＬＵ 函数相比于 ｔａｎｈ
函数，其收敛速度更快。 这种加速在训练过程中起到了

很大的作用。
其次，为了避免过拟合现象，ＡｌｅｘＮｅｔ 增加了 Ｄｒｏｐｏｕｔ

操作。 Ｄｒｏｐｏｕｔ 操作通常用于全连接层，一般被设置为

０􀆰 ５ 或 ０􀆰 ３［２７］。 Ｄｒｏｐｏｕｔ 可以作为训练深层神经网络的一

个技巧。 在正向传播过程中将某个概率为 ｐ 的神经元的

激活值设置为 ０［２８］，而神经元的缺失迫使神经元与其他

神经元相互协作，降低了神经元之间的关节适应性，提高

了泛化能力，使模型更加一般化［２９］。 在此过程中，该网

络每次输入时都会采用不同的网络结构，但是这些网络

结构的权重是共享的。 虽然对于每个单独的子网络，在

一定程度上可能会存在过拟合，但它们共享相同的损失

函数。 整个网络的输出是子网络的平均值。 因此，
Ｄｒｏｐｏｕｔ 也提高了鲁棒性［２７］。

卷积作为一种信号分析技术，使用卷积和池化的方

法实现特征的自动提取和约简。 给定大小为（ｍ，ｎ）的图

像 Ｍ，卷积定义为：
Ｃ（ｍ，ｎ） ＝ （Ｍ∗ｗ）（ｍ，ｎ） ＝

∑
ｋ
∑

ｌ
Ｍ（ｍ － ｋ，ｎ － ｌ）ｗ（ｋ，ｌ） （２）

式中：（ｋ，ｌ）为卷积核 ｗ 的大小。 通过卷积使模型能够从

图像中学习特征，其参数共享降低了模型的复杂度［２９］。
池化层（ｐｏｏｌｉｎｇ ｌａｙｅｒｓ， ＰＬ）一般在 ＣＮＮ 的卷积层之后，
用于特征提取，利用池化技术对卷积层之后得到的小邻

域内的特征点进行集成，得到新的特征［３０］。 既防止了无

用参数增加时间复杂度又增加了特征的集成程度。
ＡｌｅｘＮｅｔ 采用了最大池化来避免产生模糊效果［３１］。

ＡｌｅｘＮｅｔ 使 用 了 局 部 响 应 归 一 化 （ ｌｏｃａｌ ｒｅｓｐｏｎｓｅ
ｎｏｒｍａｌｉｚａｔｉｏｎ，ＬＲＮ），为局部神经元的活动建立竞争机

制，激发反馈较大的神经元，抑制其他反馈较小的神经

元，提高了模型的泛化能力［３２］。 ＡｌｅｘＮｅｔ 网络中 ＬＲＮ 的

具体的计算公式如下：

ｂ ｉ
ｘ，ｙ ＝

ａ ｉ
ｘ，ｙ

ｋ ＋ α ∑
ｍｉｎ（Ｎ－１，ｉ ＋ｎ ／ ２）

ｊ ＝ ｍａｘ（０，ｉ －ｎ ／ ２）
（ａ ｊ

ｘ，ｙ）
２( )

β
（３）

式中：ａ 表示经卷积和池化后的四维输出结果；ａ ｉ
ｘ，ｙ表示

在这个输出结构中的一个位置［ａ，ｂ，ｃ，ｄ］；Ｎ 表示通道

数。 ａ， ｎ ／ ２， ｋ，α， β 分别表示函数中的 ｉｎｐｕｔ， ｄｅｐｔｈ ＿
ｒａｄｉｕｓ，ｂｉａｓ，ａｌｐｈａ，ｂｅｔａ，其中 ｎ ／ ２，ｋ，ａ，β 都是自定义的，
ｉ 表示第 ｉ 个核在位置（ｘ，ｙ）运用激活函数 ＲｅＬＵ 后的输
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出，ｎ 是同一位置上临近的 ｋｅｒｎａｌ ｍａｐ 的数目。
全连接层在 ＣＮＮ 中起着“分类器”的作用［３０］。 在

ＡｌｅｘＮｅｔ 结构中，经过多个卷积层和池化层后，连接 ３ 个

全连接层。 相邻全连接层的神经元直接连接，如图 ４ 所

示。 全连接层中的每个神经元都与前一层中的所有神经

元完全连接。 为了提高 ＣＮＮ 的性能，通常采用 ＲｅＬＵ 函

数作为全连接层各神经元的激活函数。

图 ４　 全连接层

Ｆｉｇ．４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ

将最后一个全连接层的输出值传递给一个输出，该
输出可以使用 ｓｏｆｔｍａｘ 回归进行分类，这些层中的激活函

数称为 ｓｏｆｔｍａｘ，可以表示为：

ｓｏｆｔｍａｘ （ｘ ｉ） ＝
ｅｘｐ（ｘ ｉ）

∑
ｎ

ｊ ＝ １
ｅｘｐ（ｘ ｊ）

（４）

Ｓｏｆｔｍａｘ 可以将输出限制在（０，１）的范围内，从而保

证神经元的激活。
迁移学习是指利用预先训练好的模型生成支持新任

务的神经网络模型。 迁移学习是在已训练好的网络模型

的基础上进行参数的迁移，设计和训练一个全新的网络，
节省了大量的计算资源和训练时间［３３］。 整个迁移网络

结构分为预训练网络和迁移网络两部分。 预训练网络已

经为各种图像学习了丰富的特征表示。 所提取的特征能

够达到很好的分类效果，网络中的参数只需要进行微调，
以适应新的图像。 而迁移网络中的参数在整个网络中占

有很小的一部分，适合在小数据集上进行训练。 因此，在
脑电数据样本不足的情况下，迁移学习是一种非常方便

有效的训练深度神经网络的方法［３３］。 此外，训练深度网

络需要高性能的 ＧＰＵ 和 ＣＰＵ，而迁移学习可以在普通的

个人计算机上实现。 大大节约了训练时间。 本文迁移学

习 ＡｌｅｘＮｅｔ 模型如图 ５ 所示。
在迁移学习过程中，ＡｌｅｘＮｅｔ 模型的最后 ３ 层替换为

包含两个节点的全连接层（本文的分类任务是一个二分

类），ｓｏｆｔｍａｘ 层和最终分类层。 其中预训练网络中的参

数已对 １００ 多万幅图像进行了训练。 只需要进行参数微

调，以便于适应致痫区脑电信号的时频图像。

图 ５　 ＡｌｅｘＮｅｔ 模型的迁移学习过程

Ｆｉｇ．５　 Ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｐｒｏｃｅｓｓ ｏｆ ｔｈｅ ＡｌｅｘＮｅｔ ｍｏｄｅｌ

在训练迁移的 ＡｌｅｘＮｅｔ 模型过程中，根据控制变量法

改变网络求解器、ＭｉｎＢａｔｃｈＳｉｚｅ 和 ＭａｘＥｐｏｃｈｓ ３ 个参数。
首先改变其中的网络求解器训练参数，保持其余训练参

数不变，获得在网络求解器 ｍ 情况下的最佳脑电识别效

果；然 后 在 确 定 网 络 求 解 器 为 ｍ 的 情 况 下， 改 变

ＭｉｎＢａｔｃｈＳｉｚｅ 的值，在 ＭｉｎＢａｔｃｈＳｉｚｅ 为 ｎ 时，获得最佳的

致痫区脑电识别效果；最后在确定训练参数网络求解器

和 ＭｉｎＢａｔｃｈＳｉｚｅ 的情况下，改变 ＭａｘＥｐｏｃｈｓ 的值，保持其

他训练参数不变，在 ＭａｘＥｐｏｃｈｓ 值为 ｋ 时，获得最佳的致

痫区脑电识别效果。
因此，在利用致痫区脑电时频图的训练集训练网络

过程中，将网络求解器、ＭｉｎＢａｔｃｈ⁃Ｓｉｚｅ 和 ＭａｘＥｐｏｃｈｓ ３ 个

参数设置为［ｍ，ｎ，ｋ］时，迁移学习 ＡｌｅｘＮｅｔ 网络可获得最

佳的致痫区脑电识别效果。 在确定最佳的网络训练参数

时，提取致痫区脑电信号时频图的特征，以模型的某一层

输出作为致痫区脑电时频图的特征表示。
１􀆰 ３　 分类算法

本文利用多种不同的分类算法对提取到的脑电时频

图特征进行分类。 具体分类算法如下：
ＳＶＭ 是一种利用训练集构造超平面对测试样本进

行分类的核学习方法［３２］。 ＳＶＭ 算法的独特之处是使用

了内积核函数。 其最终决策函数取决于少数的支持向

量，这不但可以避免大量的冗余样影响算法的效果，而且

注定了 ＳＶＭ 算法具有更为突出的鲁棒性［３３］。 计算的难

易程度一般是由支持向量的数量决定且不会受到空间维

数的影响。 是一种几乎能够实现结构零风险的方法。 与

已有的统计方法相比，ＳＶＭ 基本不需要涉及到大数据定

律等。 从本质上看，ＳＶＭ 省去了从归纳到演绎的过程，
使其在通常的分类和回归等问题方面得到了大大的

简化［３３］。
ＢＰ 神经网络（ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ， ＢＰ）的核心思想是

反应输出与输入之间的映射，其激活函数一般用 Ｓ 型函

数。 在解决内部机制复杂的问题方面具有明显的优势。
在容错性和处理速度方面比较突出。 此外 ＢＰ 神经网络
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的概括能力和自适应能力相比于其他算法也具有明显的

优势［３４］，对于 ＢＰ 神经网路的输入与输出之间的关系，在
学习过程中并不需要提前指出。 ＢＰ 神经网络的在学习

速率上具有明显的缺陷，容易产生“锯齿形现象”，造成

算法的效率过低；另外，一旦 ＢＰ 神经网络结构过于复杂

时，采用误差逆传播算法不仅会浪费大量的时间，而且得

不到最优的结果。
长短期记忆网络（ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅ⁃ｍｏｒｙ，ＬＳＴＭ）的

内部结构包括忘记阶段、选择记忆阶段以及输出阶段 ３
部分。 相比于 ＲＮＮ 算法，当信息送入网络中时，ＬＳＴＭ 算

法可根据判别信息是否有用的处理器留下符合条件的信

息，将不符合条件的信息送入遗忘门［３５］。 ＬＳＴＭ 是一种

普适性很高的能够快速处理长序依赖问题的方法［３６］。
ＬＳＴＭ 结构如图 ６ 所示，当输入门的值为 １ 时，表示来自

其他节点的所有流都将通过。 而遗忘门在神经网络的连

续运行中有着不可替代的作用。 输出门的最终输出值是

由一个存储器单元通过乘以内部状态和输出门的值产

生。 自循环结构存在于每个内部状态。

图 ６　 ＬＳＴＭ 模型

Ｆｉｇ．６　 ＬＳＴＭ ｍｏｄｅｌ

ＬＳＴＭ 模型的完整算法公式如下：
ｇ（ ｔ） ＝ φ（Ｗｇｘｘ（ ｔ） ＋ Ｗｇｈｈ（ ｔ －１） ＋ ｂｇ） （５）

式中：ｇ 表示输入节点，其时间区间为 ｔ－１ 的隐藏层到时

间为 ｔ 的输入层中接收激活信号的节点。 采用 Ｔａｎｈ 函

数为激活函数，其作用是为输入信号聚集权重。 输入节

点 ｇ 与输入层 ｘ 之间的权重用 Ｗｇｘ表示，输入节点与隐

层 ｈ 之间的权重用Ｗｇｈ表示，输入节点的偏置用 ｂｇ 表示。
公式中权重和偏置是相同的。

稀疏 表 达 分 类 算 法 （ ｓｐａｒｓｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ⁃ｂａｓｅｄ
ｃｌａｓｓｉｆｉｅｒ， ＳＲＣ）是由 Ｗｒｉｇｈｔ 等［３７］ 提出的一种将稀疏编

码的方法用于分类的机器学习算法。 当具有足够多的

各个类别训练样本时，测试样本并不会受到其他类样

本的影响，仅需要利用训练样本就可对测试样本进行

线性表示，从而将一般信号的分类问题转化为了一种

稀疏表示问题。 相对于其他算法而言，数据缺失对于

ＳＲＣ 的分类效果并没有影响，所求系数只要足够稀疏，
特征空间的选取对于 ＳＲＣ 分类效果几乎没有影响；这
也是 ＳＲＣ 分类效果优于其他算法的原因所在［３８］ 。 ＳＲＣ
的求解就是求方程的稀疏解，常用的求解方法包括贪

婪算法和基追踪算法。 根据原子和测试样本之间的关

系来确定位置是贪婪算法的核心思想，最小二乘法用

来估计幅值。 常用的贪婪算法有匹配追踪、正交匹配

追踪算法等。 基追踪算法是求解未知参量最小化范数

的方法。 使用一种对已知系数稀疏化、将优化问题中

的 Ｌ０ 范数转化为 Ｌ１ 范数的求解。
线性判别分析 （ ｌｉｎｅａｒ ｄｉｓｃｒｉｍｉｎａｎｔ ａｎａｌｙ⁃ｓｉｓ，ＬＤＡ）

是一种常用于二分类问题的线性学习方法。 其基本思

想包括两点：１）不同类别的点尽可能远离；２）相同类别

的点尽可能相近［３９］ 。 相比于传统的分类算法而言 ＬＤＡ
有效地避免了在一般非线性算法中常遇到的局部最小

问题，从而使 ＬＤＡ 在不平衡模式类的处理中具有明显

的优势。 与神经网络方法相比，ＬＤＡ 不存在选择学习

参数和优化权重以及激活函数的问题，在某些实际情

形中，ＬＤＡ 在推广性能及计算效率方面比 ＳＶＭ 更具有

优势。

２　 实　 　 验

２􀆰 １　 实验数据

本文采用开放获取的 Ｂｅｒｎ⁃Ｂａｒｃｅｌｏｎａ 脑电数据集，该
实验数据包含了 ５ 例长期存在药物耐受性颞叶癫痫患者

的脑电记录［４０］。 所有患者都在伯尔尼大学神经内科接

受了长期的颅内脑电图记录［４０］。 所有脑电信号通过四

阶巴特沃斯滤波器采用正向和反向滤波的方式进行滤

波，以便减小相位畸变。 信号采样频率为 ５１２ 或 １ ０２４
Ｈｚ，取决于采集通道是否超过 ６４ 个。 这些颅内脑电信号

都可以定位癫痫发作的大脑区域并且不会有神经缺陷的

危险。 ５ 例患者均获得良好的手术效果。 其中 ３ 例患者

获得完全癫痫发作自由，２ 例患者术后仅出现先兆，无需

进一步手术［４１］。 ５ 名患者均以书面形式同意其 ＥＥＧ 数

据用于癫痫相关的研究。
此数据集中包含 ３ ７５０ 段焦点信号以及 ３ ７５０ 段非

焦点信号。 标签 １ 和－１ 分别代表焦点和非焦点信号，
Ｂｅｒｎ⁃Ｂａｒｃｅｌｏｎａ 脑电数据库的焦点和非焦点信号片段如

图 ７ 所示。 每个片段的时间长度为 ２０ ｓ，采样率为

５１２ Ｈｚ。 由于 Ｂｅｒｎ⁃Ｂａｒｃｅｌｏｎａ 数据集样本量不足，为了充

分利用脑电数据集对算法效果进行检验，本文采用了十

折交叉验证法将脑电数据集随机分为 １０ 个子集，每次使

用 １ 个子集作为测试集，其余 ９ 个子集作为训练集。 训

练集与测试集的分布情况如表 １ 所示。
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图 ７　 Ｂｅｒｎ⁃Ｂａｒｃｅｌｏｎａ 脑电数据库焦点和非焦点信号片段示例

Ｆｉｇ．７　 Ｔｈｅ ｅｘａｍｐｌｅ ｏｆ Ｂｅｒｎ⁃Ｂａｒｃｅｌｏｎａ ＥＥＧ ｄａｔａｂａｓｅ ｆｏｃｕｓ ａｎｄ ｎｏｎ⁃ｆｏｃｕｓ ｓｉｇｎａｌ ｆｒａｇｍｅｎｔｓ

表 １　 训练集和测试集

Ｔａｂｌｅ １　 Ｔｒａｉｎｉｎｇ ｓｅｔ ａｎｄ ｔｅｓｔ ｓｅｔ

数据集 焦点信号 非焦点信号

训练集 ６ ７５０ ６ ７５０

测试集 ７５０ ７５０

２􀆰 ２　 实验条件及过程

本实验为了验证本文算法的基于深度网路迁移学习

的致痫区脑电识别算法性能，所使用的硬件设备是 ６４ ｂｉｔ
计算机，其操作系统为 Ｗｉｎｄｏｗｓ １０，采用 ｉ７⁃７７７０ＣＰＵ 和

ＮＶＩＤＩＡ Ｑｕａｄｒｏ Ｋ６２０ ＧＰＵ 在 ＭＡＴＬＡＢ Ｒ２０１８ａ 软件进行

编程实现。 经过训练的网络结构可以在任何安装

ＭＡＴＬＡＢ 的个人计算机上运行。
整个实验过程主要分为 ４ 部分：实验数据预处理、深

度网络迁移学习、特征提取和特征分类。 预处理阶段，利
用 ＣＷＴ 生成符合深度网络输入要求的致痫区脑电时频

图。 在深度网络迁移学习阶段，将预先训练好的深度网

络 ＡＬｅｘＮｅｔ 模型结合迁移学习构成新的网络结构。 在特

征提取阶段，本文利用迁移学习的 ＡＬｅｘＮｅｔ 网络第 ７ 层

输出作为特征表示。 特征分类阶段，采用支持向量机、
ＢＰ 神经网络、长短期记忆网络、基于稀疏表达的分类算

法、线性判别分析等分类算法进行特征分类，比较各种分

类算法结果获得最佳的分类结果。
表 ２ 所示给出了基于深度网络迁移学习算法经过十

折交叉验证法验证，获得的 １０ 次分类结果混淆矩阵，利
用该矩阵可以获得最终的脑电信号分类结果。 而本文的

评估方式是基于时间片段的方法，比较致痫区或者非致

痫区的标识同神经专家给出来的分类参数做对比，获取

最终的评估结果。 灵敏度、特异性和准确率 ３ 种传统的

统计测量指标被用于评估系统性能，其定义如下：

　 　 １）灵敏度：正确检测到的致痫区焦点信号片段（ＴＰ）
与脑电图学专家所标记的焦点信号片段的比率。 ＴＰ 表

示一个被标记为焦点信号的实验结果和专家标识参数为

焦点信号。
２）特异性：正确检测到的非致痫区非焦点信号片段

（ＴＮ）与脑电图学专家所标记的非焦点片段的比率。 ＴＮ
代表一个被标记为非焦点的实验结果和专家标识参数都

为非焦点信号。
３）识别准确率：正确检测到焦点信号片段和非焦点

信号片段之和与脑电信号片段总数的比值。

表 ２　 混淆矩阵

Ｔａｂｌｅ ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

信号 焦点信号 非焦点信号

焦点信号 ６ ６０５ ８９５

非焦点信号 ８３９ ６ ６０１

　 　 本文利用训练集和测试集的致痫区脑电数据对迁移

学习深度网络模型进行评估测试。 训练集和测试集无重

叠现象。 训练过程中，利用控制变量法改变训练参数：网
络求解器、ＭｉｎＢａｔｃｈＳｉｚｅ 以及 ＭａｘＥｐｏｃｈｓ 大小，选出最佳

的 １ 组训练参数。 结果显示 １０ 次训练网络平均准确度

为 ９６􀆰 ４％ ，训练损失最终达到 ０􀆰 １ 左右。 平均测试准确

度为 ８５􀆰 ４７％ 。 测试损失达到 ０􀆰 １ 左右。 结果表明在网

络训练过程中并未出现过拟合现象。 利用表 ２ 所示的混

淆矩阵，可以计算出准确性、灵敏性和特异性。 本文提出

的基于深度网络迁移学习方法在准确率、灵敏度和特异

性方面均达到了较好的结果。

３　 结果与讨论

图 ８ 所示为选择在不同训练网络求解器下，采用基
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于深度网络迁移学习算法，所获得的准确率，特异性和灵

敏度。 在采用 ｓｄｇｍ 训练网络求解器时，其准确率和特异

性分别为 ８４􀆰 ４７％ 和 ８５􀆰 ０４％ 。 低于求解器 ａｄａｍ 和

ｒｍｓｐｒｏｐ 的准确率和特异性。 而其灵敏度为 ８３􀆰 ９１％ ，高
于 ｒｍｓｐｒｏｐ 求解器，低于 ａｄａｍ 求解器。 而在求解器

ｒｍｓｐｒｏｐ 的情况下，其灵敏度为 ８３􀆰 ２８％ ，低于求解器

ｓｄｇｍ 和 ａｄａｍ 的灵敏度。 求解器 ａｄａｍ 的准确率、灵敏度

和特异性为 ８７􀆰 ４５％ 、８６􀆰 １３％和 ８８􀆰 ７７，明显高于 ｓｄｇｍ 和

ｒｍｓｐｒｏｐ 求解器的值。 综上所述，本实验中，训练网络求

解器选择 ａｄａｍ 可获得最优结果。

图 ８　 不同训练网络求解器下的特异性、灵敏度、准确率情况

Ｆｉｇ．８　 Ｔｈｅ ｓｐｅｃｉｆｉｃｉｔｙ， ｓｅｎｓｉｔｉｖｉｔｙ ａｎｄ ａｃｃｕｒａｃｙ ｆｏｒ
ｄｉｆｆｅｒｅｎｔ ｔｒａｉｎｉｎｇ ｎｅｔｗｏｒｋ ｓｏｌｖｅｒｓ

本实验中，在确定训练网络求解器为 ａｄａｍ 的基础

上，分别选择不同 ＭｉｎｉＢａｔｃｈＳｉｚｅ 值再次进行调试比较。
在 ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为［８，１６，３２，６４，１２８］范围内，不同值

的灵敏性、特异性和准确性结果如图 ９ 所示。 从图 ９ 可

以看出，ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为 ３２ 时特异性明显优于其他

４ 个ＭｉｎｉＢａｔｃｈＳｉｚｅ 值的特异性，最高达到 ８８􀆰 ７７％ 。 在

ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为 ６４ 时，其灵敏度达到 ８６􀆰 ８％ ，高于

ＭｉｎｉＢａｔｃｈＳｉｚｅ 值 为 ［ ８， １６， ３２， １２８ ］ 的 情 况。 同 样 在

ＭｉｎｉＢａｔｃｈＳｉｚｅ 值 为 ３２ 时， 其 准 确 率 为 ８７􀆰 ４５％ ， 是

ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为［８，１６，３２，６４，１２８］的情况下得到最优

结果。 综上所述，在 ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为 ３２ 时，可获得最

佳结果。 因此，本实验中 ＭｉｎｉＢａｔｃｈＳｉｚｅ 的值被设置为

３２。

图 ９　 在 ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为［８， １６， ３２， ６４， １２８］
范围内，不同的敏感性、特异性和准确性情况

Ｆｉｇ．９　 Ｄｉｆｆｅｒｅｎｔ ｓｅｎｓｉｔｉｖｉｔｉｅｓ， ｓｐｅｃｉｆｉｃｉｔｉｅｓ ａｎｄ ａｃｃｕｒａｃｉｅｓ
ｗｈｅｎ ｔｈｅ ｖａｌｕｅ ｏｆ ＭｉｎｉＢａｔｃｈＳｉｚｅ ｉｓ ［８， １６， ３２， ６４， １２８］

本 实 验 中， 在 训 练 网 络 求 解 器 为 ａｄａｍ 和

ＭｉｎｉＢａｔｃｈＳｉｚｅ 值为 ３２ 的情况下，调整 ＭａｘＥｐｏｃｈｓ 的值。
在其值被设置为［１ ３ ５ ７ ９］的情况下，获得其特异性、灵

感度和准确率，结果如图 １０ 所示。 当 ＭａｘＥｐｏｃｈｓ 的值为

１ 时特异性、灵敏度和准确率分别为 ８７􀆰 ７２％ 、８４􀆰 ５２％ 和

８５􀆰 ８６％ ，相比于其他 ４ 个值［３ ５ ７ ９］，明显处于最低结

果。 在 ＭａｘＥｐｏｃｈｓ 值 为 ５ 的 情 况 下， 其 特 异 性 为

８９􀆰 ２８％ ，达到最高结果。 而当 ＭａｘＥｐｏｃｈｓ 值被设置为

７ 时，其准确度和灵敏度达到最优结果，分别为 ８８􀆰 ４４％
和 ８８􀆰 ０７％ 。 综上所述，在 ＭａｘＥｐｏｃｈｓ 值为 ５ 和 ７ 的情况

下，获得的结果相对较好，而在值为 ７ 的情况下，相对而

言可达到最佳效果。 因此，本实验中，将 ＭａｘＥｐｏｃｈｓ 的值

设置为 ７。

图 １０　 在 ＭａｘＥｐｏｃｈｓ 值为［１， ３， ５， ７， ９］时，
不同的敏感性、特异性和准确性情况

Ｆｉｇ．１０　 Ｄｉｆｆｅｒｅｎｔ ｓｅｎｓｉｔｉｖｉｔｉｅｓ， ｓｐｅｃｉｆｉｃｉｔｉｅｓ ａｎｄ ａｃｃｕｒａｃｉｅｓ
ｗｈｅｎ ｔｈｅ ｖａｌｕｅ ｏｆ ＭａｘＥｐｏｃｈｓ ｉｓ ［１， ３， ５， ７， ９］

表 ３ 所示给出了在不同分类器中对于时频图特征的

分类效果。 可以看出 ＢＰ 神经网络、ＬＳＴＭ 以及 ＳＲＣ ３ 种

算法准确率相差不大，ＢＰ 神经网络的灵敏度较好，而

ＳＲＣ 算法的特异性较好。 对于 ＬＤＡ 算法其分类效果略

低于 ＳＶＭ 高于其他算法。 Ｓｏｆｔｍａｘ（ＡｌｅｘＮｅｔ 网络的全连

接层）在这几种分类算法中效果最差，低于 ＳＶＭ 算法约

３％ 。 ＳＶＭ 分类算法在准确率、灵敏度及特异性方面最有

优势。 因此，本实验中将 ＳＶＭ 作为最终的分类算法。

表 ３　 不同分类器结果比较

Ｔａｂｌｅ ３　 Ｔｈｅ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｅｒｓ ％

分类算法 准确率 灵敏度 特异性

ＢＰ 神经网络 ８６􀆰 ９５ ８７􀆰 ６２６ ８６􀆰 ２９

ＬＳＴＭ ８６􀆰 １４７ ８６􀆰 ８１４ ８５􀆰 ４８

ＳＲＣ ８６􀆰 ７０７ ８５􀆰 ０９ ８８􀆰 ３２

ＬＤＡ ８７􀆰 ４９９ ８７􀆰 ０８ ８７􀆰 ９２

Ｓｏｆｔｍａｘ ８５􀆰 ４７ ８５􀆰 ２０ ８５􀆰 ７３

ＳＶＭ ８８􀆰 ４４ ８８􀆰 ０７ ８８􀆰 ８１

　 　 表 ４ 所示为在选择不同迁移网络的情况下，识别脑电

信号的情况，本文主要选择了 ＡｌｅｘＮｅｔ 网络和 ＧｏｏｇｌｅＮｅｔ 网
络模型进行迁移。 从表 ４ 中可看出迁移学习 ＧｏｏｇｌｅＮｅｔ 网
络模型对脑电信号的识别效果明显低于迁移学习 ＡｌｅｘＮｅｔ
网络模型的识别效果，两者相差约为 ６％。 因此本文最终

选择 ＡｌｅｘＮｅｔ 网络作为最终的迁移网络。
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表 ４　 不同迁移网络脑电识别效果

Ｔａｂｌｅ ４　 Ｔｈｅ ＥＥＧ ｒｅｃｏｇｎｉｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ
ｔｒａｎｓｆｅｒ ｎｅｔｗｏｒｋｓ ％

迁移网络 准确率 灵敏度 特异性

ＧｏｏｇｌｅＮｅｔ ８２􀆰 ４ ８１􀆰 ８ ８３􀆰 ０

ＡｌｅｘＮｅｔ ８８􀆰 ４４ ８８􀆰 ０７ ８８􀆰 ８１

４　 结　 　 论

本文提出了一种基于深度网络迁移学习的致痫区

脑电信号自动识别算法，通过 ＣＷＴ 的方法构建出每个

样本的 ＲＧＢ 时频图像，采用深度网络迁移学习的方法

在改变训练网络求解器、ＭｉｎＢａｔｃｈＳｉｚｅ 以及 ＭａｘＥｐｏｃｈｓ
参数的情况下提取时频图像的特征表示，最后利用 ６
种分类算法对特征进行分类。 与传统的方法相比，本
文算法不需要使用设计好的特征，而是通过训练数据

自动学习致痫区脑电特征。 本文采用迁移学习深度网

络模型，对预先训练好的模型进行调整。 比起重新建

立网络模型，本文方法大大减少了重新训练网络的时

间，对目标数据的需求量低。 最终结果显示在选择

ａｄａｍ 训练网络求解器，ＭｉｎＢａｔｃｈＳｉｚｅ 以及 ＭａｘＥｐｏｃｈｓ 被

设置为 ３２ 和 ７ 的情况下，ＳＶＭ 算法的平均分类准确率

可达 ８８􀆰 ４４％ ， 其 灵 敏 度 和 特 异 性 达 到 ８８􀆰 ０７％ 和

８８􀆰 ８１％ 。 该结果表明，采用基于深度网络迁移学习算

法能够有效识别致痫区脑电信号，对于临床判断患者

致痫区具有重要作用。
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ｓｅｉｚｕｒｅ ｄｅｔｅｃｔｉｏｎ ｏｎ ＥＥＧ ｓｉｇｎａｌｓ ｕｓｉｎｇ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ

ｔｅｃｈｎｉｑｕｅｓ ａｎｄ ａｄｖａｎｃｅｄ ｐｒｅｐｒｏｃｅｓｓｉｎｇ ｍｅｔｈｏｄｓ ［ Ｊ ］．

Ｂｉｏｍｅｄｉｚｉｎｉｓｃｈｅ Ｔｅｃｈｎｉｋ ／ Ｂｉｏｍｅｄｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ， ２０２０，

６５（１）： ３３⁃５０．

［ ３ ］　 ＥＮＪＥＬ Ｊ Ｊ． Ｅａｒｌｙ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｏｆ ｒｅｆｒａｃｔｏｒｙ ｅｐｉｌｅｐｓｙ［Ｊ］．

Ｎｅｎｇｌ Ｊｍｅｄ， ２００９， ３４２（５）： ３１４⁃３１９．

［ ４ ］　 ＭＡＴＴＨＥＷ Ｗ， ＤＡＶＩＤ Ｐ， ＬＩＳＡ Ｇ， ｅｔ ａｌ． Ａｕｔｏｍａｔｉｃ

ｄｅｔｅｃｔｉｏｎ ｏｆ ｔｈｅ ｅｐｉｌｅｐｔｏｇｅｎｉｃ ｚｏｎｅ： Ａｎ ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｔｈｅ

ｆｉｎｇｅｒｐｒｉｎｔ ｏｆ ｅｐｉｌｅｐｓｙ ［ Ｊ ］． Ｊｏｕｒｎａｌ ｏｆ Ｎｅｕｒｏｓｃｉｅｎｃｅ

Ｍｅｔｈｏｄｓ， ２０１９，３２５： １０８３４７．

［ ５ ］　 ＴＨＯＭＳＣＨＥＷＳＫＩ Ａ， ＨＩＮＣＡＰＩＥ Ａ， ＦＲＡＮＳＣＨＥＲ Ｂ．

Ｌｏｃａｌｉｚａｔｉｏｎ ｏｆ ｔｈｅ ｅｐｉｌｅｐｔｏｇｅｎｉｃ ｚｏｎｅ ｕｓｉｎｇ ｈｉｇｈ

ｆｒｅｑｕｅｎｃｙ ｏｓｃｉｌｌａｔｉｏｎｓ［Ｊ］． Ｆｒｏｎｔｉｅｒｓ ｉｎ Ｎｅｕｒｏｌｏｇｙ， ２０１９，

１０：９４．

［ ６ ］　 ＬＩ Ｙ Ｈ， ＹＥ Ｘ Ｌ， ＬＩＵ Ｑ Ｑ， ｅｔ ａｌ． Ｌｏｃａｌｉｚａｔｉｏｎ ｏｆ

ｅｐｉｌｅｐｔｏｇｅｎｉｃ ｚｏｎｅ ｂａｓｅｄ ｏｎ ｇｒａｐｈ ａｎａｌｙｓｉｓ ｏｆ ｓｔｅｒｅｏ⁃

ＥＥＧ［Ｊ］． Ｅｐｉｌｅｐｓｙ Ｒｅｓｅａｒｃｈ， ２０１６，１２８： １４９⁃１５７．

［ ７ ］　 ＣＨＲＩＳＴＯＰＨＥＲ Ｗ， ＧＲＥＧＯＹ Ｗ， ＢＩＮ Ｈ． Ｇｒａｐｈ

ａｎａｌｙｓｉｓ ｏｆ ｅｐｉｌｅｐｔｏｇｅｎｉｃ ｎｅｔｗｏｒｋｓ ｉｎ ｈｕｍａｎ ｐａｒｔｉａｌ

ｅｐｉｌｅｐｓｙ［Ｊ］． Ｅｐｉｌｅｐｓｉａ， ２０１１；５２（１）： ８４⁃９３．

［ ８ ］　 ＺＨＡＯ Ｈ ＺＨ， ＬＩＵ Ｆ Ｘ， ＺＨＡＮＧ Ｈ， ｅｔ ａｌ． Ｒｅｓｅａｒｃｈ ｏｎ ａ

ｌｅａｒｎｉｎｇ ｒａｔｅ ｗｉｔｈ ｅｎｅｒｇｙ ｉｎｄｅｘ ｉｎ ｄｅｅｐ ｌｅａｒｎｉｎｇ ［ Ｊ］．

Ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ： Ｔｈｅ Ｏｆｆｉｃｉａｌ Ｊｏｕｒｎａｌ ｏｆ ｔｈｅ Ｉｎｔｅｒｎａｔｉｏｎａｌ

Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ Ｓｏｃｉｅｔｙ，２０１８，１１０： ２２５⁃２３１．

［ ９ ］　 ＷＥＩ Ｚ Ｃ， ＺＯＵＪ ＺＨ， ＺＨＡＮＧ Ｊ， ｅｔ ａｌ． Ａｕｔｏｍａｔｉｃ

ｅｐｉｌｅｐｔｉｃ ＥＥＧ ｄｅｔｅｃｔｉｏｎ ｕｓｉｎｇ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋ ｗｉｔｈ ｉｍｐｒｏｖｅｍｅｎｔｓ ｉｎ ｔｉｍｅ⁃ｄｏｍａｉｎ ［ Ｊ ］．

Ｂｉｏｍｅｄｉｃａｌ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ ａｎｄ Ｃｏｎｔｒｏｌ， ２０１９， ５３：

１０１５５１．

［１０］　 ＰＥＴＲＯＳＩＡＮ Ａ， ＰＲＯＫＨＯＲＯＶ Ｄ， ＨＯＭＡＮ Ｒ， ｅｔ ａｌ．

Ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｅｐｉｌｅｐｔｉｃ

ｓｅｉｚｕｒｅｓ ｉｎ ｉｎｔｒａ⁃ａｎｄ ｅｘｔｒａｃｒａｎｉａｌ ＥＥＧ ［ Ｊ ］．

Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ， ２０００，３０ （１⁃４）： ２０１⁃２１８．

［１１］　 ＭＩＲＯＷＳＫＩ Ｐ Ｗ， ＭＡＤＨＡＡＮ Ｄ． Ｃｏｍｐａｒｉｎｇ ＳＶＭ ａｎｄ

ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｅｐｉｌｅｐｔｉｃ ｓｅｉｚｕｒｅ ｐｒｅｄｉｃｔｉｏｎ

ｆｒｏｍ ｉｎｔｒａｃｒａｎｉａｌ ＥＥＧ ［ Ｃ ］． Ｐｒｏｃｅｓｓｉｎｇ ｏｆ ＩＥＥＥ

Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ ｆｏｒ Ｓｉｇｎａｌ

Ｗｏｒｋｓｈｏｐ， ＩＥＥＥ， ２００８： ２４４⁃２４９．

［１２］　 ＸＩＡ Ｍ， ＣＬＡＲＥＮＣＥ Ｗ Ｄ Ｓ． Ｇｅａｒ ｔｒａｎｓｍｉｓｓｉｏｎ ｆａｕｌｔ

ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｕｓｉｎｇ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ａｎｄ ｃｌａｓｓｉｆｉｅｒ

ｌｅｖｅｌ ｓｅｎｓｏｒ ｆｕｓｉｏｎ ［ Ｊ］． Ｉｎｓｔｒｕｍｅｎｔａｔｉｏｎ， ２０１９， ６ （ ２）：

１０１⁃１０９．

［１３］　 ＴＲＯＵＮＤ Ｎ Ｄ， ＮＧＵＹＥＮ Ａ Ｄ， ＫＵＨＬＭＡＮＮ Ｌ， ｅｔ ａｌ．

Ｉｎｔｅｇｅｒ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｏｒ ｓｅｉｚｕｒｅ

ｄｅｔｅｃｔｉｏｎ［Ｊ］． ＩＥＥＥ Ｊｏｕｒｎａｌ ｏｎ Ｅｍｅｒｇｉｎｇ ａｎｄ Ｓｅｌｅｃｔｅｄ

Ｔｏｐｉｃｓ ｉｎ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓ， ２０１８，０８（４）： ８４９⁃８５７．

［１４］　 ＡＣＨＡＲＹＡ Ｕ Ｒ，ＯＨ Ｓ Ｌ，ＨＡＧＩＷＡＲＡ Ｙ， ｅｔ ａｌ． Ｄｅｅｐ

ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｏｒ ｔｈｅ ａｕｔｏｍａｔｅｄ ｄｅｔｅｃｔｉｏｎ

ａｎｄ ｄｉａｇｎｏｓｉｓ ｏｆ ｓｅｉｚｕｒｅ ｕｓｉｎｇ ＥＥＧ ｓｉｇｎａｌｓ ［ Ｊ ］．

Ｃｏｍｐｕｔｅｒｓ ｉｎ Ｂｉｏｌｏｇｙ ａｎｄ Ｍｅｄｉｃｉｎｅ， ２０１８， １００：

２７０⁃２７８．

［１５］　 ＡＣＨＩＬＬＥＳ Ｆ， ＴＯＭＢＡＲＩ Ｆ． Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋ ｆｏｒ ｒｅａｌ⁃ｔｉｍｅ ｅｐｉｌｅｐｔｉｃ ｓｅｉｚｕｒｅ ｄｅｔｅｃｔｉｏｎ ［ Ｊ ］．

Ｃｏｍｐｕｔｅｒ Ｍｅｔｈｏｄｓ ｉｎ Ｂｉｏｍｅｃｈａｎｉｃｓ ａｎｄ Ｂｉｏｍｅｄｉｃａｌ
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Ｅｎｇｉｎｅｅｒｉｎｇ： Ｉｍａｇｉｎｇ ＆ Ｖｉｓｕａｌｉｚａｔｉｏｎ， ２０１８， ６ （ ３ ）：

２６４⁃２６９．

［１６］　 ＭＵＨＡＭＭＥＤ Ｔ， ＵＬＡＳ Ｂ Ｂ， ÖＺＡＬ Ｙ， ｅｔ ａｌ．

Ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｄｅｅｐ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｆｏｒ ａｕｔｏｍａｔｅｄ ｂｒａｉｎ

ａｂｎｏｒｍａｌｉｔｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｕｓｉｎｇ ＭＲ ｉｍａｇｅｓ［Ｊ］． Ｃｏｇｎｉｔｉｖｅ

Ｓｙｓｔｅｍｓ Ｒｅｓｅａｒｃｈ， ２０１８，５４： １７６⁃１８８．

［１７］　 ＪＯＹＣＥ Ｂ Ｗ， ＮＡＴＡＳＨＡ Ｍ Ｍ， ＢＡＵＫＥ Ｍ Ｊ． ＥＥＧ ｔｉｍｅ⁃

ｆｒｅｑｕｅｎｃｙ ａｎａｌｙｓｉｓ ｐｒｏｖｉｄｅｓ ａｒｇｕｍｅｎｔｓ ｆｏｒ ａｒｍ ｓｗｉｎｇ

ｓｕｐｐｏｒｔ ｉｎ ｈｕｍａｎ ｇａｉｔ ｃｏｎｔｒｏｌ［Ｊ］． Ｇａｉｔ ＆ Ｐｏｓｔｕｒｅ， ２０１９，

７０： ７１⁃７８．

［１８］　 ＭＩＣＨＥＬ Ｘ Ｃ． Ａ ｂｅｔｔｅｒ ｗａｙ ｔｏ ｄｅｆｉｎｅ ａｎｄ ｄｅｓｃｒｉｂｅ ｍｏｒｌｅｔ

ｗａｖｅｌｅｔｓ ｆｏｒ ｔｉｍｅ⁃ｆｒｅｑｕｅｎｃｙ ａｎａｌｙｓｉｓ ［ Ｊ］． ＮｅｕｒｏＩｍａｇｅ，

２０１９，１９９： ８１⁃８６．

［１９］　 ＢＡＲＩＬＥ Ｃ， ＣＡＳＡＶＯＬＡ Ｃ， ＰＡＰＰＡＬＥＴＴＥＲＡ Ｇ， ｅｔ ａｌ．

Ｅｘｐｅｒｉｍｅｎｔａｌ ｗａｖｅｌｅｔ ａｎａｌｙｓｉｓ ｏｆ ａｃｏｕｓｔｉｃ ｅｍｉｓｓｉｏｎ ｓｉｇｎａｌ

ｐｒｏｐａｇａｔｉｏｎ ｉｎ ＣＦＲＰ ［ Ｊ ］． Ｅｎｇｉｎｅｅｒｉｎｇ Ｆｒａｃｔｕｒｅ

Ｍｅｃｈａｎｉｃｓ， ２０１９， ２１０： ４００⁃４０７．

［２０］　 ＤＥＮＮＩＳ Ｂ， ＢＥＡＴ Ｇ， ＲＡＩＮＥＲ Ｋ， ｅｔ ａｌ． Ｅｆｆｅｃｔｓ ｏｆ ｍｏｔｏｒ

ｐｒａｃｔｉｃｅ ｏｎ ｌｅａｒｎｉｎｇ ａ ｄｙｎａｍｉｃ ｂａｌａｎｃｅ ｔａｓｋ ｉｎ ｈｅａｌｔｈｙ

ｙｏｕｎｇ ａｄｕｌｔｓ： Ａ ｗａｖｅｌｅｔ⁃ｂａｓｅｄ ｔｉｍｅ⁃ｆｒｅｑｕｅｎｃｙ

ａｎａｌｙｓｉｓ［Ｊ］．Ｇａｉｔ ＆ Ｐｏｓｔｕｒｅ，２０１９， ７０： ２６４⁃２６９．

［２１］　 ＭＡＮＵＥＬ Ｌ Ｍ， ＢＥＬＥＮ Ｃ， ＡＮＴＯＮＩＮ Ｓ， ｅｔ ａｌ． Ｓｈａｌｌｏｗ

ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｗｉｔｈ ｋｅｒｎｅｌ ａｐ ｐｒｏｘｉｍａｔｉｏｎ ｆｏｒ ｐｒｅｄｉｃｔｉｏｎ

ｐｒｏｂｌｅｍｓ ｉｎ ｈｉｇｈｌｙ ｄｅｍａｎｄｉｎｇ ｄａｔａ ｎｅｔｗｏｒｋｓ［ Ｊ］． Ｅｘｐｅｒｔ

Ｓｙｓｔｅｍｓ ｗｉｔｈ Ａｐｐｌｉｃａｔｉｏｎｓ， ２０１９，１２４： １９６⁃２０８．

［２２］　 陶聪，施云，张丽艳．基于卷积神经网络的汉字编码标

记点检测识别 ［ Ｊ］． 仪器仪表学报， ２０１９， ４０ （ ８）：

１９１⁃２００．

ＴＡＯ Ｃ， ＳＨＩ Ｙ， ＺＨＡＮＧ Ｌ Ｙ． Ｄｅｔｅｃｔｉｏｎ ａｎｄ ｒｅｃｏｇｎｉｔｉｏｎ

ｏｆ Ｃｈｉｎｅｓｅ ｃｈａｒａｃｔｅｒ ｃｏｄｉｎｇ ｍａｒｋｅｒ ｐｏｉｎｔｓ ｂａｓｅｄ ｏｎ

ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ［ Ｊ ］． Ｃｈｉｎｅｓｅ Ｊｏｕｒｎａｌ ｏｆ

Ｓｃｉｅｎｔｉｆｉｃ Ｉｎｓｔｒｕｍｅｎｔ， ２０１９，４０（８）： １９１⁃２００．

［２３］　 ＷＡＮＧ Ｘ Ｙ， ＴＡＮＧ Ｍ， ＹＡＮＧ Ｓ， ｅｔ ａｌ． Ａｕｔｏｍａｔｉｃ

ｈｙｐｅｒｎａｓａｌｉｔｙ ｄｅｔｅｃｔｉｏｎ ｉｎ ｃｌｅｆｔ ｐａｌａｔｅ ｓｐｅｅｃｈ ｕｓｉｎｇ

ＣＮＮ［Ｊ］． Ｃｉｒｃｕｉｔｓ， Ｓｙｓｔｅｍｓ， ａｎｄ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ，

２０１９，３８（８）： ３５２１⁃３５４７．

［２４］　 ＡＮＪＵ Ｕ， ＳＯＷＭＹＡ Ｖ， ＳＯＭＡＮ Ｋ Ｐ． Ｄｅｅｐ ａｌｅｘｎｅｔ ｗｉｔｈ

ｒｅｄｕｃｅｄ ｎｕｍｂｅｒ ｏｆ ｔｒａｉｎａｂｌｅ ｐａｒａｍｅｔｅｒｓ ｆｏｒ ｓａｔｅｌｌｉｔｅ ｉｍａｇｅ

ｃｌａｓｓｉｆｉｃａｔｉｏｎ ［ Ｊ ］． Ｐｒｏｃｅｄｉａ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ， ２０１８，

１４３：９３１⁃９３８．

［２５］　 ＡＮ Ｆ Ｐ， ＬＩＵ ＺＨ Ｗ， ＢＡＲＢＡＲＡ Ｐ． Ｍｅｄｉｃａｌ ｉｍａｇｅ
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