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摘 要:针对传统空气质量预测模型收敛速度慢,精度低的问题,提出一种基于变分模态分解(variational
 

mode
 

decomposi-
tion,

 

VMD)和蜣螂优化算法(dung
 

beetle
 

optimizer,
 

DBO)优化长短期记忆网络(long
 

short
 

term
 

memory,
 

LSTM)的预测模

型。首先,针对AQI原始数据具有大量噪声的问题,使用VMD方法对非平稳信号进行模态分解以降低噪声对预测结果的影

响从而获得多个不同特征的模态分量;其次,针对LSTM靠人工经验调参存在一定局限性,利用DBO算法对LSTM模型参数

进行优化;最后,对分解后的各个子序列使用LSTM模型预测,将各个子序列进行叠加得到最后的预测结果。实验结果表明,

VMD对非平稳数据的分解有助于提高预测精度,VMD-DBO-LSTM模型的性能较其他模型均有不同程度的提高,该模型预

测的均方根误差为4.73
 

μg/m
3,平均绝对误差为3.61

 

μg/m
3,拟合度达到了97.8%。
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Abstract:
 

Aiming
 

at
 

the
 

slow
 

convergence
 

speed
 

and
 

low
 

accuracy
 

of
 

traditional
 

air
 

quality
 

prediction
 

models,
 

a
 

predication
 

model
 

based
 

on
 

variational
 

mode
 

decomposition
 

(VMD)
 

and
 

dung
 

beetle
 

optimizer
 

(DBO)
 

was
 

proposed
 

to
 

optimize
 

long
 

short
 

term
 

memory
 

(LSTM).
 

First
 

of
 

all,
 

for
 

the
 

problem
 

that
 

the
 

AQI
 

raw
 

data
 

has
 

a
 

large
 

amount
 

of
 

noise,
 

the
 

VMD
 

method
 

was
 

used
 

to
 

decompose
 

the
 

nonstationary
 

data
 

to
 

reduce
 

the
 

influence
 

of
 

noise
 

on
 

the
 

prediction
 

results,
 

so
 

as
 

to
 

obtain
 

multiple
 

modal
 

components
 

with
 

different
 

features.
 

Secondly,
 

there
 

are
 

some
 

limitations
 

in
 

rely
 

on
 

manual
 

parameter
 

tuning
 

based
 

on
 

human
 

experience
 

for
 

LSTM,
 

the
 

DBO
 

algorithm
 

was
 

used
 

to
 

optimize
 

the
 

LSTM
 

model
 

parameters.
 

Finally,
 

the
 

LSTM
 

model
 

was
 

used
 

to
 

predict
 

each
 

subseries
 

after
 

decomposition,
 

and
 

the
 

subseries
 

are
 

superimposed
 

to
 

obtain
 

the
 

final
 

prediction
 

result.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

decomposition
 

of
 

nonstationary
 

data
 

by
 

VMD
 

can
 

help
 

improve
 

the
 

prediction
 

accuracy,
 

and
 

the
 

performance
 

of
 

VMD-DBO-LSTM
 

model
 

is
 

improved
 

to
 

varying
 

degrees
 

compared
 

with
 

other
 

models,
 

the
 

root
 

mean
 

square
 

error
 

of
 

this
 

model
 

prediction
 

is
 

4.73
 

μg/m
3,

 

the
 

average
 

absolute
 

error
 

is
 

3.61
 

μg/m
3,

 

the
 

goodness
 

of
 

fit
 

reach
 

97.8%.
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0 引 言

  随着经济、城市化、工业化发展,各种大气污染问题开

始出现,空气质量问题一直受全球各国的关注,空气质量

指数(AQI)是公众了解未来空气质量状况最直接的途

径[1]。空气质量的下降会对经济,生态平衡,人类健康产

生负面影响,因此,对 AQI浓度的精准预测具有重要

意义。
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大气污染物的预测模型大致可分为物理模型、统计模

型和深度学习模型。物理模型是基于已知的物理原理和

观测数据,通过建立方程来预测系统的行为或响应。统计

模型包括自回归模型[2](autoregressive
 

model,
 

AR)、自回

归综合移动模型[3](autoregressive
 

integrated
 

moving
 

av-
erage,

 

ARIMA)、多元线性回归模型[4](multiple
 

linear
 

re-
gression,

 

MLR)和灰色模型[5](grey
 

model,
 

GM)。上述

模型原理简单,预测速度快,但不适应于对像大气污染物

这种随机不确定性和非平稳的信号进行预测。近年来,随
着技术发展,深度学习模型被许多学者广泛应用到空气质

量的时间序列预测中。其中,Gennaro等[6]使用人工神经

网络预测西班牙东北部两个不同环境中的PM10 浓度,并
取得了令人满意的效果。Himawan等[7]使用循环神经网

络(recurrent
 

neural
 

network,
 

RNN),利用PM10 浓度、湿
度和温度来预测年度和季节性室内空气质量,实验证明,
多级RNN模型在空气质量预测领域表现出了优异的结

果。更进一步的,作为RNN的改进,长短期记忆网络模型

((long
 

short-term
 

memory,
 

LSTM)克服循环神经网络梯

度消失的问题,捕获具有周期性时间序列的不同特征[8],
在序列数据的建模和预测中更常见。Yan等[9]考虑空气

质量的时空分布特征,在整体预测中,LSTM 相比BP神

经网络(backpropagation
 

neural
 

network,
 

BPNN)、卷积神

经网 络(convolutional
 

neural
 

network,
 

CNN)和 CNN-
LSTM模型,是多小时预测中的最优模型。

LSTM模型的参数对模型的性能和训练效果有着至

关重要的影响,而靠人工经验调参存在一定局限性,所以

长期以来,优化问题一直是研究的焦点。很多仿生优化算

法在空气质量预测领域取得了显著的成功,如根据鸟群和

鱼群觅食行为提出的粒子群算法(particle
 

swarm
 

optimi-
zation,PSO)[10]、根据鲸鱼捕食行为提出的鲸鱼搜索算法

(whale
 

optimizat-ion
 

algorithm,WOA)[11]和根据非洲秃

鹫觅食行为提出的非洲秃鹫优化算法(african
 

vulture
 

op-
timization

 

algorithm,
 

AVOA)等[12]为预测参数优化提供

了新的途径。但是上述算法随着迭代次数增加均存在一

些不 足,例 如 PSO 算 法 收 敛 速 度 较 慢,WOA 算 法 和

AVOA算法会不同程度的陷入局部最优,相比较,蜣螂优

化算法(dung
 

beetle
 

optimizer,DBO)在全局搜索能力,收
敛速度、稳定性等方面更具有竞争力,能够有效搜索模型

的最优超参数。Wu[13]等使用蜣螂算法优化SVR模型的

参数,建立变分模态分解(variational
 

mode
 

decomposi-
tion,

 

VMD)-DBO-SVR组合模型预测锂离子电池健康

状态。类似地,本文尝试将该算法部署到空气质量的时间

序列预测中。
虽然深度学习有望提高空气质量的预测精度,但当遇

到更复杂的问题时,单个网络的准确性会受到限制,于是

越来越多的混合模型被用来提高预测精度。黄婕等[14]将

记忆能力较强的RNN和特征表达能力较强的CNN结合

起来建立 RNN-CNN 集成深度学习预测模型,经证明,
RNN-CNN模型在PM2.5 时间序列预测上的表现明显优

于集成之前的RNN和CNN。Zeng等[15]通过带有自适应

噪声的互补集成经验模态分解(complete
 

ensemble
 

empir-
ical

 

mode
 

decomposition
 

with
 

adaptive
 

noise
 

analysis,
CEEMDAN)对PM2.5 数据进行分解,Huang等[16]采用经

验模态分解(empirical
 

mode
 

decomposition,EMD)处理空

气质量数据。虽然EMD和CEEMDAN算法充分发挥了

优势,提高了预测精度,但在面对噪声水平很高时仍可能

出现问题。VMD相比EMD和CEEMDAN在信号分解

方面有一定优势,特别是在稳定性、参数选择和处理噪声

信号方面。
针对上述问题,本文旨在建立 VMD和DBO算法优

化LSTM参数的混合模型在无锡市空气质量预测中的应

用。首先使用VMD方法对AQI数据进行分解,其次利用

DBO算法优化LSTM模型权重和阈值,最后将各个子序

列的预测值叠加得到最终预测值。

1 基本原理

1.1 VMD
  VMD模型是 Dragomiretskiy等[17]于2014年提出,
是一种非递归变分模式的信号分解方法。假设原始输入

信号为f(t),传统VMD模型的约束变分模型为:

min
{uk},{ωk}

∑
k

k=1‖∂t δ(t)+jπt  ·uk(t)􀭠
􀭡

􀪁􀪁 􀭤
􀭥

􀪁􀪁

e
-jωkt‖

2

2  (1)
s.t. ∑uk =f(t) (2)

式中:{uk}={u1,u2,u3,…,uk}表示分解后的模态分量;
{ωk}={ω1,ω2,ω3,…,ωk}表示模态中心频率;δ(t)表示狄

拉克分布。约束条件表明,所有模态分量之和应为原始信

号。为了求解上述方程的约束最优化问题,在拉格朗日展

开表达式中利用二次惩罚因子α和拉格朗日乘数算子

λ(t),引入增广函数,得到如下:

L({uk},{ωk},λ)=∂∑
k ‖∂t δ(t)+jπt  ·uk(t) ·

e
-jωkt‖

2

2
+‖f(t)-∑k uk(t)‖

2

2
+<λ(t),f(t)-∑

k
uk(t)>
(3)

式(3)的解在频域中进行,步骤如下。

1)初始化 û1
k  、ω̂1

k  、λ̂1=0。

2)对所有的ω≥0,更新ûk:

ûn+1
k (ω)←

f̂(ω)-∑i<kû
n+1
i (ω)-∑i>kû

n
i(ω)+

λ̂n(ω)
2

1+2α(ω-ωn
k)2

(4)
3)更新ωk:

ωn+1
k ←
∫

∞

0
ω ûn+1

k (ω)2dω

∫
∞

0
ûn+1

k (ω)2dω
(5)
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4)对所有的ω≥0,进行双重提升,更新λk:

λ̂n+1(ω)←λ̂(ω)+τ(f̂(ω)-∑
k
ûn+1

k (ω)) (6)

其中,τ表示噪声容限,当信号含有强噪声时,可设定

τ=0达到更好的去噪效果。

5)重复步骤2)~4),直到满足迭代约束条件,则迭代

结束。

∑
k

‖ûn+1
k -ûn

k‖2
2

‖ûn
k‖2

2

<ε (7)

式中:n表示整个过程的迭代次数;un
k、ωn

k、λn 分别表示模

态分量的序列,中心频率和热乘数。

1.2 DBO算法

  DBO算法是Shen团队[18]最近提出的一种新的基于

群体智能优化算法,主要是受到蜣螂的滚球、跳舞、觅食、
偷窃和繁殖行为的启发。根据所开发的DBO算法,蜣螂

群由滚球蜣螂、孵球蜣螂、小蜣螂和偷窃蜣螂组成。
为了模拟滚球行为,蜣螂需要在整个搜索空间中沿着

给定的方向移动,假设光源的强度也会影响蜣螂的路径。
在滚动过程中,滚球蜣螂的位置被更新:

xi(t+1)=xi(t)+α×k×xi(t-1)+b×Δx
Δx=|xi(t)-Xw| 

(8)
式中:t表示当前迭代次数;xi(t)表示第i只蜣螂在第t
次迭代时的位置信息;k∈(0,0.2];b表示(0,1)的常数;α
是赋值为-1或1的自然系数;Xw 表示全局最差位置;

Δx 模拟光强的变化,值越高,表示光源越弱。
当蜣螂遇到障碍物需要通过跳舞来重新定位,为了模

拟舞蹈行为使用正切函数获得新的滚动方向。将滚球蜣

螂的位置更新定义如下:

xi(t+1)=xi(t)+tanθ|xi(t)-xi(t-1)| (9)
式中:|xi(t)-xi(t-1)|是第i只蜣螂在第t次迭代与

第t-1次迭代时的位置之差;θ表示倾斜角度,当θ为0、

π/2、π时,位置不更新。
选择合适的产卵地点对蜣螂来说至关重要,于是提出

了一种边界选择策略来模拟雌性蜣螂产卵的区域,产卵区

域的动态更新可以促进对局部地区的开发,定义如下:

Lb* =max(X* ×(1-R),Lb)

Ub* +min(X* ×(1+R),Ub) (10)

式中:X*表示当前局部最优位置;Lb*和Ub*分别表示产

卵区域的下界和上界;R=1-t/Tmax,Tmax 表示最大迭代

次数;Lb和Ub分别表示优化问题的下界和上界。
确定产卵区域后,雌性蜣螂就会选择此区域的卵球产

卵,由式(10)可看出,产卵区的边界范围是动态变化的。
因此,孵球蜣螂的位置在迭代过程中也是动态的,定义

如下:

Bi(t+1)=X* +b1×(Bi(t)-Lb*)+
b2×(Bi(t)-Ub*) (11)

式中:Bi(t)表示第i个孵球蜣螂在第t次迭代时的位置信

息;b1 和b2 表示大小为1×D 的两个独立随机向量,D 表

示优化问题的维数。
长大的蜣螂会从地下钻出来寻找食物,被称为小蜣

螂,因此还需建立最佳觅食区域来指导蜣螂觅食,最优觅

食区域边界定义如下:

Lbb =max(Xb ×(1-R),Lb)

Ubb =min(Xb ×(1+R),Ub) (12)

式中:Xb 表示全局最佳位置;Lbb 和Ubb 分别表示最优觅

食区域的下界和上界;其他参数定义如式(10)。小蜣螂的

位置更新如下:

xi(t+1)=xi(t)+C1×(xi(t)-Lbb)+
C2×(xi(t)-Ubb) (13)
式中:Xi(t)表示第i只小蜣螂在第t次迭代时的位置信

息;C1 表示服从正态分布的随机数;C2 表示属于(0,1)的
随机向量。

一些蜣螂会从其他蜣螂身上偷粪球是自然界很常见

的现象,它们被称为偷窃蜣螂,其偷窃行为保证了算法能

够跳出局部最优解。在迭代过程中,小偷的位置信息更新

如下:

xi(t+1)=Xb +S×g×(|xi(t)-X*|+
|xi(t)-Xb|) (14)
式中:xi(t)表示第i个小偷在第t次迭代时的位置信息;

g 是服从正态分布,大小为1×D 的随机向量;S 表示

常数。

DBO算法步骤大致可以概括为:初始化蜣螂群和

DBO算法参数、根据目标函数计算适应度值fb、更新滚球

蜣螂、孵球蜣螂、小蜣螂和偷窃蜣螂的位置、判断各个蜣螂

是否在边界外、更新当前最优解及其适应度值、重复上述

步骤,直到t满足终止条件,输出全局最优解Xb 及其适应

度值fb。

1.3 LSTM 网络

  LSTM 是 一 种 用 于 处 理 序 列 数 据 的 RNN 的 变

体,有效缓解了 RNN无法避免的梯度爆炸问题,能更

好预测时间序列。LSTM 存储单元的体系结构如图1
所示。

图1 LSTM结构
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LSTM在状态路径上利用遗忘门、输入门和输出门调

节细胞状态。遗忘门决定丢弃哪些信息,方向为将前一个

单元的输出ht-1 和输入向量xt 输入遗忘门,通过sig-
moid激活函数计算遗忘门的输出值ft;输入门负责决定

哪些新信息必须传递到单元状态,方向为将ht-1 和xt 输

入输入门,分别通过sigmoid函数和tanh激活函数得到输

入门神经网络层的输出向量it 和更新记忆细胞信息的向

量C
~

t;输出门决定当前时间的输出信息,方向为将当前时

间步的隐藏状态和输入数据作为输入,利用sigmoid函数

计算输出门的输出Ot,最后将输出门的向量与当前时间

步的隐藏状态相乘,得到LSTM的输出。

2 基于VMD-DBO-LSTM 预测模型

2.1 数据来源和处理

  本文以江苏省无锡市的空气质量作为研究对象,无锡

市是一座工业城市,拥有众多的重工业,重工业不仅对当

地经济发展产生不容小觑的作用还会对空气质量产生一

定的影响,所以对现代化工业企业在环境保护方面有更高

的标准和要求。综上,对无锡市空气质量的研究具有重要

意义。
本文选取无锡市3

 

460组空气质量数据,其中80%的

数据用于训练,20%的数据用于测试,这些数据包括2014
年~2023年6月22日的AQI浓度,原始AQI浓度序列如

图2所示,其来自中国空气质量在线监测分析平台(www.
aqistudy.cn/historydata/)。由于原始数据存在特征差距较

大现象,训练时间过长,为了提高模型的训练速度,通过归

一化操作将数据映射到(0,1]。归一化公式如下:

xi =
x-xmin

xmax-xmin

(15)

式中:x 表示原始数据;xmax 和xmin 分别表示最大数据和

最小数据;xi 是归一化后的数值。

图2 原始AQI浓度序列

  本文需要提前确定 VMD参数 K,预实验表明 K 取

值过大会导致过分解,反之,则会欠分解。通过观察不同

K 值下是否具有相似的中心频率,即当最后一层IMF分

量的中心频率保持相对稳定时,参数 K 就被确定下来。
对应的中心频率如表1所示,多次调试最终确定最佳模态

K=6时的分解效果最好。使用VMD方法对原始数据进

行分解,结果如图3所示。

图3 利用VMD分解后的AQI浓度序列

表1 不同K 值下IMF分量对应的中心频率

K IMF1 IMF2 IMF3 IMF4 IMF5 IMF6 IMF7 IMF8
4 0.000

 

1 0.091
 

9 0.188
 

8 0.296
 

8
5 0.000

 

1 0.087
 

4 0.170
 

9 0.277
 

7 0.416
 

8
6 0.000

 

1 0.063
 

2 0.130
 

2 0.196
 

4 0.282
 

7 0.418
 

6
7 0.000

 

1 0.045
 

7 0.104
 

5 0.171
 

1 0.238
 

8 0.299
 

0 0.418
 

6
8 0.000

 

1 0.044
 

6 0.102
 

2 0.167
 

2 0.223
 

9 0.280
 

1 0.335
 

0 0.419
 

5

  由图3可知,VMD方法抑制了EMD方法存在模态

混叠的现象,降低了复杂度高和非线性强的时间非平稳

性,分解得到了6个清晰且相对平稳的子序列。VMD方

法分解后的重构如图4所示,可以看出,原始信号序列大

于重构信号序列之和,这是因为VMD分解可以达到去除

噪声的效果。

2.2 评估指标

  为了评估VMD-DBO-LSTM网络模型的预测性能,

本文采用均方根误差(root
 

mean
 

square
 

error,
 

RMSE)、
平均绝对误差(mean

 

absolute
 

error,
 

MAE)和拟合度R2

对算法模型进行评价,公式如下:

RMSE =
∑

n

i=1

(yi-ŷl)2

n
(16)

MAE =
∑

n

i=1
|yi-ŷl|

n
(17)
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图4 AQI重构浓度序列

R2=1-
∑

n

i=1

(yi-ŷl)2

∑
n

i=1

(yi-ŷl)2
(18)

式中:yi 和ŷl 分别是测试集的真实值和算法模型的预测

值;n为测试总次数;y-l 表示测试集的真实值的平均值。
其中RMSE和 MAE的值越小,模型预测效果越好,R2 的

值越接近1,预测模型的拟合效果越好。

图5 VMD-DBO-LSTM模型流程

2.3 预测模型叙述

  本文基于VMD-DBO-LSTM 预测模型的流程如图5
所示。

1)使用中心频率法,计算不同 K 值下的中心频率来

确定各模态分量。

2)利用VMD算法将原始数据分解为多组模态分量

IMF,以抑制和去除测试集数据的噪声,分解非平稳数据

从而提高预测精度。

3)将AQI数据分为两部分,一部分为训练样本,占比

为80%,另一部分为测试样本,占比为20%。

4)待数据归一化处理后将训练集数据输入到DBO-
LSTM模型中,对AQI时间序列进行时间特征挖掘。

5)将重构后的AQI测试集输入到优化的LSTM模型

中来,并将各个子序列的预测结果进行叠加求和得到最终

的AQI的预测结果。

3 实验结果与讨论

3.1 DBO算法性能分析

  为了验证DBO技术的搜索性能,本文使用6种测试

函数对PSO算法、WOA算法、SSA算法、GWO算法进行

了比较,测试函数如表2所示。为了公平比较不同优化方

法的综合搜索能力,实验应在相同的环境中进行,因此设

置测试函数种群数量为30,最大迭代次数为500,所有测

试函数独立运行30次进行寻优,单峰函数和多峰函数维

度设为30,固定维多峰函数维度设为2,各算法参数设置
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如表3所示。以下测试函数仿真实验均采用 MATLAB
 

R2019b作为仿真软件,操作系统为 Microsoft
 

Win11(64
位),处理器为Intel(R)

 

Core(TM)
 

i5-10210U
 

CPU@
1.60

 

GHz
 

2.11
 

GHz,内存为16
 

G。

表2 测试函数

函数名 测试函数 n 测试范围

Sphere F1(x)=∑
n

i=1
x2

i 30 [-100,100]

Schwefel's
 

1.2 F3(x)=∑
n

i=1
∑
j

j-1
xj  2

30 [-100,100]

Ackley F10(x)= -20exp-0.2
1
n∑

n

i=1
x2

i  -exp
1
n∑

n

i=1
cos(2πxi)  +20+e 30 [-32,32]

Generalized
 

penalized
 

Function1

F12(x)=
π
n 10sin(πy1)+∑

n-1

i=1

(yi -1)2[1+10sin2(πyi+1)]+(yn -1)2 +

∑
n

i=1
u(xi,10,100,4)yi =1+

xi +1
4 u(xi,a,k,m)=

k(xi -a)mxi >a
0-a<xi <a

k(-xi -a)mxi <-a

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

30 [-50,50]

Six-hump
 

camel
 

back
F16(x)=4x2

1-2.1x4
1+

1
3x6

1+x1x2-4x2
2+4x4

2 2 [-5,5]

Goldstein-
Price

 

function
F18(x)= [1+(x1+x2+1)2(19-14x1+3x2

1-14x2+6x1x2+3x2
2)]×

[30+(2x1-3x2)2×(18-32x1+12x2
1+48x2-36x1x2+27x2

2)]
2 [-2,2]

表3 算法参数设置

算法模型 参数设置

SSA V0=0
PSO C1=C2=2,W=(0.9,0.1)

WOA a=(0,2)

GWO amin=0,amax=2
DBO k=λ=0.1,b=0.3,s=0.5

测试函数的三维模型及收敛曲线如图6所示,表4是

各种算法对基本函数的测试结果,为了评估算法稳定性,
引入函数均值(the

 

mean
 

value,
 

Mean)和标准差(standard
 

deviation,Std),公式如式(19)、(20)。由图6可看出,对于

单峰函数而言,DBO算法在迭代前期收敛速度更快且在

后期尽可能收敛到全局最优位置,其他算法收敛速度远不

及于DBO算法。对于多峰函数而言,DBO算法收敛速度

仍然最快,且能够避免陷入局部最优,而其他算法均会不

同程度陷入局部最优值。对于固定维数的多模态函数而

言,各算法的搜索能力相似,综上DBO算法得到的优化结

果具有竞争性。由表4可看出,DBO在绝大多数情形下

适应度均值及标准差都更小,即有明显的优越性。总之,

DBO相比其他算法表现的更稳定,收敛速度更快,也不容

易陷入局部最优陷阱。

Mean=
1
P∑

p

i=1
fi (19)

Std =
1

p-1∑
p

i=1

(fi-Mean)2 (20)

式中:P 表示优化实验次数;fi 表示每次独立运行的最优值。

3.2 预测模型性能对比分析

  为了验证引入 VMD算法的优越性,本文将 EMD-
LSTM、CEEMDAN-LSTM、VMD-LSTM 和 VMD-DBO-
LSTM

 

4个预测模型结果进行对比,得到的预测结果曲线

如图7所示,不同模型得出的的空气质量预测值与真实值

之间的误差评价如表5所示。从图7可以看出,VMD-
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图6 函数三维模型及收敛曲线

DBO-LSTM模型的预测值与原始的真实数据拟合程度最

高,从表5可知,基于VMD-DBO-LSTM模型的均方根误

差为4.73
 

μg/m
3,平均绝对误差为3.61

 

μg/m
3,拟合度达

到了97.8%。对比拟合度可得,VMD-DBO-LSTM 模型

与EMD-LSTM 相比,预测精度提高了35%;与CEEM-
DAN-LSTM相比,预测测精度提高了29.7%;与 VMD-
LSTM相比,预测精度提高了5.1%。结果证明 VMD方

法去噪效果显著,提高了DBO-LSTM模型的预测精度。

图7 各预测模型结果对比

为了全面评估 VMD-DBO-LSTM 模型的预测性能,
本文 将 单 一 模 型 LSTM、混 合 模 型 CEEMDAN-CNN-
LSTM、VMD-AVOA-LSTM 和 VMD-DBO-LSTM 模型

进行对比,得到的预测结果曲线和相对误差分别如图8
和9所示,各预测模型的评估指标如表6所示。由图8
和9可知,单一模型 LSTM 预测精度最差,VMD-DBO-
LSTM模型误差最小,预测得到的曲线波动幅度与真实值

最接近。由表6可知,VMD-DBO-LSTM 模型的均方根

误差、平均绝对误差与单一模 型 LSTM 相 比,降 低 了

21.67、16.79
 

μg/m
3,拟合度提高了65.3%;同样对比模

型 CEEMDAN-CNN-LSTM 和 VMD-AVOA-LSTM,本
文所提模型的均方根误差和平均绝对误差最低,拟合度最

    
表4 各种算法对基本函数的测试结果

算法
F1(x) F3(x) F10(x) F12(x) F16(x) F18(x)

Mean Std Mean Std Mean Std Mean Std Mean Std Mean Std

SSA
6.85×

10-7
5.65×

10-7
1.39×

103
2.01×

102
2.579

8.04×

10-1
7.696 1.992 -1.036

5.00×

10-3
3.00

2.51×

10-13

PSO
3.60×

10-3
3.01×

10-5
1.63×

103
3.75×

101
5.09×

10-2
2.15×

10-4
1.032

3.90×

10-2
-1.036

2.82×

10-4
3.00

2.57×

10-15

WOA
1.94×

10-82
2.26×

10-68
4.22×

103
1.67×

104
7.99×

10-15
3.01×

10-15
5.00×

10-3
1.80×

10-2
-1.036

2.00×

10-3
3.00

3.55×

10-4

GWO
2.32×

10-28
4.55×

10-27
8.39×

10-6
2.82×

10-5
1.04×

10-13
1.50×

10-14
6.00×

10-2
2.90×

10-2
-1.036

8.31×

10-3
3.00

3.44×

10-5

DBO
2.33×

10-116
9.7×

10-104
1.42×

10-84
8.88×

10-79
8.68×

10-16
0.00

5.47×

10-6
 

3.55×

10-6
-1.036

4.02×

10-4
3.00

5.00×

10-15
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表5 模型评价指标

算法模型
RMSE

/(μg·m
-3)

MAE
/(μg·m

-3) R2/%

EMD-LSTM 19.60 14.64 62.8

CEEMDAN-LSTM 18.17 13.24 68.1

VMD-LSTM 8.66 6.37 92.7

VMD-DBO-LSTM 4.73 3.61 97.8

图8 各预测模型结果对比

图9 各预测模型相对误差对比

表6 本文模型与单一模型、混合模型对比结果

算法模型
RMSE

/(μg·m
-3)

MAE
/(μg·m

-3)R2/%

LSTM 26.4 20.4 32.5

CEEMDAN-CNN-LSTM 17.52 12.71 70.3

VMD-AVOA-LSTM 7.50 5.54 94.6

VMD-DBO-LSTM 4.73 3.61 97.8

高,预测精度大大提升。以上实验证明了本文所提VMD-
DBO-LSTM组合预测模型的优越性和适用性。

4 结 论

  本文以无锡市空气质量数据为基础,提出了一种基于

VMD-DBO-LSTM的空气质量预测模型,采用VMD方法

将原始数据分解成多个IMF分量,将各个子序列分放入

到DBO算法优化LSTM 的模型中预测,建立各分量的

LSTM子模型,对子模型预测的结果进行叠加得到最终预

测结果。通过实验与分析,得到如下结论。1)变分模态分

解能将非平稳信号分解成多个不同频率尺度且相对平稳

清晰的子序列,以此降低序列的复杂度和非线性,同时达

到克服模态混叠现象的效果。2)DBO算法在收敛速度、
预测精度及稳定性方面与先进的优化方法相比有更好的

效果,引 入 DBO 算 法 优 化 LSTM 模 型 参 数 使 VMD-
DBO-LSTM模型预测精度大幅度提升。3)本文所提模型

可对AQI浓度进行有效预测,是一个可应用的模型,有助

于治理空气污染问题,为无锡市大气污染治理和相关政策

制定提供依据支撑。
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