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摘 要:多源域自适应是迁移学习中的一个重要分支,类别偏移是多源域自适应领域的热点难题之一,其本质是源域

和目标域类别分布不匹配的问题。针对此问题,提出了一种基于类别感知与重加权的多源域自适应算法,该算法通过

类别感知策略增强相似类别间的正向迁移;同时,引入重加权矩匹配策略,减少不同层面的分布差异;此外,利用伪标

签构建自适应权重,有效降低类别偏移的影响。在Digits-five和 Office-Caltech10两个数据集上的任务分类准确率分

别达到了94.11%和97.18%,实验结果表明,所提算法相比于当前典型的多源域自适应算法在类别偏移场景下的准

确性方面有显著提升。
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Abstract:Multi-source
 

domain
 

adaptation
 

is
 

an
 

important
 

branch
 

of
 

transfer
 

learning.
 

Category
 

shift,
 

a
 

prominent
 

challenge
 

in
 

this
 

field,
 

stems
 

from
 

the
 

mismatch
 

between
 

category
 

distributions
 

in
 

the
 

source
 

and
 

target
 

domains.
 

To
 

address
 

this
 

problem,
 

a
 

category-aware
 

and
 

reweighting-based
 

multi-source
 

domain
 

adaptation
 

algorithm
 

is
 

proposed.
 

The
 

algorithm
 

enhances
 

positive
 

transfer
 

between
 

similar
 

categories
 

through
 

a
 

category-aware
 

strategy
 

and
 

introduces
 

a
 

reweighting
 

moment
 

matching
 

strategy
 

to
 

reduce
 

distribution
 

differences
 

at
 

various
 

levels.
 

Additionally,
 

adaptive
 

weights
 

are
 

constructed
 

using
 

pseudo-labels
 

to
 

effectively
 

mitigate
 

the
 

impact
 

of
 

category
 

shift.
 

Experimental
 

results
 

on
 

the
 

Digits-Five
 

and
 

Office-Caltech10
 

datasets
 

show
 

that
 

the
 

proposed
 

algorithm
 

achieves
 

classification
 

accuracies
 

of
 

94.11%
 

and
 

97.18%,
 

respectively.
 

These
 

results
 

indicate
 

that
 

the
 

proposed
 

algorithm
 

significantly
 

improves
 

accuracy
 

in
 

scenarios
 

with
 

category
 

shift
 

compared
 

to
 

current
 

typical
 

multi-source
 

domain
 

adaptation
 

algorithms.
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0 引  言

  迁移学习作为解决不同领域间知识迁移问题的重要技

术,近年来受到了广泛关注。特别是在多源域环境下,由于

不同源域之间存在显著的类别不一致性,类别偏移问题变

得尤为突出。类别偏移指的是源域与目标域在类别分布上

的不匹配,这一问题限制了传统单源域自适应方法[1-6]在准

确性方面的效果。因此,国内外学界开展了丰富的研究,通
过多源域自适应技术[7-9]以更好地解决类别偏移问题,确保

知识的有效迁移。
在传统域自适应方面,域自适应的核心是减小源域和

目标域的分布差异,源域和目标域之间存在分布差异也归
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因于分布不同的域之间存在的域偏移现象[10],研究域自适

应的重点在于充分挖掘并利用源域和目标域之间共同的域

不变特性,使从源域中提取到的特征信息发挥更大作用,进
而消除或减少域偏移的影响,并从已标记的源域学习到一

个能很好地推广到不同但相关的目标域模型,从而实现对

目标样本的准确预测[11]。早期的研究大多属于单源域自

适应,主要分为3类方法:基于分歧的方法:Long等[12]提出

了一种联合适应网络的深度迁移学习方法,侧重于通过对

齐特定领域的数据分布和分类器,从而解决在迁移学习中

常见的误分类问题。Wang等[13]提出了一种基于流形嵌入

分布对齐的视觉领域适应方法,通过在流形上嵌入源和目

标域的分布,从而对齐两个领域,以减少在视觉任务中的错

误分类。Sun等[14]通过简化的适应策略,有效地对齐了源

域和目标域的分布。Zhang等[15]提出了一种再生核希尔伯

特空间中对齐无限维协方差矩阵的领域适应方法,通过在

核空间中嵌入源和目标域的分布,实现两个领域的对齐。
对抗学习方法:Hoffman等[16]采用极大极小博弈在特征提

取器和判别器之间实现源域和目标域的对齐,但这种方法

通常专注于数据分布的对齐而忽略了目标域的判别性学

习。基于一致性的方法:Kumar等[17]通过将决策边界定位

在低密度区域来学习更稳定且具有区分力的特征,并单独

对齐各个特征空间中的源域与目标域分布。上述研究主要

应用于存在一个源域的场景下,减少域偏移从而实现域自

适应。相对而言,针对域自适应中存在多个源域时,这种单

一性使得在处理复杂的目标域任务时表现不佳,导致在源

域样本来源的多样性和数量上存在不足。
在多源域自适应方面,多源域自适应有效地整合了多

种源域,缓解了单源域自适应中源域样本来源的单一性和

多样性不足的问题。然而,这也带来了更多的挑战,主要包

括大量的域偏移和不同源域对目标域任务的不同贡献。针

对大量域偏移的问题,Zhao等[18]通过对抗学习在多个域间

学习不变性和区分性特征表示。文献[8]则使用矩匹配来

对齐源域与目标域之间的数据分布。然而,这些方法往往

平等对待所有源域,忽略了它们对目标任务的不同贡献。
针对不同源域对目标域任务具有不同贡献的问题,文献[7]
通过计算域相关性来最小化对抗学习中的域偏移,而Zhu
等[19]提出多特征空间自适应网络来对齐特定领域的分布

和分类器,以减少错误分类。Zhang等[20]提出了多源选择

转移方法,通过不同的选择策略,如最近邻样本选择和加权

选择,来选取与目标域更为相似的源域。综上所述,上述方

法在解决多源域自适应中减少域偏移以及不同源域对于目

标任务贡献存在差异方面取得了一定进展,但大多数研究

仍基于源域与目标域之间完全共享类别的假设进行,而针

对存在类别偏移的多源域自适应的研究仍存在不足。这种

类别偏移导致源域与目标域标记空间不匹配和边缘分布差

异,从而影响整体的域自适应性能。因此,有必要进一步研

究多源域自适应方法,以更有效地解决类别偏移问题,提升

域自适应性能。
针对类别偏移的问题,Zuo等[21]提出了一种基于注意

力的多源域自适应算法,通过考虑域间的相关性,对相似度

较高的源域进行加权。以约束特征提取器能够生成对齐和

区分性的视觉表示。但该方法仅从域级别层面来消除类别

偏移带来的负迁移。Wang等[22]提出了类感知的样本重加

权方法,结合最优传输理论,能够更好地处理多源域的异质

性,减少源域与目标域之间的分布差异,实现多源和目标之

间的样本级细粒度对齐。但最优传输计算通常是计算量较

大的操作,特别是在多源域和高维数据情况下,计算开销较

大。邱春红等[23]提出了一种基于同伴辅助学习分类器的

部分域自适应方法,使得源共享域和目标域的特征分布在

特征空间中是一致的,减轻了负迁移。
在上述研究的基础上,本文提出了一种基于类别感知

与重 加 权 的 多 源 域 自 适 应 算 法 (category-aware
 

and
 

reweighting-based
 

multi-source
 

domain
 

adaptation
 

algorithm,AWMD-MSDA)。该算法旨在通过识别与目标

域相关的源域类别并强化该类别的迁移,同时减少不相关

类别的干扰。此外,通过一阶和二阶矩匹配策略对源域和

目标域进行有效对齐,并采用自适应权重策略来优化各源

域对目标域的贡献,从而提高分类的精度和适应性。该综

合策略确保了算法在多源域自适应的环境下更精确地处理

类别偏移问题,提高了目标域的适应性和分类性能。
总而言之,本文的学术贡献主要如下:

1)提出了一种类别感知策略,选择性地加强与目标域

相关的类别迁移,有效应对类别偏移;

2)提出了一种重加权矩阵匹配方法,对源域和目标域

的一阶和二阶统计矩进行对齐,显著减少了分布差异;

3)提出了一种自适应权重机制,根据各源域的相关性

动态调整其影响,优化整体适应性。

1 问题定义和理论分析

1.1 问题定义

  多源域自适应中,一个重要的挑战是类别偏移问题,其
中目标域与各源域只共享部分类别,而每个源域拥有其特

有的类别,这种设置更贴近实际应用场景。该问题的表示

形式如图1所示,其中左侧展示了3个源域的样本分布,右
侧显示了目标域的样本分布。不同的形状代表不同类别的

样本,其中源域1的特有类别用“正方形”表示;源域2的特

有类别用“十字星”表示;源域3的特有类别用“五角星”表
示。共享类别如“棱形”、“三角形”、“桃心”和“圆形”分别表

示源域间的共享类别。颜色的变化则表示来自不同源域的

样本,目标域的类别是所有源域类别的一个子集。
在数据表示和采样中,假设多源域自适应由N 个源域

DS ={D1,D2,…DN}和目标域DT 组成,数据分布分别是

{Psi =(x,y)}Ni=1 和Pt =(x,y)。 多源域自适应从N 个

源分布中对训练数据 {(Xsi,Ysi)}Ni=1 进行采样,其中Xsi =

·18·
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图1 多源域自适应中的类别偏移问题示意图

Fig.1 Illustration
 

of
 

the
 

class
 

shift
 

problem
 

in
 

multi-source
 

domain
 

adaptation

{xj
si}

Nsi
j=1表示第i个源域的图像,Ysi={yj

si}
Nsi
j=1表示对应的

标签。相应地,从目标分布中对未标记的目标数据 Xt =

{xj
t}

Nt
j=1 进行采样,其标记为Yt。 目标域类别是所有源域

类别并集的一个子集。与单源域自适应类似,Yt 在训练中

不可用,仅用于评估。因此,多源域自适应皆在识别给定训

练数据 {(Xsi,Ysi)}Ni=1 的Xt 中包含的图像。

1.2 理论分析

  为了有效解决多源域自适应中的类别偏移问题,本文

提出了基于类别感知与重加权策略的多源域自适应算法

(AWMD-MSDA)。以下将从类别感知策略和重加权矩匹

配策略两个方面进行详细的理论分析。
类别感知策略的核心思想是在多源域自适应过程中,

识别并选择性地增强与目标域相关的类别,同时减少不相

关类别的干扰。其理论依据主要基于以下几点:首先,类别

偏移问题的本质是源域和目标域之间的类别分布不一致,
具体表现为某些源域类别在目标域中并不存在,或者某些

目标域类别在源域中没有对应的样本。传统的多源域自适

应方法通常假设源域和目标域共享相同的类别空间,这在

实际应用中并不总是成立。因此,需要一种能够区分相关

和不相关类别的策略,以避免不相关类别对迁移过程的干

扰。其次,与目标域相关的类别在迁移过程中具有更高的

价值,因为这些类别的特征对目标任务的贡献更大。通过

识别这些类别并增加其权重,可以确保这些重要特征在迁

移过程中得到充分利用,从而提高分类的精度和适应性。
最后,不相关类别的存在会对迁移过程产生干扰,降低模型

的整体性能。通过识别并减少这些不相关类别的影响,可
以减少噪声对模型训练的干扰,从而提高模型的稳定性和

泛化能力。
重加权矩匹配策略的核心思想是通过一阶和二阶统计

矩的重加权处理,对源域和目标域进行更为精确的对齐。
其理论依据主要包括以下几点:首先,源域和目标域之间的

分布差异是导致迁移学习性能下降的主要原因之一。为了

实现有效的迁移,必须尽可能减小这种分布差异。传统的

分布对齐方法通常仅考虑一阶统计矩的对齐,而忽略了更

高阶统计矩的差异,这可能导致对齐效果不佳。其次,高阶

统计矩包含了更多关于数据分布的结构信息,这对于实现

更加精确的分布对齐至关重要。因此,通过同时对齐一阶

和二阶统计矩,可以更全面地减少源域和目标域之间的分

布差异。最后,在多源域自适应中,不同源域对目标域的贡

献可能不同。如果简单地对所有源域进行平均处理,可能

无法充分利用每个源域的特定信息。通过引入重加权处

理,可以根据源域与目标域的相关性,动态调整各源域在分

布对齐过程中的权重,从而优化整体的适应性。基于上述

理论依据,重加权矩匹配策略通过计算源域和目标域在特

征空间中的一阶和二阶矩,并对其进行重加权处理,以减少

分布差异,从而提高模型的分类精度和适应性。

2 基于类别感知与重加权的多源域自适应算法

2.1 类别感知策略

  在多源域自适应中,面临的核心挑战是如何有效地实

现目标域与多个源域之间的对齐,尤其是在存在显著的域

偏移问题时。假设通过对源域数据输出的特征进行感知能

够识别各源域中不同类别的样本和源域之间共享类别的样

本,实现源域与目标域之间更紧密的对齐。因此,本文提出

了一种类别感知策略,该策略专注于识别并加强目标域与

源域中相似类别的联系,以促进正向迁移,并抑制不相似类

别的负迁移,从而有效减少类别偏移所造成的负面影响。
类别偏移是由不同源域中类别的差异造成的,这些差

异会影响到模型的迁移效果。具体来说,假设有多个源域,
每个源域包含一组特定的类别。将这些源域的类别集合定

义为Qs,并考虑将Qs 与目标域的类别集合Qt 进行对齐。
因此类别偏移可以定义为源域和目标域之间类别集合的不

一致性。
针对类别偏移问题,所提出的类别感知策略旨在通过

以下步骤进行优化:

1)识别并强化源域和目标域之间共有的类别,以利用

这些类别的数据增强模型的迁移学习;

2)通过减少源域中目标域不存在类别的依赖,降低不

相关信息的干扰,从而减轻负迁移影响。
鉴于每个源域的数据分布可能不同,将具有相同标识

的类别视为不同的类别。基于这个假设,重新定义源域的

标签:

Ŷsi =Ysi+Qi (1)
其中,Q 是类别的数量,给定所有源域图像 Xsi(i∈

[1,N])沿着新标签Ŷsi,训练类别感知A,训练过程中的

类别的识别损失函数如下:

class = -E ŶT
SlnQ(XS)  (2)

由于类别感知A 是基于新的标签Ŷsi 推断的,因此它

不仅可以区分每个类别,而且能够识别领域。因此,A 用于

基于一批图像计算类别相关性。一旦模型在标记的源域数

据上训练完成,就可以通过A 的参数对源域的数据分布进

行建模。假设每批包含M 个目标图像,A 用于预测属于每

个类别的概率,从而获得的类别相关性向量wc={wc
1,wc

2,

·28·



 

谭 棉
 

等:基于类别感知与重加权的多源域自适应算法 第17期

…,wc
N}。

2.2 重加权矩匹配策略

  在类别感知策略的基础上,进一步减少类别偏移对域

对齐的影响是至关重要的。一个代表性的方法是多源域自

适应矩匹配(M3SDA)[7],该方法通过最小化源域与目标域

之间的矩距离来学习域不变特征。但没有考虑到不同源域

对目标域分类任务的贡献度差异,未能有效区分各源域对

目标域任务的具体贡献差异。为了解决这一问题,本文提

出了一种重加权矩匹配策略,通过计算不同源域对目标域

分类任务的贡献度,以优化域对齐的精确性和效果。
具体而言,通过利用类别感知A 预测的每个类别的概

率,得到源域加权集成的目标域样本类别标签预测结果,并
据此获得不同的贡献度。重加权矩匹配从两个角度对特征

分布进行对齐:一是不同源域之间的特征分布对齐,二是源

域与目标域之间的特征分布对齐。针对于不同源域之间的

分布差异,构建如下形式的损失函数:

ss-awmd =
2

N·(N-1)∑
N-1

n1=1
∑

N

n2=n1+1
AWMD(Dsn1

,Dsn2
)=

2
N·(N -1)∑

N-1

n1=1
∑

N

n2=n1+1

(wi(‖E(G(Xsn1
)1)-

E(G(Xsn2
)1)‖2+‖E(G(Xsn1

)2)-E(G(Xsn2
)2)‖2))

(3)

其中,E 表示各域的平均运算,G(Xsi)1 和G(Xsi)
2
分

别表示第si 个源域的一阶和二阶特征,Dsn1
和Dsn2

表示对

应源域上的处理样本,wi 表示贡献度w 的第i个分量,

‖·‖2 表示空间的2范数。
此外,针对于不同源域和目标域之间的分布差异,构建

如下形式的损失函数:

st-awmd =
2

N·N∑
N

n1=1
∑

N

n2=1
AWMD(Dsn1

,Dtn2
)=

2
N·N∑

N

n1=1
∑

N

n2=1

(wi(‖E(G(Xsn1
)1)-E(G(Xtn2

)1)‖2+

‖E(G(Xsn1
)2)-E(G(Xtn2

)2)‖2)) (4)

其中,E 表示各域的平均运算,G(Xti)1 和G(Xti)2 分

别表示目标域的一阶特征和二阶特征。Dsn1
表示对应源域

上的处理样本,Dtn2
表示目标域上的样本,wi 表示贡献度

w 的第i个分量,‖·‖2 表示空间的2范数。
综合以上特征对齐函数,可以得到如下的域级综合对

齐损失函数:

awmd = ss-awmd + st-awmd (5)
第一项用于约束任意两个源域对齐,第二项用于减小

每个源域和目标域之间的域偏移。与传统的矩距离的相

比,所提出的重加权矩匹配具有以下优势。首先,它分别对

源域间及源域与目标域间的特征分布进行对齐;其次,它通

过优先考虑高贡献度的源域与目标域进行对齐,以减少不

相似域带来的负面影响。

最后,通过衡量不同源域与目标域间的边缘分布差异

来确定源域的贡献度,并对所得的N 个贡献度进行归一化

处理,由此,可以得到第n个源域对目标域的自适应贡献度

权重wi 如下:

wi =
wi

a

∑
N

i'=1
wi'

a

(6)

wi
a =

1
AWMD(Dsn,Dt)

(7)

其中,wi
a 表示对 N 个贡献度进行归一化的处理,

AWMD(Dsn,Dt)表示第n个源域和目标域在特征空间中

的分布重加权矩距离。

2.3 基于类别感知与重加权的多源域自适应算法框架

  在多源域自适应领域中,类别感知策略和重加权矩匹

配策略共同构成了对源域与目标域之间的有效对齐的核心

方法论。类别感知策略通过强化源域和目标域之间共有类

别的联系,优化了正向迁移并减轻了由类别偏移带来的负

面影响。进一步地,重加权矩匹配策略通过计算不同源域

对目标域分类任务的贡献度,并在源域间及源域与目标域

间进行特征分布的对齐,从而提高了域对齐的精确性和效

果。这两种策略的结合,不仅优化了数据的迁移学习过程,
也为多源域自适应提供了一个更为精细和高效的框架。借

助这两种策略的协同作用,本文进一步提出了一个基于类

别感知与重加权的多源域自适应算法,该算法在本节将详

细介绍。
所提出算法的构成部分,包括特征提取、类别感知、重

加权矩匹配和分类器等关键组件。该算法的模型架构如

图2所示,其中S1 到SN 表示第1个到第N 个源域,T 表

示目标域。G 是对源域和目标域图像进行特征提取的共享

特征提取器。A 表示类别感知, class 表示实现类别感知的

模型训练损失。W 表示重加权矩匹配,wi 表示自适应权

重机制中的自适应贡献度权重, ss-awmd 表示实现不同源域

间的特征对齐的模型训练损失, st-awmd 表示实现不同源域

图2 基于类别感知与重加权的多源域自适应模型结构图

Fig.2 Structure
 

diagram
 

of
 

the
 

multi-source
 

domain
 

adaptation
 

model
 

based
 

on
 

class
 

awareness
 

and
 

re-weighting
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  与目标域之间的特征对齐的模型训练损失。C 表示领域分

类器,cls表示域分类的交叉熵分类损失。整个多源域自适

应过程通过最小化由上述损失项构成的总目标损失来

实现。
为了更清晰地阐述所提AWMD-MSDA的完整优化过

程,算法的计算流程如算法1:
算法1

 

AWMD-MSDA的时间复杂性主要取决于几个

关键步骤:数据采样、特征提取、损失计算及参数更新。整

个算法是基于最大迭代次数K 进行循环的,每次迭代中处

理m 个图像。特征提取的复杂性依赖于所使用的模型细

节,假设为O(f),而损失计算和参数更新假设复杂性为

O(c)。 因此,每次迭代的复杂性为O(m×(f+c)),整个

算法的总时间复杂性则为O(K×m×(f+c))。这表明算

法的运行时间与迭代次数、每次迭代中处理的图像数量以

及特征提取与计算损失的复杂性成正比。

算法1:AWMD-MSDA算法

输入:有标签的源域样本,无标签的目标域样本,最大迭代

次数K;
输出:目标域预测标签;
1:从源 域 {(Xsi,Ysi)}Ni=1 中 的 一 个 随 机 采 样 m 个 图 像

{(xsj
i ,ysj

i)}mi=1;
2:从目标域Xt 采样m 个图像 {Xt

i}mi=1;
3:将源样本和目标样本馈送到特征提取器G 以获得公共

潜在表示G(xsj
i)和G(xt

i);

4:将源样本的公共潜在表示馈送到类别感知器以获得源样

本的域特定表征;

5:根据式(1)实现域特征的识别,并计算损失 class;

6:根据式(2)、(6)和(7)构建并计算源域对目标域的自适应

贡献权重wi;

7:根据式(3)实现源域与源域之间的对齐,并计算损失

ss-awmd;

8:根据式(4)实现源域与目标域之间的对齐,并计算损失

st-awmd;

9:将源样本的域特定表征馈送到域特定分类器以获得

Cj(G(Xsj
i)),并根据式(8)计算损失 cls;

10:根据式(9)计算并更新总体目标损失 total;

11:通过最小化式(9)来更新相应的模型参数;

12:重复步骤1~11直至最大迭代数K 及 total 收敛。

2.4 目标函数

  针对多源域自适应中的类别偏移问题,本文提出的

AWMD-MSDA算法综合考虑总体目标函数由类别感知损

失函数、域级综合对齐损失函数和域分类器交叉熵损失函

数组成,其中的域分类器中的交叉熵损失函数的构建形式

如下:

cls =∑
N

j=1
Ex~Xsj

J(Cj(G(Xsj
i)),ysj

i) (8)

其中,C 表示是由N 个域预测器 {Cj}Nj=1 组成的多输

出网络,每个预测器Cj 是softmax分类器,并且在第j 个

源域的域特征提取器G(x)之后接收的不变特征,J(·)表

示对于每个分类器使用的交叉熵分类损失。
综合上述组成部分,AWMD-MSDA的总体优化目标

函数损失可表示为:

total = class+ awmd + cls (9)
其中,total 表示总体目标函数损失,class 表示类别感知

损失, awmd 表示域级综合对齐损失,
cls

表示域分类的交叉

熵分类损失。对由上述损失项构成的总体目标损失最小优

化可实现存在类别偏移场景下的多源域自适应。

3 实验与结果分析

3.1 数据集和实验设置

  1)数据集

实验涉及两个广泛使用的域自适应数据集,分别为

Digit-Five[24]和Office-Caltech10[25]数据集,具体介绍如下:

Digits-Five是一个数字识别数据集,包含了5个数字

相关的数据集,即 MNIST,MNIST-M,USPS,SVHN 和

Synthetic
 

Digits。每个数据集由0~9的数字组成,每个域

中包含10个类别的样本,对于每个域,将图像大小调整为

32×32,并将批量大小设置为128用于训练。

Office-Caltech10是一个常用的领域适配的数据集,它
是Caltech31数据集扩展而来的。它由来自4个不同领域

的相同10个对象类别组成,即 Webcam、DSLR、Caltech和

Amazon。对于每个域,将图像大小调整为128×128,并将

批量大小设置为64用于训练。

2)实验设置

所有实验均使用Pytorch框架在 NVIDIA
 

3090
 

GPU
上进行,训练过程中采用随机梯度下降(SGD)作为优化器,
权重衰减和动量分别设置为0.0005和0.9,初始学习率为

0.001。在实验过程中,轮流选择一个域作为目标域,其他

域作为源域,每个实验配置重复5次以确保结果的可靠性,
并计算平均分类精度。

本文分别设置4组实验:
第1组实验:AWMD-MSDA与现有的域自适应方法

对比分析。对比实验涵盖了单源域自适应方法和多源域自

适应方法。
第2组实验:类别感知策略的有效性分析。主要验证

类别感知策略可以识别并加强目标域与源域之间相似类别

的关联性。
第3组实验:重加权矩匹配策略的有效性分析。主要

验证重加权矩匹配策略可以有助于量化不同源域对目标域

分类任务的贡献度差异,以优化域对齐的精确性和效果。
第4组实验:AWMD-MSDA中各组件的有效性分析。

主要验证AWMD-MSDA算法中的每一个组成部分对最终

性能有显著的正向贡献。
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3.2 AWMD-MSDA与现有域自适应方法对比分析

  在这一节中,将 AWMD-MSDA方法与现有的域自适

应方法在Digits-Five和 Office-Caltech10数据集上的表现

进行了比较分析。对比方法包括了单源域自适应方法

“Single
 

Best”,它代表从所有源域中选择单一源域的最佳

性 能,多 源 域 自 适 应 方 法 包 括
 

JAN[12]、DCTN[19]、

M3SDA[7]、ABMSDA[21]、CASR[22]、TSCDA[23]。在 实 验

中,采 用 ResNet-50 作 为 预 训 练 的 特 征 提 取 器,采 用

Softmax分类器作为初始化模型。实验结果如表1和2
所示。

表1 AWMD-MSDA在Digits-Five上与现有域自适应方法对比分析

Table
 

1 Comparative
 

analysis
 

of
 

AWMD-MSDA
 

and
 

existing
 

domain
 

adaptation
 

methods
 

on
 

Digits-Five %
基准 方法 mm mt up sv sy Avg

单源域 Single
 

Best 63.37 90.50 88.71 63.54 82.44 77.71

多源域

JAN 65.88 97.21 95.42 75.27 86.55 84.07
DCTN 70.53 96.23 92.81 77.61 86.77 84.79
M3SD

 

A 69.76 98.58 95.23 78.56 87.56 85.94
ABMSDA 70.76 98.98 94.23 75.56 87.76 85.46
CASR 89.99 98.70 98.30 85.95 95.80 93.75
TSCDA 89.38 98.32 96.25 86.72 94.30 92.99

AWMD-MSDA 90.50 98.02 97.82 88.80 95.40 94.11

  表1显示了在Digit-Five数据集上进行的实验结果。
其中用加粗的形式标记最优结果,“mm”表示以 MNIST-M
数据集作为目标域进行域自适应,“mt”表示 MNIST

 

数据

集作为目标域进行域自适应,“up”表示
 

USPS
 

数据集作为

目标域进行域自适应,“sv”表示
 

SVHN
 

数据集作为目标域

进行域自适应以及“sy”表示Synthetic
 

Digits数据集作为

目标域进行域自适应。
实验结果显示,AWMD-MSDA在Digits-Five数据集

上平均精度高于其他现有域自适应方法。一方面,相比于

Single
 

Best方法的77.71%,AWMD-MSDA的效果提高了

16.40%,该结果表明,多源域自适应能够缓解单源域自适

应中源域样本来源的单一性和多样性不足的问题,可以有

效提高模型的分类效果。另一方面,AWMD-MSDA的效

果超过了现有的多源域自适应方法的表现。如表1所示,

AWMD-MSDA比现有的多源域自适应方法高6.28%。
在Digits-Five数据集中,SVHN(sv)数据集作为目标域进

行域自适应是一个比较难的过程。如表1中结果所示,现
有的域自适应方法对此任务的效果均比较差。但是,通过

对特征提取后的样本进行类别感知之后再进行目标样本

的分类,结果显示本文的工作可以显著提升模型的分类效

果。这进一步证明了本文的方法可以缓解困难任务的域

自适应问题。再如,MNIST(mt)数据集作为目标域进行

域自适应是一个比较容易的过程。现有的域自适应方法

对此任务的效果已经很好。在这种简单任务上,本文方法

依然可以取得较好的结果。以上结果表明,本文方法在简

单和复杂的域自适应任务上均能取得较好的分类效果,尤
其是在处理结构差异较大的数据集(SVHN)时展现出优

势,这一结果验证了所提方法能有效加强目标域与源域间

共有的类别特征,实现更为稳定和一致的性能表现。

表2显示了在Office-Caltech10数据集上进行的实验

结果。其中最优结果用加粗的形式体现。其中,“W”表示

Webcam数据 集 作 为 目 标 域 进 行 域 自 适 应,“D”表 示

DSLR数据集作为目标域进行域自适应,“C”表示Caltech
数据集作为目标域进行域自适应,“A”表示Amazon数据

集作为目标域进行域自适应。

表2 AWMD-MSDA在Office-Caltech10上与现有

域自适应方法对比分析

Table
 

2 Comparative
 

analysis
 

of
 

AWMD-MSDA
 

and
 

existing
 

domain
 

adaptation
 

methods
 

on
 

Office-Caltech10 %

基准 方法 W D C A Avg
单源域 Single

 

Best 99.1098.2085.4088.7092.85

多源域

JAN 99.4099.4091.2091.8095.45
DCTN 99.4099.0090.2092.7095.33
M3SDA 99.5099.2092.2094.5096.35
CASR 99.8099.8093.2094.8096.90
TSCDA 98.4299.0493.8595.3796.67

AWMD-MSDA99.4099.5094.3095.5097.18

  实验结果显示,AWMD-MSDA在Office-Caltech10数

据集上平均精度高于其他现有域自适应方法。一方面,相
比于Single

 

Best方法的92.85%,AWMD-MSDA算法的

效果提高了4.33%。同时,AWMD-MSDA在Caltech(C)
数据集作为目标域进行域自适应和Amazon(A)数据集作

为目标域进行域自适应这两个任务上获得了最好的分类

效果。另一方面,本文的方法比其他现有的多源域自适应

方法JAN和DCTN分别提高了1.73%和1.85%,JAN和
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DCTN方法在进行源域样本特征提取过程中均平等地对

待所有源域,对每个源域赋予相同的权重,忽略了不同源

域与目标任务的贡献存在差异的问题。然而,本文的方法

则在类别感知策略的基础上,采用重加权矩匹配策略,通
过计算不同源域对目标域分类任务的具体贡献度,以优化

域对齐的精确性和效果。所提出的 AWMD-MSDA与现

有的多源域自适应方法 M3SDA、CASR、TSCDA平均提高

了0.54%,进一步表明了本文提出的重加权矩匹配策略,
可以赋予每个源域更加细致的权重,而不是在域级别上对

每个源域进行粗权分配。从而进一步有效地促进领域的

对齐。
由表1和2的实验结果可知,本文的方法在 Digits-

Five数据集和Office-Caltech10数据集上平均分类精度分

别达到了94.11%和97.18%,在Digits-five数据集相比于

ABMSDA方法提高了8.65%,说明了本文的方法通过从

减少不相关类别的干扰上比仅考虑域级别层面来消除类

别偏移带来的负迁移有着显著的提升。在Digits-Five数

据集上相比于CASR和TSCDA方法分别高了0.36%和

1.12%;Office-Caltech10 数 据 集 上 相 比 于 CASR 和

TSCDA方法分别高了0.28%和0.51%;说明了本文方法

的重加权矩匹配采用从不同源域之间的特征分布对齐和

源域与目标域之间的特征分布对齐两个角度比仅从源域

和目标域进行有效对齐有着一定的域自适应效果提升。

3.3 类别感知策略的有效性分析

  为了验证提出的类别感知策略在多源域自适应中存

在类别偏移场景下域自适应的有效性,本节对比分析中类

别感知模块的优化器参数设置与文献[23]一致。实验设

置Digit-Five数据集上每个源域拥有5个类别的样本,目
标域拥有7个类别的样本。实验过程中,轮流选择一个域

作为目标域,其他域作为源域,共进行5轮实验,每轮实验

分为2组,一组为未采用类别感知策略,另一组为采用类

别感知策略。每轮实验重复5次以确保结果的可靠性,并
计算平均分类精度,具体如表3所示,表中加粗数字表示

最优值。

表3 Digits-Five数据集上类别感知策略的有效性分析

Table
 

3 Effectiveness
 

analysis
 

of
 

the
 

class-aware
 

strategy
 

on
 

the
 

Digits-Five
 

dataset %
基准 方法 mm mt up sv sy Avg

多源域
未采用类别感知策略 90.00 96.39 95.70 87.50 95.45 93.00
采用类别感知策略 90.50 98.02 97.82 88.80 95.40 94.11

  实验结果显示,在未采用类别感知策略的情况下,平
均分类精度为93.00%。各个目标域上的具体精度分别

为:mm (90.00%)、mt (96.39%)、up (95.70%)、sv
(87.50%)、sy(95.45%)。在采用类别感知策略的情况

下,平均分类精度提升至94.11%。各个目标域上的具体

精度分别为:mm(90.50%)、mt(98.02%)、up(97.82%)、

sv(88.80%)、sy(95.40%)。从表中可以看出,采用类别感

知策略后,目标域上的分类精度几乎在每个域上都得到了

提升,特别是在 MNIST(mt)和USPS(up)域,分别提高了

1.63%和2.12%。通过引入类别感知策略,模型能够更好

地识别和适应目标域的类别分布,从而提高分类精度。这

是因为类别感知策略能够在源域和目标域之间更有效地

进行特征对齐和知识迁移。虽然在Synthetic
 

Digits(sy)域
上,采用类别感知策略后的分类精度略有下降。这是由于

Synthetic
 

Digits是SVHN数据集的合成对应物,其图像中

数字的边缘特征呈较为模糊的状态,导致策略在该域上的

效果不如其他域。通过本实验发现,类别感知策略在多源

域自适应中具有显著的效果,能够有效提高目标域的分类

精度,验证了其在存在类别偏移场景下的有效性。尽管在

个别域上略有下降,但整体而言,类别感知策略的引入对

提升模型性能具有重要贡献。

3.4 重加权矩匹配策略的有效性分析

  为了验证提出的重加权矩匹配策略在多源域自适应中存

在类别偏移场景下域自适应的有效性,本节对比分析中重加

权矩匹配模块的优化器参数设置与文献[21]一致。实验设置

Office-Caltech10数据集上每个源域拥有10个类别的样本,目
标域拥有10个类别的样本,尽管它们的类别数相同,但标记

空间是不同的。实验过程中,轮流选择一个域作为目标域,其
他域作为源域,共进行5轮实验,每轮实验分为2组,一组为未

采用重加权矩匹配策略,另一组为采用重加权矩匹配策略。
每轮实验重复5次以确保结果的可靠性,并计算平均分类精

度,具体如表4所示,表中加粗数字表示最优值。

表4 Office-Caltech10数据集上重加权矩匹配策略的有效性分析

Table
 

4 Effectiveness
 

analysis
 

of
 

the
 

re-weighted
 

moment
 

matching
 

strategy
 

on
 

the
 

Office-Caltech10
 

dataset %
基准 方法 W D C A Avg

多源域
未采用重新加权矩匹配策略 96.70 99.90 91.70 93.51 95.45
采用重新加权矩匹配策略 99.40 99.50 94.30 95.50 97.17
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  实验结果显示,未采用重加权矩匹配策略的情况下,平均

分类精度为95.45%;采用重加权矩匹配策略后,平均分类精

度提升至97.17%。大多数目标域的分类精度有所提升,尤其

是在 Webcam(W)和Caltech(C)域,分别提高了2.70%和

2.60%。尽管在DSLR(D)域的分类精度略有下降,但总体提

升的趋势明显。这种下降是由于该域的特定类别分布与其他

域存在显著差异,导致策略在该域上的效果不如预期。此外,
仅采用重加权矩匹配策略在某些情况下可能对少数类别的权

重调整不够精准,从而影响整体效果。在类别感知策略通过

精准对齐相似类别的分布,提高了源域到目标域的正向迁移

效果的基础上,重加权矩匹配策略通过自适应更新的贡献度

权重,量化了不同源域对目标域的贡献,减少了权重调整的误

差,从而提升分类精度。通过本实验发现重加权矩匹配策略

在多源域自适应中具有显著效果,能够有效提高目标域的分

类精度,验证了其在存在类别偏移场景下的有效性。

3.5 AWMD-MSDA中各组件的有效性分析

  为了验证 AWMD-MSDA中各组件对多源域自适应

中存在类别偏移场景下域自适应的有效性,本文在Office-
Caltech10数据集的所有域自适应任务上进行了消融实验,
其中源域和目标域拥有的类别样本数与文献[22]一致。

如表5所示,“√”代表选用的组件,cls 表示仅利用域

分类器交叉熵损失,class 表示采用的类别感知策略的识别

损失,awmd 表示采用重加权矩匹配策略的域级综合对齐损

失。结果显示,对于加入类别感知策略的模型,相比与仅

利用域分类器交叉熵损失的模型域自适应效果得到了

4.08%的显著改善,这验证了通过对源域数据输出的特征

进行感知能够识别各源域中不同类别的样本和源域之间

共享类别的样本,得到源域与目标域之间的类别相关性,
从类级别实现源域与目标域之间更紧密的对齐的假设。
对于加入重加权矩匹配策略的模型,相比与仅利用域分类

器交叉熵损失的模型域自适应效果得到了5.10%的显著

改善,这也验证了在域适应过程中针对不同源域对目标域

任务的贡献度不同,赋予不同的权重值进行域对齐,可以

抑制域适应过程中的负迁移,进而提升模型的整体适应效

果的重要性。以上结果表明,本文所引入的3个损失在模

型训练中都起着至关重要的作用。每增加一个组件,平均

精度均有所提升,验证了每个组件对提升多源域自适应性

能的重要性,尤其是在处理类别偏移问题时。

表5 Office-Caltech10数据集上AWMD-MSDA中

各组件的有效性分析

Table
 

5 Effectiveness
 

analysis
 

of
 

each
 

component
 

in
 

AWMD-MSDA
 

on
 

the
 

Office-Caltech10
 

dataset
cls class awmd Avg/%
√ 91.37
√ √ 95.45
√ √ 96.47
√ √ √ 97.17

4 结  论

  本文针对多源域自适应中存在的类别偏移问题,提出

了AWMD-MSDA算法,该算法通过引入类别感知策略,
有效度量了各个源域与目标域之间的数据分布相似性,从
而实现了源域知识的有效迁移。同时,引入重加权矩匹配

策略,通过构建自适应更新的贡献度权重,量化了不同源

域对目标域在域自适应任务中的贡献度。实验在两个广

泛使 用 的 域 自 适 应 基 准 数 据 集 Digits-Five和 Office-
Caltech10上进行,结果表明AWMD-MSDA算法在处理复

杂的多源域自适应问题上表现优异,尤其在克服类别偏移

挑战方面,能够显著提高分类精度。在Digits-Five数据集

上,采用 AWMD-MSDA算法后,各个目标域的分类精度

均有所提升,特别是在 MNIST(mt)和USPS(up)域,分别

提高了1.63%和2.12%;在Office-Caltech10数据集上,各
个目标域的分类精度也显著提升,尤其在 Webcam(W)和
Caltech(C)域,分别提高了2.70%和2.60%。这些实验结

果明确证明了所提算法在处理多源域自适应问题中的有

效性,展示了其在实际应用中的一定潜力。
未来工作将深入探索更为精细化的特征对齐方法,以

进一步提升域适应性能,解决更为复杂的类别偏移问题,
推进多源域自适应领域的发展。
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