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摘 要:针对细粒度图像识别存在类间差异小、难以区分等问题,本文通过提升网络对图像细节特征的表达能力,来
改善这一问题。为此,设计了一种基于改进的Transformer细粒度识别算法。首先,可变形卷积令牌嵌入通过自适应

调整采样点的位置,来改变卷积操作范围及其卷积核的形状,从而增强网络模型对空间信息的感知能力,以获取更为

精准的空间信息;其次,高效相关通道注意力机制通过对通道的自动选择,将通道注意力的计算从通道相邻转换成语

义相似,来捕获语义相似的通道信息。而精准的空间信息和语义相似的通道信息将有效提升网络模型局部特征感知

能力。实验结果表明,与基线算法相比,本文方法在CUB-200-2011、Stanford
 

Cars和Stanford
 

Dogs三个数据集上的

识别结果分别提升了1.5%、2.4%、1.5%。结果表明,本文提出的方法通过提升细粒度图像细节特征的表达能力,从
而有效提高了细粒度图像识别的有效性。
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Abstract:To
 

address
 

the
 

issues
 

of
 

small
 

inter-class
 

differences
 

and
 

difficulty
 

in
 

distinguishing
 

fine-grained
 

images,
 

this
 

paper
 

proposes
 

a
 

method
 

that
 

improves
 

the
 

network’s
 

ability
 

to
 

express
 

image
 

detail
 

features,
 

aiming
 

to
 

alleviate
 

this
 

problem.
 

To
 

achieve
 

this,
 

an
 

improved
 

Transformer-based
 

algorithm
 

for
 

fine-grained
 

recognition
 

is
 

designed
 

in
 

this
 

study.
 

Firstly,
 

deformable
 

convolutional
 

token
 

embedding
 

adjusts
 

the
 

sampling
 

points
 

adaptively
 

to
 

modify
 

the
 

convolution
 

operation
 

range
 

and
 

the
 

shape
 

of
 

its
 

kernel,
 

enhancing
 

the
 

network’s
 

perception
 

of
 

spatial
 

information
 

for
 

more
 

accurate
 

spatial
 

details.
 

Secondly,
 

an
 

efficient
 

correlation
 

channel
 

attention
 

mechanism
 

automatically
 

selects
 

channels
 

to
 

transform
 

the
 

computation
 

from
 

neighboring
 

channels
 

to
 

semantically
 

similar
 

channels,
 

capturing
 

semantic-
related

 

channel
 

information.
 

The
 

precise
 

spatial
 

information
 

and
 

semantically
 

related
 

channel
 

information
 

effectively
 

enhance
 

the
 

network’s
 

perception
 

of
 

local
 

features.
 

Experimental
 

results
 

demonstrate
 

that
 

compared
 

to
 

the
 

baseline
 

algorithms,
 

the
 

proposed
 

method
 

improves
 

recognition
 

results
 

by
 

1.5%,
 

2.4%,
 

and
 

1.5%
 

respectively
 

on
 

the
 

CUB-
200-2011,

 

Stanford
 

Cars,
 

and
 

Stanford
 

Dogs
 

datasets.
 

These
 

results
 

indicate
 

that
 

the
 

proposed
 

approach
 

effectively
 

enhances
 

the
 

effectiveness
 

of
 

fine-grained
 

image
 

recognition
 

by
 

improving
 

the
 

expression
 

capability
 

of
 

image
 

detail
 

features.
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0 引  言

  细粒度图像识别是指对具有相似外观但属于不同子类

的图像做出更为精细的分类[1]和识别。跟传统的图像识别

方法不同,细粒度图像识别可以学习到图像中更为细致的

差异,在日常生活中也具有更为广泛的应用,例如,识别不

同种类的鸟、不同类型的汽车的识别等。因此,自出现伊

始,细粒度图像识别便迅速成为了计算机视觉领域的热点

研究问题。
在细粒度图像识别中,由于不同子类之间的图像具有
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高相似的外观和特征,因此,图像的可判别信息往往只存在

于图像中很小的区域,其提取和捕获难度极大,极具挑战

性[2]。由于 卷 积 神 经 网 络(convolution
 

neural
 

network,

CNN)[3]可以很好的提取图像的局部特征,因此其与细粒

度图像识别的任务场景高度契合。最近几年,随着CNN
的蓬勃发展,细 粒 度 图 像 识 别 研 究 也 获 得 了 突 破 性 发

展[4-5]。目前,主流的细粒度图像识别的方法大体上可分为

强监督的和弱监督两类。基于强监督的细粒度图像识别方

法需要首先对图像中目标的可判别区域进行准确定位,并
在此基础上,依靠可判别区域特征进行细粒度目标的识别,
但该类方法除了图像的类别标签外,还需要标注出图像中

的可判别区域,当处理大规模数据集或者复杂分类任务时,
获取这类标注信息的代价通常较高;而基于弱监督的图像

识别方法,仅依靠图像的类别标签便可完成模型训练。相

对于强监督细粒度图像识别,弱监督的图像识别方法人工

介入较少,目前已经成为细粒度图像识别的主要研究方向,
如 Huang等[6]提出了密集连接CNN模型,将每个层的输

出都与当前层的输入连接在一起,该方法可以充分融合之

前层学到的特征,从而增强网络的特征表达能力;Wang
等[7]提出了通道注意力多分支网络模型,通过在模型中增

加多重注意力来提高模型的特征提取能力;Xiao等[8]提出

两级注意力模型,物体级注意力,用于识别图像的最显著区

域;部位级注意力用于关注这些显著区域内的相关区域,从
而更为精确地利用多层次信息。

但基于CNN的分类方法存在感受野有限的缘故,导致

模型提取全局特征的能力有限。为此,Dosovitskiy
 

等[9]提出

了视觉 Transformer(vision
 

transformer,ViT)模型,首次将

Transformer应用到计算机视觉领域中的图像识别任务。用

全局自注意力模块(self-attention,SA)的方式将感受野扩大

至整张图像,显著提升了分类准确度。然而,全局自注意力

本质上是一种全连接操作,这会导致网络模型计算量较大,
使得网络模型对硬件要求较高。2021年,Wu等[10]提出卷积

视觉Transformer(convolutional
 

vision
 

transformer,CVT)把
深度可分离卷积运用到Transformer当中,不仅大幅度减少

了网络计算量,其性能也有了进一步的提升。
但CVT模型也存在一些缺陷,一方面该模型虽然减少

了计算量,但其对复杂形变物体的空间感知能力不足;另一

方面,Transformer模块的全局自注意力机制只考虑了空

间维度的信息,并未考虑其他维度信息,这将导致模型的特

征提取能力有限。
为了进一步提高细粒度图像识别的性能,文章以CVT

网络为基础,把可变形卷积的思想引入到了CVT网络当

中,提出了一种基于改进的Transformer细粒度图像识别

算法(improved
 

transformer
 

fine-grained
 

image
 

recognition
 

algorithm,TransFR)。首先,本文用可变形卷积令牌嵌入

(deformable
 

token
 

embedding,DTE)来代替CVT的卷积

令牌嵌入模块,提高模型对形变较复杂物体的空间感知能

力;其次,为了有效捕捉通道之间的局部关联性,以获取更

为相似的通道信息,本文在通道注意力的基础上引入了一

个高效可选择通道注意力模块,进一步提升模型的识别效

果。通过在3个公共细粒度数据集上展开实验,实验结果

表明本文提出的方法具有良好的分类结果和性能。

1 本文方法

1.1 TransFR
 

模型整体结构

  TransFR整体框架如图1(a)所示,主干网络由三阶段

金字塔结构的子网络构成,每个子网络由卷积令牌嵌入、令
牌序列和卷积Transformer

 

模块三部分构成。

图1 网络整体架构图

  首先,输入图像先经过卷积令牌嵌入层(convolutional
 

token
 

embedding,CTE),其不仅可以利用卷积来捕获图像

中的局部特征,而且随着网络深度的增加还能逐步减少令

牌的数 量;随 后 将 特 征 图 展 平 为 令 牌 序 列,以 便 与

Transformer编码器进行兼容,从而能够应用注意力机制。
这里,只在Stage3将分类令牌Xclass 添加到令牌序列首部

用于集成全局特征,用于分类,其他阶段不添加;接着将展

平后的令牌序列重塑为二维令牌图后送到积Transformer
 

模 块 对 图 像 进 行 空 间 上 的 全 局 特 征 提 取。卷 积

Transformer
 

模块由卷积映影层、多头自注意力模块和多

层感知机(multi-layer
 

perceptron,MLP)组成,其内部结构

如图1(b)所示,卷积映射层用具有深度可分离卷积代替视
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觉Transformer中使用的原始位置线性映射,来减少多头

自注意力操作的计算复杂度;多头自注意力模块用于捕捉

令牌间的长距离依赖关系;在最后阶段输出的分类标记上

使用 MLP来预测结果。
与CVT原始模型不同的是文中把最后一个阶段的

CTE模块替换成了DTE模块,目的是为了提高网络对形

变复杂物体的空间感知能力;其次为了使网络模型能够同

时学习到空间和通道维度层面的特征,获得更全面、更准

确的图像特征,在Stage1后添加一个高效可选择通道注意

力网络(efficient
 

and
 

selectable
 

channel
 

attention
 

network,

ESCA-Net)进行通道维度层面的特征提取,以获取更为相

似的通道信息。

1.2 可变形令牌嵌入模块

  CVT借鉴了CNN的金字塔层级[11]结构,在卷积令牌

嵌入层通过改变卷积的步幅大小来调整令牌维度和每个

阶段的令牌数量,从而保证每个阶段得到不同尺度的特征

图。但由于CNN卷积核的几何结构是固定住的,在特征

提取时是固定着采样点,不能自适应地对输入进行编码,
对于图像中存在形变和尺度变化的目标,其空间信息会被

严重破坏。所以本文将可变形思想引入到了细粒度图像

识别问题,通过在卷积核中引入可学习的偏移量来修正卷

积核的位置和形状,通过自适应的调整采样点位置,来改

变采样范围以及卷积核的形状,提高对形变复杂物体的空

间信息的感知能力,以获取更为精准的空间信息。

在标准卷积层中,对于输入特征图X ∈R
H×W×Cin,卷

积权重张量W ∈R
K×K×Cin×Cout,K 为卷积核大小,Cin 和Cout

代表输入和输出通道。对于K×K 个采样位置的卷积核,
输出特征图上的每个位置P可以表示为:

Conv(X)p,:= ∑
k∈[K×K]

Xp+g(k),:Wg(k),:,:, (1)

式中:g:[K×K]→ΔK 是采样索引在预定偏移量ΔK 上的

双客观映射。比如,令ΔK = {(-1,-1),(-1,0),…,(0,

1)}
 

则代表3
 

×
 

3卷积核且其扩张率为1,则g(0)=(-1,

-1)为首个采样偏移量。当K =1时,权重张量 W 则与

矩阵等价,使得W ∈R
Cin×Cout。

受可变形卷积的启发[12],本文用一个可变形令牌嵌入

模块来学习偏移网络,从而自适应地采集包含信息较多的

令牌,在可变形卷积中引入偏移量Δg(k)。 可变形卷积可

表示为:

DC(X)p,:= ∑
k∈[K×K]

Xp+g(k)+Δg(k),:Wg(k),:,:, (2)

图2是可变形卷积的基本构架,具体流程如下;

1)对于输入特征图U∈RB×C×H×W,偏移量Δpn 先由一

个常规卷积求得,输出大小为V ∈RB×2C×H×W,偏移量是

2C,表示每个通道x,y方向的偏移量,用公式化可以表

述为

V:(B,2C,H,W)=Standardconv(U) (3)

2)将1中的V(相对偏移坐标)和U(原坐标)相加,便
可得到各个像素偏移后的坐标值position。position ∈
RB×2C×H×W,但其是一个float类型的坐标值,最终需要的是

像素,所以这里需要用到双线性插值的方法。

3)求得position的所有像素后,便组成了一个新特征

图,其进行下一层的前向传递。

图2 可变形卷积架构

与普通卷积操作不同,DC在每个预先指定的偏移量

g(k)的基础上再学习一个偏移量Δg(k)。Δg(k)由输入

特征映射X经过一个单独的卷积层学习得到。可描述为:

DTE(X)=GELU(LN(Flatten(DC(X)))) (4)

DTE通过引入可学习的偏移量,能够根据输入特征图

的局部结构动态调整卷积核的采样位置。此外,与基线中

的常规网格采样相比,DTE模块凭借其引入了极少的参数

量的优势使其成为当前层级ViT的即插即用模块。

1.3 高效可选择通道注意力网络

  在视觉任务中,注意力机制可以帮助聚焦模型对当前

任务更为关键的信息,降低其他信息的关注度。如 Hu
等[13]提出一种采用挤压激活的通道注意力网络(squeeze

 

and
 

excitation
 

Network,SE-Net),捕获不同通道之间的关

联性,但同时也带来较高的模型复杂度。因此,Wang等[14]

设计一种局部跨通道交互的高效通道注意力机制(efficient
 

channel
 

attention
 

network,ECA-Net),将跨通道交互范围

由全局转化成了局部,显著降低了模型的复杂度。
但ECA-Net中的每个通道是由不同的卷积核经过卷

积得到,不同的卷积核提取物体不同的特征信息,相邻通

道并无明显的关联性。为此,李冰锋等[15]提出了ESCA-
Net,用一维可变形卷积有效地弥补传统卷积操作中忽视

通道之间相关性的缺陷,将通道注意力的计算从通道相邻

转换成语义相似,以便更好的捕捉通道之间的局部关联

性。其网络的结构如图3所示。
对于输入特征图D ∈RC×H×W,H ×W 表示其尺寸,C

为通道数。先在空间上对特征图进行全局平均池化,接着

执行降维和转置操作,得到Rs ∈R1×C×C,如式(5)所示。

Rs =f2(f1(GAP(D))) (5)
式中:f1()代表降维操作,f2()为转置操作,GAP()表示全

局平均池化。

Rs 包含了输入特征图D中各个通道的全局空间信息,
但每个通道是由不同的卷积核经过卷积得到,不同的卷积

核提取物体不同的特征信息,所以通道相邻并不能说明其

关联性很强,不同的通道之间包含的信息不同,盲目地在
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图3 高效可选择通道注意力网络

相邻通道间执行一维卷积操作,可能会导致重要的信息丢

失。因此,本文提出了一个高效可选择的通道选择网络,
通过通道的自动选择,将通道注意力的计算从通道相邻转

换成语义相似,在建立通道相关联的基础上,对数据进行

一维卷积运算,其公式化描述如式(6)所示。

Rr(p0)=∑
pn∈K

W(pn)Rs(p0+pn +Δpn) (6)

式中:Rr(p0)为以p0 为通道中心的通道选择后一维卷积

的输出,W(pn)、Rs(p0+pn+Δpn)分别为一维卷积及其

输入向量,pn 为卷积核在特征图上对应的位置索引,K =
[-i,i],i∈N+ 为卷积核索引组成的集合。(p0+pn)为

输入向量的原始位置索引,Δpn 是pn 的偏移量,Δpn 由一

维卷积学习得到,其值的大小决定了通道选择特征偏离原

始特征的程度。
通常,偏 移 量 Δpn 并 非 整 数,从 而 导 致 输 出 结 果

 

Rr(p0)也非整数,就会导致在Rs 当中无法取到相匹配的

值。为解决这个问题,本文对Δpn 进行上下取整,得到偏

移量Δpc=「Δpn⌉ 和Δpf=⌊Δpn」。pc 与pf 为经过通道

选择后的索引通道,如式(7)。

pc =p0+pn +Δpc

pf =p0+pn +Δpf

(7)

通过线性差值,可算出Rs(p0+pn +Δpn)的值,如
式(8)所示。

Re = [Rs(pc)-Rs(pf)](Δpn -Δpf)

Rs(p0+pn +Δpn)=Rs(pf)+Re

(8)

通过1×1卷积,学习不同通道之间的重要性后再执

行维度转换和升维操作,最后用激活函数获得新特征图的

通道权重分布Rc ∈RC×1×1,如式(9)所示。

Rc =sigmoid(f4f3(Rr))) (9)

f3()是维度转换操作,f4()是升维操作。
最终得到ESCA-Net输出表达式,如式(10)所示

D3 =D 􀱋Rc (10)
其中,D3∈RC×H×W,􀱋表示加权乘积操作。

2 实验结果和分析

2.1 实验数据集及划分

  为了公平、公正地验证本文方法的性能,文中所有实

验 都 是 在 CUB-200-2011[16]、Stanford-Dogs[17]、Stanford-
Cars[18]3个常见公用细粒度图像数据集上进行的,每个数

据集的类别数及训练集、测试集的划分情况如表1所示。

表1 细粒度图像数据集详细信息

数据集 类别 训练集 测试集

CUB-200-2011 200 5
 

994 5
 

794
Stanford

 

Dogs 120 12
 

000 8
 

580
Stanford

 

Cars 196 8
 

144 8
 

041

  此外,为避免过拟合情况的出现,本文还采取水平翻

转、垂直翻转和AutoAugment[19]的措施来扩充数据样本,
部分数据集展示如图4所示。

图4 数据增强部分数据集效果图

2.2 实验环境及参数设置

  本文所有实验均在Ubuntu18.04操作系统下进行,硬
件 平 台 为:CPU 为

 

Intel@ CoreTM
 

i7-12700,GPU 为

NVIDIA
 

GeForce
 

RTX
 

3080Ti(共1块,显存为16
 

GB)。
软件配置为:Cuda11.3,Cudddn7.6.5,Python3.9.13。深

度学习框架采用PyTorch。
本文选用通用的准确率(Accuracy)作为细粒度图像分

类评价指标,即:
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Accuracy =
Iac

Itotal
(11)

式中:Iac 为测试样本中分类正确的图片样本数量,Itotal 为

测试集图片总样本。
此外,为防止TransFR模型因计算量过大导致模型在

训练时收敛困难,统一把图像处理成
 

224×224的尺寸;在
训练阶段,还需加载ImageNet数据集在CVT模型上进行

训练的预训练权重作为初始值,以便TransFR模型更快地

完成训练。模型参数的优化方法使用具有解耦权重衰减

的 Adam 方 法 (Adam
 

with
 

decoupled
 

weight
 

decay,

AdamW),动 量 (momentum)数 值 统 一 为 0.9,由 于

Stanford
 

Dogs数据集样本量跟其余两个数据集相比较大,
所以在

 

Stanford
 

Dogs
 

上训练时batch
 

size
 

设定为16,其余

数据集上时batch
 

size
 

设置为8,迭代次数(epoch)为100,
训练阶 段 学 习 率 初 始 值 设 定 为0.001,选 择 余 弦 退 火

(cosine
 

annealing)的方式来掌握学习率的降落幅度。

2.3 消融实验

  为了验证本文的DTE模块和ESCA-Net的有效性,本
文在CUB-200-2011、Stanford-Dogs、Stanford-Cars数据集

上进行了消融实验。实验结果如表2
 

所示。

表2 可变形令牌嵌入和高效可选择通道注意力

网络的消融实验分析

模型
参数量/

M
准确率/%

CUB Dogs Cars
CVT(baseline) 20.0 74.0 74.6 88.6
CVT+DTE 20.8 74.7 75.4 89.7

CVT+ESCA-Net 20.0 75.0 76.6 89.6
TransFR 20.8 75.5 77.0 90.1

  从表2实验结果可以看出,在未引入任何模块的情

况,基 准 骨 干 网 络 在 CUB-200-2011、Stanford
 

Dogs和

Stanford
 

Cars上分别实现74.0%、74.6%和88.6%的分类

准确率,在此基础上,在既替代卷积令牌嵌入模块的同时

又增加ESCA-Net注意力模块的情况下,模型的分类精度

可以达到75.5%、77.0%和90.1%,在3个数据集上分别

实现了1.5%、2.4%和1.5%的性能提升。特别地,当仅加

入DTE模块后,增强了模型对复杂形变物体的空间感知

能力,分 类 准 确 度 相 比 于 基 准 模 型 在 CUB-200-2011、

Stanford
 

Dogs和Stanford
 

Cars三个数据集上分别提升了

0.7%、0.7%和0.9%;在引入ESCA-Net注意力模块后,
增强了模型捕捉通道维度的信息特征能力,分类准确度在

CUB-200-2011、Stanford
 

Dogs和Stanford
 

Cars三个数据

集上分别提升了1%、2%和1%;实验结果表明,将DTE模

块与ESCA-Net注意力模块并行组合可以进一步带来性

能上的收益,其能捕获图像中更具判别性是区域,进而提

高模型的分类性能。

2.4 对比试验

  为进一步验证本文方法的优越性,将其与ECA-Net、

SE-Net、CA-Net[20]和CBAM[21]的等算法在
 

CUB-200-2011
公用数据集上展开实验,并与本文算法进行了对比。实验

结果如表3所示。

表3 不同注意力模型实验结果对比

模型
参数量/

M
计算量/

M
准确率/%
CUB

CVT 19.92 4
 

055.40 74.0

CVT+DTE+SE-Net 19.97 4
 

061.87 74.9
 

CVT+DTE+ECA-Net 19.95 4
 

061.85 75.0

CVT+DTE+CBAM 19.96 4
 

062.26 75.2

CVT+DTE+CA-Net 19.96 4
 

062.52 74.7

TransFR(ours) 19.95 4
 

061.85 75.5

  表3展示了本文模型TransFR在CUB-200-2011数据

集上与其他算法的实验对比结果。从测试结果可看出,本
文模型在分类准确度明显高于现存的大多数主流注意力

机制,展示了最先进的性能。如:本文引入的ESCA-Net注

意力机制与SE-Net、CA-Net、CBAM相比不仅参数量有所

减少,分类精度也明显提升。相比于ECA-Net,用不同数

量的卷积核学习不同通道之间的重要性,无法对具有关联

性的通道进行组合排序,本文注意力机制可以有效捕捉通

道之间的局部关联性,以获取更为相似的通道信息。
与基准骨干网络CVT相比,提升了1.5%的分类性

能,且在参数量增加忽略不计的条件下,在CUB-200-2011
细粒度图像数据集上获得了优异的分类结果,分类准确度

超过了75.5%。实验结果表明,本文在引入了注意力机制

和替换特征提取模块后的TransFR模型能有效学习到细

粒度图像分类的关键特征,从而提高模型的分类性能和泛

化能力。

2.5 性能分析

  本文模型与原CVT模型训练时的损失曲线进行对

比,由图5可以发现,本文方法损失下降速度更快,收敛更

快,也从侧面证明了本文模型的优越性。

图5 损失函数曲线
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2.6 TransFR可视化

  为了分析本文模型对网络提取特征能力的影响,本文

对特征提取网络输出层特征图进行可视化输出。从每个数

据集中分别选取3个样本图像进行可视化,如图6所示。

图6 特征图可视化结果

  图中深红色部位为目标检测相关区域。图6表明,本
文所提算法热力图中的显著性区域更为全面,主要集中在

局部更具有辨别性的位置,例如鸟类的翅膀、头部包含较

多的权重;狗类的关注点大多聚集在耳部和腿部等地方,
而车辆则大多聚集在车框、车灯等区域。这说明本文算法

能更好地学习细粒度图像特征,捕捉细节特征的能力

更强。

3 结  论

  本文以为Transformer基本框架,提出了一种基于改

进的Transformer细粒度图像识别算法。可变形卷积令牌

嵌入通过自适应调整采样点的位置,来改变卷积操作范围

和及其卷积核的形状,增强对空间信息的感知能力,以获

取更为精准的空间信息;高效相关通道注意力,通过通道

的自动选择,将通道注意力的计算从通道相邻转换成语义

相似,以获取更为相似的通道信息。而精准的空间信息和

语义相似的通道信息将有效提升细粒度图像识别问题的

特征感知能力,来提升其识别精度。实验显示,提出的模

型在多个细粒度图像分类上都有优异的分类准确度。
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