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摘　要：由于浅层神经网络网络结构和训练方式的限制，网络学习能力和泛化能力在大样本条件下没有深度学习网
络强，为此，提出了一种基于栈式混合编码器的水质传感器数据融合算法。该算法通过堆叠自动编码器和稀疏自动编
码器形成深度学习网络模型，实现对样本数据的特征挖掘和稀疏表示。经过大规模样本训练后的网络模型能够拟合
复杂非线性函数，对低质量的样本数据有一定的泛化能力，并提高预测分类的精度。仿真结果证明，提出的算法取得
了更高的评价分类准确率。
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０　引　　言

水资源控制着生态环境的变化和国家经济发展，当前
面临着恶化和污染等问题，所以需要对水资源进行水质监
测，为水资源的水质评价、预测提供参考性数据和基本手
段。根据水质监测系统中传感器检测的数据特点，引入数
据融合技术，对其进行多源的数据融合处理，得到综合性的
评价结果，能够为维护和管理当前水质状况提供了重要依
据。因此为了更好的对水资源进行水质监测和保护，探究
水质传感器的数据融合算法具有重大意义。

近年来水质传感器数据融合领域取得了一些研究成
果。Ｄｕ等［１］提出一种聚类灰色融合的预测模型对水质浊
度的变化趋势进行预测，该模型采用聚类融合方法和灰色

预测算法对传感器所采集的数据进行处理，将聚类融合处
理后的数据作为灰色预测控制的输入数据，灰色预测控制
的输出数据与融合数据进行对比分析，确定预测浊度值。

Ｎａｊａｈ等［２］基于 ＷＱＰ的数据融合模块，提出了基于神经模
糊推理系统（ＷＤＴ－ＡＮＦＩＳ）的增强小波去噪技术，该技术
可对含噪声的水质数据进行融合处理，对水质参数进行预
测，有助于决策者报告水质状况。Ｈｅ等［３］提出了基于自回
归模型和模糊Ｃ均值聚类相结合的融合算法，对多种传感
器监测的水质指标进行融合来检测水质异常。Ｔａｏｒｍｉｎａ
等［４］使用深度学习模型对管网供水系统遭受的物理攻击进
行检测，传感器数据用来训练自动编码器，从而对网络状态
进行映射，使整个模型对攻击过程中记录的传感器数据
敏感。
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深度学习不仅可构造出并行处理信息的网络模型，而
且具有自组织性和自适应性强、鲁棒性好等突出特点，这对
于处理水质传感数据含不完全信息和有噪声问题具有其优
越性，能够很好地实现水质数据融合。因此本文利用深度
学习在大样本数据优势下能使用深层网络拟合复杂非线性
函数，提出了基于栈式混合编码器的水质传感器数据融合
算法。仿真实验证明提出算法对水质传感器数据评价分类
取得更好的效果。

１　水质因子和分类标准

１．１　水质因子选取
指明水质状况的标准有单项指标和综合指标之分，本

文通过融合多种类型水质传感器测量的数据来获得综合指
标，实现对水质评价分类。本文研究的数据来源于浙江省
地表水水质自动监测数据系统，选取总磷、溶解氧、氨氮和
高锰酸钾作为４个融合因子。

１．２　水质分类标准
本文采用的分类标准基于《地表水环境质量标准》（ＧＢ

３８３８－２００２），根据地面水使用目的和保护目标，地面水可分
为５大类，每一类对应相应的功能和用途。地表水每一个
基本项目的标准值分为５类，不同的功能类别执行对应类
别的标准值。本文采用的融合因子总磷、溶解氧、氨氮和高
锰酸钾的标准限值如表１所示。

表１　地表水环境质量标准

参数
类别

Ⅰ Ⅱ Ⅲ Ⅳ Ⅴ
总磷 ０．０２　 ０．１　 ０．２　 ０．３　 ０．４
溶解氧 ７．５０　 ６．０　 ５．０　 ３．０　 ２．０
氨氮 ０．１５　 ０．５　 １．０　 １．５　 ２．０

高锰酸钾 ２．００　 ４．０　 ６．０　 １０．０　 １５．０

　　将此标准作为多水质传感器数据融合的基础标准，并
且每一类别对应神经网络的一个输出单元。

２　基于栈式混合编码器的水质传感器数据融合
算法

　　利用深度学习在大样本数据优势下能使用深层网络拟
合复杂非线性函数，提出了基于栈式混合编码器的水质传
感器数据融合算法。

２．１　自动编码器

Ｒｕｍｅｌｈａｒｔ等［５］在１９８６年首次提出了自动编码器
（ＡｕｔｏＥｎｃｏｄｅｒ，ＡＥ），并将其用于高维复杂数据处理，促进
了神经网络的发展。自动编码器是一种无监督的学习算
法，作为深度学习的重要组成部分，被广泛的应用到许许多
研究领域［６］。

１）自动编码器
自动编码器是由输入层、隐藏层和输出层组成的典型

３层对称神经网络，输入层与隐藏层之间的作用是对输入
数据样本进行编码，隐藏层与输出层之间主要作用是对隐
藏层输出数据进行解码。自动编码器的网络结构如图１
所示。

图１　数据集样本

输入层到隐藏层 为编码过程，实现输入Ｘ ＝ ［ｘ１，

ｘ２，…，ｘｎ］Ｔ 到隐藏层输出Ｃ ＝ ［ｃ１，ｃ２，…，ｃｍ］Ｔ 的映射转
换，编码函数如式（１）所示。

Ｃ＝ｆθ１（Ｘ）＝ｓｆ（Ｗ１Ｘ＋ｂ１） （１）
式中：模型参数θ１＝ ｛Ｗ１，ｂ１｝；ｓｆ 为编码器的激活函数，一
般为ｓｉｇｍｏｉｄ函数或者ｔａｎｈ函数；Ｗ１为ｍ×ｎ维的权值矩
阵；ｂ１为ｍ 维的偏移向量。

隐含层到输出层的解码过程，实现隐藏层输出表征Ｃ
逆向映射回ｎ维输入空间，得到重构输出Ｙ＝ ［ｙ１，ｙ２，…，

ｙｎ］Ｔ，解码函数为：

Ｙ＝ｇθ２（Ｃ）＝ｓｇ（Ｗ２Ｃ＋ｂ２） （２）
式中：模型参数θ２＝ ｛Ｗ２，ｂ２｝；ｓｇ 为解码器的激活函数，一
般为ｓｉｇｍｏｉｄ函数或者恒等函数；Ｗ２为ｎ×ｍ 维的权值矩
阵；ｂ２为ｎ维的偏移向量。式（１）和（２）中权值矩阵参数Ｗ１

和Ｗ２满足Ｗ２＝ＷＴ
１的关系，因此自动编码器需要求解的参

数为θ＝ ｛Ｗ１，ｂ１，ｂ２｝。
输出层的输出Ｙ可看作是对输入数据Ｘ 的预测，自动

编码器算法通过使输出Ｙ尽可能接近输入Ｘ来训练整个网
络参数。可以用重构误差函数Ｌ（Ｘ，Ｙ）来表示Ｙ与Ｘ的接
近程度，当ｓｇ 为 ｓｉｇｍｏｉｄ函数时，选用交叉熵 （ｃｒｏｓｓ－
ｅｎｔｒｏｐｙ）作为误差函数，则重构误差函数为：

Ｌ（Ｘ，Ｙ）＝ －∑
ｎ

ｉ＝１

［ｘｉｌｎ（ｙｉ）＋（１－ｘｉ）ｌｎ（１－ｙｉ）］

（３）
对于包含Ｎ 个训练样本数据的集合Ｓ ＝ ｛Ｘｉ ∈Ｒｎ，

ｉ＝１，２，…，Ｎ｝，自动编码器的损失函数为：

Ｊ（θ）＝
１
２　Ｎ∑

Ｎ

ｉ＝１
Ｌ（Ｘｉ，ｇθ２（ｆθ１（Ｘｉ））） （４）

为了解决传统自动编码器中存在过拟合的问题，通常
会增加一个权重衰减项（即Ｌ２正则项）来优化代价函数，权
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重衰减项的作用就是对网络的权值矩阵做一定的限制，因
此代价函数变为：

Ｊ（θ）ＡＥ＝Ｊ（θ）＋
λ
２
（‖Ｗ１‖２＋‖Ｗ２‖２） （５）

自动编码器的训练过程就是使损失函数最小化的过
程，可以通过各种优化函数对对损失函数做最小化处理，这
样就能够求解出最优化的自动编码器参数θ。

２）稀疏自动编码器
由于自动编码器输入和输出具有同样的维度，只需通

过训练学习得到一个恒等函数就能实现输入数据的完美重
构，而在实际应用中则希望训练学习得到复杂的非线性函
数，因此产生了稀疏编码器（ｓｐａｒｓｅ　ＡｕｔｏＥｎｃｏｄｅｒ，ＳＡＥ）。
稀疏编码器是对自动编码器进行了改进，具有更优的数据
特征学习能力［７］。

稀疏编码器通过寻找一组“超完备”基向量来更有效的
重构输入样本数据，发现隐藏在输入数据内部的模式与结
构。在自动编码器的基础上加上了稀疏性约束，即通过对
隐藏层每个单元的响应添加约束条件，使隐藏层单元只有
少数节点处于活跃状态的，而大多数节点处于抑制状态。
稀疏性约束的数学表达式为：

ρ^ｊ ＝
１
Ｎ∑

Ｎ

ｉ＝１
Ｃｊ（Ｘｉ） （６）

式中：Ｃｊ（Ｘｉ）表示第ｉ个输入样本数据在隐藏层的第ｊ个
节点上的激活度。

为了使隐藏层的节点满足稀疏性约束的要求，要求满
足式（７）：

ρ^ｉ ＝ρ （７）

式中：ρ为稀疏性参数，一般是一个很小的值，当ρ^ｉ 与ρ相
差太大的时候就采用基于ＫＬ散度（ＫＬ　ｄｉｖｅｒｇｅｎｃｅ）［８］的方
法进行惩罚，表达式如下：

ＫＬ（ρ‖ρ^ｉ）＝ρｌｏｇ
ρ
ρ^ｉ
＋（１－ρ）ｌｏｇ

１－ρ
１－ρ^ｉ

（８）

ＫＬ（ρ‖ρ^ｉ）有随着ρ^ｉ与ρ之间的差值增大而单调递

增的特性；当ρ^ｉ ＝ρ时，ＫＬ（ρ‖ρ^ｉ）达到最小值０。因此

将ＫＬ（ρ‖ρ^ｉ）函数加入到损失函数中，则稀疏自动编码器
的损失函数为：

Ｊ（θ）ＳＡＥ＝Ｊ（θ）ＡＥ＋β∑
ｍ

ｊ＝１
ＫＬ（ρ‖ρ^ｊ） （９）

式中：ｍ 表示隐藏节点数量；β表示稀疏性惩罚项的权重
系数。

２．２　网络结构
本文算法的网络模型总共有５层，第１层为输入层，中

间３层为自动编码器和稀疏自动编码器组成的栈式混合编
码器，实现对输入数据的特征挖掘和提取；第 ５层为

Ｓｏｆｔｍａｘ分类器［９］，实现对栈式混合编码器提取特征后的
分类输出。如图２所示，网络模型由输入层、栈式混合编码

器和Ｓｏｆｔｍａｘ分类器构成。其中，ｎ表示层数，ｈ表示每一
层编码器的维数，ｍ 表示输出层维数。

图２　栈式混合编码器结构

Ｓｏｆｔｍａｘ分类器主要解决多分类问题，是在Ｌｏｇｉｓｔｉｃ回
归的基础上进行了功能扩展。Ｓｏｆｔｍａｘ分类器不仅能给出
数据样本的分类结果，而且同时还给出结果对应的概率。

假设１个带标签的训练样本为 ｛（ｘ１，ｙ１），…，（ｘｌ，

ｙｌ）｝，经过栈式混合编码器特征提取后训练样本变为
｛（Ｃ３１，ｙ１），…，（Ｃ３ｌ，ｙｌ）｝，样本输入Ｃ３ 的维度为６。类别
标签ｙ可以取５种不同的值，因此对于训练样本的标签有

ｙｌ∈ ｛１，２，３，４，５｝。
假设ｐ（ｙ＝ｊ　Ｃ３）表示在输入Ｃ３ 的情况下，数据样

本被判定为类别ｊ的概率。当属于某类别的概率最大时，
就判定为该类别。因此对于本文提出网络模型的分类器，
输出将是一个５维的向量，输出结果为：

ｈ（Ｃｉ３）＝

ｐ（ｙｉ ＝１　Ｃｉ３；）

ｐ（ｙｉ ＝２　Ｃｉ３；）


ｐ（ｙｉ ＝５　Ｃｉ３；）

熿

燀

燄

燅

（１０）

式中：Ｃ３ｉ 表示第ｉ个训练样本在第３层隐藏层的输出；
为Ｓｏｆｔｍａｘ分类器的模型参数，由５种类别所对应的分类
器参数组成，关系如式（１１）所示。

＝ ［Ｔ
１，Ｔ

２，Ｔ
３，Ｔ

４，Ｔ
５］Ｔ （１１）

输出结果经过归一化处理后为：

ｈ（Ｃｉ３）＝
１
Ｚ

ｅｘｐ（Ｔ
１Ｃｉ３）

ｅｘｐ（Ｔ
２Ｃｉ３）


ｅｘｐ（Ｔ
５Ｃｉ３）

熿

燀

燄

燅

（１２）

其中Ｚ表达式为：

Ｚ＝∑
５

ｊ＝１
ｅｘｐ（Ｔ

ｊＣｉ３） （１３）
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Ｓｏｆｔｍａｘ分类器的损失函数为：

Ｊ（）＝ －
１
ｌ∑

ｌ

ｉ＝１
∑
５

ｊ＝１
ｓ｛ｙｉ ＝ｊ｝ｌｇ

ｅｘｐ（Ｔ
ｊＣｉ３）

∑
５

ｋ＝１
ｅｘｐ（Ｔ

ｋＣｉ３）
＋

τ
２∑

５

ｉ＝１
∑
６

ｊ＝１
ｉｊ

２ （１４）

其中ｓ｛ｙｉ＝ｊ｝为指示性函数，如果大括号中的值为假
则输出结果为０，如果值为真则输出结果为１。第２项为

Ｌ２正则项，即权重衰减项，用来惩罚权值过大的参数，使参
数收敛于全局最优值，τ为权重系数。

２．３　网络训练

训练学习时分为无监督的预训练和有监督学习两个阶
段［１０］。无监督的预训练阶段表示学习过程，通常是利用无
标签的数据集对隐藏层进行逐层的预训练，训练时保持其
它层参数不变，将前一层的输出特征表示作为当前层的输
入，完成该层网络的训练后，将该层网络输出特征又作为下
一层的输入。有监督学习阶段可分为有监督分类学习和有
监督网络微调，有监督分类学习是使用带标签的数据对

Ｓｏｆｔｍａｘ分类器进行训练，将样本数据经过栈式混合编码
器部分处理后的输出数据作为分类器的输入，然后使用ＢＰ
算法对Ｓｏｆｔｍａｘ网络进行训练学习。有监督网络微调将无
监督的预训练和有监督分类学习获得的网络参数作为整个
网络模型的初始化系数，然后通过有监督的目标学习对整
个网络进行微调，最后能够训练出带有预测目标的深度学
习网络模型。

２．４　算法实现步骤

本文算法的实现流程主要可以分为两个阶段，第１阶
段首先通过训练样本对网络进行训练学习，确定整个网络
模型的参数；第２阶段使用训练好的网络模型进行水质数
据进行综合预测分类。栈式混合编码器网络模型的算法实
现步骤如下：

１）无监督预训练
（１）确定网络模型的整体结构，并对网络参数以随机初

始化的方式进行初始化，确定训练样本数据集；
（２）将训练样本数据不使用标签作为输入，利用自动编

码器方法训练第１个隐藏层的网络参数，并使用训练好的
网络参数计算出第１个隐藏层的输出；

（３）将经过步骤（２）处理后的输出数据作为第２个隐藏
层的输入，利用稀疏自动编码器方法训练第２个隐藏层的
网络参数，使用训练好的网络参数计算出前两个隐藏层的
输出结果；

（４）将步骤（３）的输出作为第３个隐藏层的输入，使用
与步骤（３）相同的方法对隐藏层进行网络参数训练；

２）有监督分类学习
（５）将步骤（４）的输出作为Ｓｏｆｔｍａｘ多分类器的输入，

然后利用样本数据的标签对Ｓｏｆｔｍａｘ分类器的网络参数进
行训练；

３）有监督网络微调
（６）将步骤（２）～（５）训练得到的网络参数作为整个深

度学习网络（３个隐藏层和１个Ｓｏｆｔｍａｘ输出层）参数初始
化的值，然后使用带标签样本数据对整个网络参数进行网
络微调，最后得到最优的网络参数值；

４）网络模型测试分类
（７）使用训练好的网络模型对测试样本数据进行预测

综合分类。图３所示为本文算法的流程。

图３　本文算法流程

３　实验结果与分析

实验数据选取来自浙江省地表水水质自动监测数据系
统监测的５　０００组水质传感器数据记录，每组数据包括总
磷、溶解氧、氨氮和高锰酸钾４个指标元素。选择其中

４　０００组数据记录对本文提出的网络模型进行训练学习，而
另外１　０００组数据记录作为测试样本集。

为了验证本文提出的基于栈式混合编码器（ｓｔａｃｋ
ｈｙｂｒｉｄ　ｅｎｃｏｄｅｒ）的水质传感器数据融合算法的有效性，将
该算法与基于ＢＰ神经网络的分类算法、基于ＲＢＦ神经网
络的分类算法、基于深信度网络（ＤＢＮ）模型的分类算法和
基于栈式稀疏编码器（ｓｔａｃｋ　ｓｐａｒｓｅ　ｅｎｃｏｄｅｒ）的分类算法进
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行比较分析。
将基于ＢＰ神经网络的分类算法记为ＢＰ，将基于ＲＢＦ

神经网络的分类算法记为ＲＢＦ，基于栈式混合编码器的水
质传感器数据融合算法记为ＳＨＥ，将基于栈式稀疏编码器
的分类算法记为ＳＳＥ，基于深信度网络模型的分类算法记
为ＤＢＮ。

３．１　参数设置
栈式混合编码器部分中自动编码器的激活函数设置为

ｓｉｇｍｏｉｄ函数，权重衰减项系数λ＝０．０３。 稀疏自动编码
器激活函数和权重衰减项系数与前一层的自动编码器保持
一致［１１］。

稀疏自动编码器能够学习到有用的数据特征表达并同

时对输入的高维数据进行有效降维［１２］。稀疏惩罚项的权
重系数β的主要作用是控制整个网络模型对稀疏性的要
求，稀疏性参数ρ的主要作用是调节隐藏层神经元的激活
概率，控制每个神经元只对某一类型数据或特征才会有响
应［１３］。因此选取合适的参数对于发挥整个稀疏自动编码
器的性能十分重要，为了找到适合的参数，将采用组合实验
的方式，选取最高预测分类准确率对应的参数组合作为最
优参数［１４］。由于β与ρ只对输入样本数据的类型敏感，而
对训练样本数量敏感性较低，所以为了提高实验效率，选取

５００组训练样本进行训练和１００组测试样本进行预测分
类。每组参数组合进行５次实验，对分类准确率进行取平
均值。不同的参数组合，对应的测试结果如表２所示。

表２　模型参数选取对分类准确率影响结果 ％

参数 β＝１ β＝１．５ β＝２ β＝２．５ β＝３ β＝３．５ β＝４

ρ＝０．１０　 ５８．６　 ５７．８　 ６２．０　 ５８．４　 ６１．４　 ５９．４　 ４９．６

ρ＝０．１５　 ６１．０　 ６１．６　 ６４．６　 ６９．６　 ７８．８　 ７０．８　 ６９．０

ρ＝０．２０　 ７０．４　 ７３．０　 ７６．４　 ７０．６　 ７５．８　 ７３．４　 ７２．４

ρ＝０．２５　 ８３．２　 ８４．２　 ８４．６　 ８５．０　 ８６．４　 ８３．６　 ８２．６

ρ＝０．３０　 ７４．８　 ７５．６　 ７３．２　 ７３．４　 ７４．６　 ８１．４　 ７５．４

　　从表２中可以看出基于栈式混合编码器网络模型的
预测准确率随着β与ρ的不同组合而不断变化，当稀疏性
参数ρ＝０．２５和稀疏性惩罚项的权重系数β＝３时，网络
模型的预测准确率达到最大值，因此选择此参数组合作为
网络模型的最优参数。

３．２　实验分析

１）有监督网络微调时损失函数值
首先设计实验比较本文提出的算法和栈式稀疏编码

器算法在进行有监督网络微调时损失函数值的变化情况，
设置网络微调的目标精度为，当迭代时前后两次输出结果
误差小于设置的目标精度就停止迭代训练，损失函数值变
化曲线如图４所示，从图４中可以看出ＳＳＥ方法进行网络
微调时，经过８５８次迭代达到目标精度，此时损失函数值
为０．０１２　３。本文提出ＳＨＥ方法进行网络微调时，当迭代
次数达到３９１次时，它的损失函数值开始小于ＳＳＥ方法的
损失函数值，经过８６５次迭代后，满足设置的目标精度，此
时损失函数值为０．００９　４。虽然ＳＳＥ方法一开始收敛速度
较快，但是最终达到的损失函数值比本章提出算法模型的
损失函数值大。由于损失函数值表示的是样本目标输出
和实际输出之间的误差［１５］，所以可以得出ＳＨＥ方法在进
行样本数据训练时，具有更好的样本学习能力，能够更好
的拟合样本内部特征关系，即输入和输出之间的复杂非线
性映射能力更强。

２）测试样本预测分类准确率指标

３种模型的预测分类准确率如表３所示。
从表３中可以看出提出的ＳＨＥ方法对水质传感器样

　　

图４　损失函数值变化曲线

表３　测试样本的预测分类准确率 ％

方法 ＢＰ　 ＲＢＦ　 ＳＳＥ　 ＤＢＮ　 ＳＨＥ
微调前准确率 无 无 ８４．３０　 ２１．５０　 ８９．８０
准确率 ８８．７０　 ９４．９０　 ９８．２０　 ９７．６０　 ９８．６０

本数据的预测分类准确率在网络微调之前为８９．８０％，经
过微调之后达到９８．６０％，说明有监督网络微调对于提高
网络模型的预测准确率有积极、重要的影响。提出的算法
比ＳＳＥ方法的预测分类准确率高０．４０％，比ＤＢＮ方法的
预测分类准确率高１％，而且从表中可以看出深度学习方
法比ＢＰ和ＲＢＦ等浅层神经网络在大样本条件下取得更
高的分类准确率。所以提出的ＳＨＥ方法在大样本水质据
样下取得的分类效果更好。
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４　结　　论

为解决浅层神经网络学习能力和泛化能力的局限问
题，本文采用一种基于栈式混合编码器的水质传感器数据
融合算法，通过堆叠自动编码器和稀疏自动编码器形成深
度学习网络模型，实现对样本数据的特征挖掘和稀疏表
示，解决了浅层神经网络在大样本条件下学习能力不足的
问题，能够很好拟合数据内部复杂非线性函数关系，而且
可以避免过拟合问题，仿真实验结果验证了该算法在样本
较多情况下预测分类的准确性。本文尚有不足之处，下一
步可针对不同传感器数据类型融合编码，结合深度学习网
络提高表示方法的普适性。
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