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摘!要!为了将已有的英文主题向量模型更好地应用于中文的主题向量训练#并且解决主题个数事先确定的缺点$

本文将原有模型中#文档向量和词向量线性相加的方式改为内积的方式#并结合文档向量)字向量和词向量三者一起
训练主题向量$当得到主题向量后通过聚类方法将相似的主题聚集在一起#以此来确定主题个数$实验表明#该方法
训练出的主题词的相关性较原有模型和传统模型有所提升#并且能够获得较为合理的主题个数#同时#还能够得到词
向量#主题向量和文档向量$

关键词!主题模型%字向量%主题向量%词向量%文档向量%字词嵌入
中图分类号!$]4C2%$’34!!文献标识码!*!!国家标准学科分类代码!91371303
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<!引!!言

主题模型被广泛地运用于文档的主题提取#与降维等

方法不同的是#主题模型提取出的主题信息是可以解释#并
且容易 被 理 解 的$传 统 的 方 法 有 潜 在 狄 利 克 雷 分

布*4+&MFB@=BV?P?<JM@BFMML<FB?L=#"6*(#该模型假设一篇文

章由若干主题组成#每个主题又由若干词按一定概率组成$

在此基础上延伸出的改进模型有从语料中估计出主题个数

的层级"6**1+)假设主题随着时间的变化而变化的时态主

题模型*2+)半监督的主题模型*0+)利用变分自动编码去加速

主题训练的模型*9+和利用神经网络去训练主题的模型*8+

等$尽管针对主题模型有各种改进#但是绝大多数的主题
模型都是词袋模型#没有较好地利用文本的语义和上下文

信息#且在训练模型时需要事先设置主题个数#而主题个数
的设置对训练出的主题质量有一定地影响#如果设置的主
题个数太大则会使得训练出的主题交叉性较大$设置的太
小则不能很好的训练出主题$

为了解决词袋模型的缺点#本文将引入能够捕捉语言
中的语义和句法规则的潜在向量$目前#已经有很多研究
中融入了潜在向量$"@等*D+提出了段落向量%a?PLQ等*C+

提出了句子向量%.JLQJ等*5+构造上下文长短期记忆网
络&ML=GQJLPB\B@PA A@ALPK#"+$)(去提取句子特征向
量$)LLVK*43+将"6*和词向量&ULPV1S@<BLP(相结合#在

运用负采样方式进行词向量训练的模型*44+中#融入文档向
量#即主题向量模型&MVF1S@<(模型$该方法可以很好地运
用于英文文本的主题训练$相较于英文文本#在中文文本
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中#分词技术的好坏对词向量的训练的影响较大#为了降低
由于分词带来影响并同时提高主题向量和词向量的训练结
果#本文将在MVF1S@<模型中加入字向量#同时为了更适用
于应用场景#在计算上下文向量时#将文档向量和词向量线
性相加的方式改为文档向量与字词向量的内积方式$简而
言之#本文提出了结合字向量)词向量和文档向量的主题向
量训练方式$在训练模型时可以将主题个数的初始值设置
相对大些#当训练好主题向量后通过聚类方法把相似的主
题聚集在一起#从而可以得到较好的主题个数$同时#与

MVF1S@<已有的采用将#JF?=@P框架*41+进行训练的方式不
同#本文采用B@=QLPNMLU和.],相结合#也很好地提高了
模型训练的速度#并且避免了大量包库的安装$

=!,$)>*-(

MVF1S@<模型将ULPV1S@<BLP和"6*模型相结合$在
训练词向量时#不直接使用词向量来预测上下文向量$而
是使用词向量和文档向量一起来预测上下文向量#模型框
架如图4所示*4+$

图4!MVF1S@<模型

其中#文档主题权重是文档有关于主题的6?P?<JM@B分
布#通过QLNBAFY函数转换成文档主题概率$再与主题向

量相乘得到文档向量$而文档向量9
8

< 和单词向量:
8

< 相

加#为文档中的每个单词生成上下文向量;
8

<#如式&4(
所示$

;
8

< #:
8

<(9
8

< &4(
该方法的优势在于#当去寻找与词语0北京1最相似的

词时#一般的ULPV1S@<模型很大概率会预测出0天津1)0南

京1)0中国1等词$但如果该篇文章主题是与天气相关的#
运用MVF1S@<模型#预测出的相似词还会包含0雾薶1)0沙尘
暴1等#该方法能够很好的将词语与语境相结合$

MVF1S@<不仅能学习单词的词向量#同时还能学习主题
向量和文档向量$在MVF1S@<模型中#文档向量#主题向量
和词向量三者的隐层维度是相同的$所以在得到主题向量
后#只需要计算与该主题最相近的词向量即可得到该主题
下的词$

MVF1S@<的损失函数由两部分构成#一部分是负采样损
失&Q>?OGPFA=@GFB?S@QFAOM?=GMLQQ#+.’+(*44+#另一部分
是有关于文档主题的6?P?<JM@B分布$如式&1(所示$

F#-0<
F)>40< (F! &1(

F)>40< #MLG13&;
8

<,:
8

0((-
)

J#3
MLG13&2;

8

<,:
8

J( &2(

F! #!-<’
&,24(MLG1U<’ &0(

式中!-0<F)>40< 是 +.’+损失#与利用负采样方式训练

ULPV1S@<的损失函数是一致的#具体形式如式&2(所示%;
8

<

是上下文向量%:
8

< 是中心词向量%:
8

0是目标词向量%:
8

J是
负采样的词向量$有关文档主题分布的损失如式&0(所示#

U<’表示文章<属于主题’的概率$参数’是调节负采样损
失和文档主题分布损失的比重$当希望文档的主题分布是
稀疏的#即文章很大概率的属于某些主题时#则将参数(设
置为3#4$而, 14代表#文章等概率的选择主题$当

,#4时#则式&0(的损失函数为3#即在训练词向量时#只
考虑负采样的损失#等价于不利用文档信息的负采样词向
量训练$

>!结合字向量的主题向量训练

在词向量训练时#大多数都是以词为最小单元进行训
练#忽略了词语的内部组成$尤其对于中文#一个词语由多
个字组成#每个词都含有丰富的内在信息$词的语义和其
组成的字有很大的关联$而MVF1S@<最初提出来是运用于
英文的主题向量训练#并不是很适用与中文的主题向量训
练$#J@=等*42+在训练中文词向量时融入了字向量#并做
了大量对比实验证明字词联合的词向量训练可以得到较好
的结果$所以本文在主题向量训练的过程中也融入了字向

量$即本文采用结合字向量;<8== #词向量:
8 和文档向量;

8的
主题向量训练方式$模型如图1所示$

图1!融合字向量的主题向量模型

在MVF1S@<模型中词向量和文档向量是通过相加得到
上下文向量的$更有理由认为#文档向量是该文档在主题
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的每个隐层的权重#与词向量的每个隐层进行内积更具有
说服性$实验结果也证明了这一点$

在训练词向量时#把组成词语的汉字单独取出来#与词
向量和文档向量一起进行训练$这样就使得那些共享汉字
的词语之间产生了联系$而针对类似于沙发)巧克力等非
合成词#导入了文献*42+中的词典库#对于这些词语不去进
行单个字的拆分处理$

>?=!上下文向量

在用负采样方式训练上下文向量;
8

< 时#它由词语向量

:
8

<#单个汉字向量;<8== 和文档向量9
8

< 相结合的得到#如
式&9(所示$

;
8

< # &:
8

<(;<8== (,9
8

< &9(
以上这0个向量隐层维度都是一样的$将词向量和字

向量相加得到的向量称为字词向量$字词向量(
8

< 的计算
方法如式&8(所示$

(
8

< #%,:
8

<(&42%(
4
M<
-

M<

’#4
;<’8== &8(

式中!字词向量是由字向量和词向量按照一定的比列相加

得到的$M< 是词:< 中包含字的个数%-
M<

’#4
;<’8== 是词语中

的汉字向量等权相加$由于同一个汉字#在不同的词语中
可能会有完全不同的语义#如果使用一个向量来表征一个
字#那么可能无法标志出这些差异性#所以本文采用多个向
量来表征同一个汉字$使用基于位置的字向量嵌入#即同
一个汉字根据其在词语中出现的位置不同#对应不同位置
的向量表现形式$因为考虑到一般情况下词语包含两个汉
字#为了节省空间#本文将位置分为了非第一个和非最后一
个词两个位置#实验结果表明#与将字的位置分为前中后2
种的模型#可以取得一样好的效果$

>?>!文档向量

文档向量9
8

<是由潜在主题向量=
8

3#=
8

4#/#=
8

’和文档主
题的6?P?<JM@B计算得到#如式&D(所示$

9
8

< #U<3=
8

3(U<4=
8

4(/(U<’=
8

’(/(U<)=
8

) &D(

式中!>
8

<’ 是在文档< 中主题’ 所占比重#由主题的

6?P?<JM@B分布通过QLNBAFY函数后计算得到#得到的32

>
8

<’ 24#并且-’>
8

<’ #4$ 当训练得到主题向量时#可以

通过获取与主题向量最相关的前M 个词#作为该主题下的
词$当有任意两个主题中包含的词重复性较大或者主题向
量之间的距离较小时#可以合并这两个主题$因此只要将
主题个数设置的大些#并且通过合并比较相近的主题#就能
够在无监督的语料训练中得到较好的主题个数$避免了现
在大多数主题模型中主题个数的选择$

>?@!损失函数
本文模型的损失函数同MVF1S@<一样#由两部分构成#

一部分是负采样的损失函数#一部分是如式&1(所示有关文
档主题分布的损失函数#不同的是在计算公式中上下文向

量;
8

< 时融入了字向量$在式&2(中有关负采样词个数)的
选择#也会对训练出来的主题有影响$一般会选择训练样
本中文本词总个数8的0指数倍#即80$ 通过实验#最终
选择的0_37D$模型的训练采用的是 *VFA 方法进行
优化$

@!实!!验

@?=!实验数据
实验采用清华的中文语料$在一般的主题模型中语料

的清洗的好坏对于实验结果很重要$如果清洗的不好#就
会造成有些高频词几乎出现在每一个主题中$但是在本文
的主题向量模型中#不进行清洗也可以训练出好的主题$
清华语料中共有40大类#共有D8C049篇文章#利用结巴
进行分词后得到41808D9个词#由于文本太大#本文在每
个类别中选择93333篇进行训练#针对没有93333篇的类
别对该类别下的文章进行重复随机采样以达到93333篇$
最终得到D3万篇文章#C8D25C个词$为了验证本文在清
洗语料后效果的好坏#对全部的清华语料进行清洗#去掉停
用词和出现频率低于43的词#最终得到1480C2个不同
的词$

@?>!评估方法
采用的是 归 一 化 点 互 信 息 &=LPAFM?[@VOL?=BU?Q@

AXBXFM?=NLPAFB?L=#’])((*40\49+#其计算方法如式 &C(
所示$

MVN/&7(#-
M24

0#4
-
M

<#0(4

MLG1
U&D0#D<(
U&D0(U&D<(

2MLG1U&D0#D<(
&C(

在’])(评价方法中#MVN/&7(表示主题7的相关
性#取主题7的BLO\’主题词集D4#D1#/#DM 进行计算#
最后取$ 个主题的平均主题相关性作为评估指标#平均主
题相关性越大#表示模型越优$

@?@!结果分析

4(主题相关性对比实验
为了验证提出模型的准确度#本文选取了以下几个流

行模型进行对比实验$

"6*是‘M@?等*4+提出的挖掘文本语料隐含主题的方
法#使用.?WWQ采样法进行后验推断$

’d6)是 )?FL等*48+提出的用神经网络推断后验一
种方式$其中隐层结点为433#学习率为3739#迭代次数
为433$

]PL"6*是+P?SFQBFSF等*9+提出的基于变分贝叶斯自动
编码器主题模型#同样采用变分自动编码器进行推断学习#
设置了1层网络#隐层结点一共有133个#学习率为37339$

MVF1S@<是结合词向量和文档向量的主题向量训练
模型$

本模型中超参数0设置为37D#初始化主题个数设置
为433#当两个主题向量的相似度大于375时#将这两个主

,49,
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题进行合并$最终得到0D个主题#而其他模型中主题个数
均设置为433个$实验结果用主题相关性进行分析$同
时#将本文模型记为#\MVF1S@<#结果如表4所示$从表4
可以看出#本文的模型优于传统的"6*模型和本文参考的
原始MVF1S@<模型$

表=!平均主题相关性

#\MVF1S@< MVF1S@< "6* ’d6) ]PL"6*
37840 3783C 37498 37354 37119

1(0对主题相关性的影响
进行负采样时#超参数0的选择会对实验结果有所影

响$0的设置对主题相关性的影响如表1所示#当0选择
37D时#能够得到较好的主题相关性$

表>!#对主题相关性的影响

0 379 378 37D 37C 375
主题相关性 37950 3795D 37840 37844 37830

2(主题词质量查看
为了查看主题词的质量#在实验中选取9个主题进行

显示#每个主题选择与该主题向量最相似的前43个单词进
行显示#如表2所示$第4行是主题标签#每一列对应着每
个主题下的词$通过观察#可以得知每一个主题代表着一
个类别#且主题之间的交叉性较小$在清华语料中#福彩和
体彩都属于彩票这一类#而本文的模型可以将其区分开来#
并且0中奖1一词同时属于这两个类别#这一结果也是合理
的$同样的#在体彩与体育#体育与教育也有类似的情况$
同时#每个主题下的词语相关性比较大$由此可见#本文采
用的方法获得了一定的效果$

表@!主题词

福彩 体彩 体育 教育 时政
开奖 叫停 球员 文化 议论
中奖 足彩 球队 德育 政治
日期 私彩 比赛 教师 时事
七乐彩 胜负彩 球迷 学前教育 言行
双色球 大乐透 林书豪 义务教育 中国梦
奖池 竞彩 中超 体育 时弊
号码 足球 皇马 教学 理论
走势 中奖 奥运 学习 创新
金额 半全彩 欧冠 高等教育 社会
刮刮乐 进球彩 尼克斯 国民教育 精神

!!从以上实验可以得知#在中文语料中训练主题向量时融
入字向量#得到的结果从主题的相关性和主题词的质量上都
有所改善$并且不管语料事先是否清洗#都能得到较好的主
题词$同时#实验得到的文档向量还可以用于文本分类$

A!结!!论

本文在MVF1S@<模型中加入字向量#将其更加适用于中
文的主题向量训练$并通过相似主题向量的合并#得到合理
的主题个数#避免了大多数主题模型需要认为设定主题个数
的缺点$实验表明#本文提出的模型优于MVF1S@<模型#在主
题相关性上得到了较理想的结果$未来的工作将考虑在该
模型中加入时间序列和在由字向量组成词向量时#针对在同
一个词中不同的字的权重可以加入FBB@=B?L=机制$
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