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摘 要:膝骨关节炎是老年人群体的常见疾病,具有较高的致残性。依托深度学习算法开展膝骨关节炎的自动诊断,
具有重要的应用价值。为此,提出了一种基于改进Swin

 

Transformer模型的膝骨关节炎X光影像自动诊断算法。通

过两层全连接层加ReLU激活函数的结构替换颈部网络的全局平均池化层,对迁移学习进行保护;在头部网络中添加

全连接层与Tanh激活函数,组合出更多非线性特征;在数据预处理和模型训练过程中,分别依托 Albumentations库

和添加 Mixup模块以此实现数据增强处理。实验结果表明,所提算法能够有效提升膝骨关节炎X光影像的分类精

度,在Kaggle网站的公开数据集上诊断精度达到76.0%;同时,经过在其他膝骨关节炎X光影像数据集与不同领域

的医学影像数据集上进行泛化实验,结果表明其具有较好的泛化能力,进一步证明所提算法的有效性。
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Abstract:Knee
 

osteoarthritis
 

is
 

a
 

common
 

disease
 

in
 

the
 

elderly
 

population,
 

which
 

is
 

highly
 

disabling.
 

Automatic
 

diagnosis
 

of
 

knee
 

osteoarthritis
 

based
 

on
 

deep
 

learning
 

algorithm
 

has
 

important
 

application
 

value.
 

Therefore,
 

an
 

automatic
 

diagnosis
 

algorithm
 

of
 

knee
 

osteoarthritis
 

based
 

on
 

improved
 

Swin
 

Transformer
 

model
 

is
 

proposed.
 

The
 

transfer
 

learning
 

is
 

protected
 

by
 

replacing
 

the
 

global
 

average
 

pooling
 

layer
 

of
 

the
 

neck
 

network
 

with
 

a
 

two-layer
 

fully
 

connected
 

layer
 

plus
 

ReLU
 

activation
 

function.
 

Adding
 

full
 

connection
 

layer
 

and
 

Tanh
 

activation
 

function
 

to
 

the
 

head
 

network
 

to
 

combine
 

more
 

nonlinear
 

features;
 

in
 

the
 

process
 

of
 

data
 

preprocessing
 

and
 

model
 

training,
 

data
 

enhancement
 

is
 

realized
 

by
 

relying
 

on
 

Albumentations
 

library
 

and
 

adding
 

Mixup
 

module
 

respectively.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

algorithm
 

can
 

effectively
 

improve
 

the
 

classification
 

accuracy
 

of
 

X-ray
 

images
 

of
 

knee
 

osteoarthritis,
 

and
 

the
 

diagnostic
 

accuracy
 

reaches
 

76.0%
 

on
 

the
 

public
 

data
 

set
 

of
 

Kaggle
 

website.
 

At
 

the
 

same
 

time,
 

the
 

generalization
 

experiments
 

on
 

other
 

X-ray
 

image
 

data
 

sets
 

of
 

knee
 

osteoarthritis
 

and
 

medical
 

image
 

data
 

sets
 

in
 

different
 

fields
 

show
 

that
 

it
 

has
 

good
 

generalization
 

ability,
 

which
 

further
 

proves
 

the
 

effectiveness
 

of
 

the
 

proposed
 

algorithm.
Keywords:knee

 

osteoarthritis;Swin
 

Transformer;automatic
 

diagnosis;data
 

augmentation

 收稿日期:2024-05-14
*基金项目:辽宁省研究生教育教学改革研究项目(LNYJG2022010)、辽宁省普通高等教育本科教学改革研究项目(2022-10140-11,2021-10140-
11)、辽宁大学研究生优质在线课程建设与教学模式综合改革研究项目(YJG202202095,YJG202301021)、辽宁大学本科教学改革研究项目

(JG2023CXCY04)资助

0 引  言

  膝骨关节炎(knee
 

osteoarthritis,KOA)属于异质性疾

病的一种,多发于老年人群体,尽早地发现和及时治疗对于

KOA预后有着积极意义[1]。X射线检查因普及性和经济

性成为早期KOA检查的通用手段。凯尔格伦和劳伦斯分
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级系统统(kellgren
 

and
 

lawrence
 

grading
 

system,KL)是世

界卫生组织认可的最常用 KOA临床量表,根据是否存在

关节间隙狭窄、有无骨赘产生、软骨下骨是否硬化与畸形

等,按照轻重程度分成从0~4级共5个等级。随着深度学

习技术的不断发展,运用深度学习算法进行 KOA严重等

级的自动诊断,有着较高的应用价值。Antony等[2]率先使

用深度学习算法做出多种尝试,将 KL等级任务作为一个

回归问题,并且使用均方根损失进行微调;随后 Antony
等[3]使用完全卷积模型并且优化交叉熵和均方损失得加权

比率,最终获得63.6%的分类准确率。Tiulpin等[4]提出

Deep
 

Siamese卷积神经网络模型来测量 KOA严重程度,
其使用随机种子选择不同的膝关节连接子区域,通过融合

所选区域的预测,获得66.7%的分类准确率。Gorriz等[5]

使用注意力机制充当膝关节区域的无监督细粒度探测器,
获得64.3%的分类准确率;Chen等[6]对VGG网络进行微

调,改进模型损失函数,使用可调整序数损失进行分类,在
Github网 站 上 公 开 数 据 集,获 得 69.7% 的 分 类 精 度。

Cueva等[7]提出基于Deep
 

Siamese和ResNet-34的半自动

计算机辅助诊断模型,多分类准确率平均值为61%;Gu
等[8]提出一种基于YOLO

 

v3-Tiny定位和使用VGG-16模

型分类的算法,获得了68.5%的分类准确率。
针对目前KOA的X光影像自动诊断识别准确率较

低、所使用网络模型较为传统的问题,本文提出了一种基于

改进Swin
 

Transformer模型的KOA自动诊断算法。针对

在模型训练过程迁移学习会导致源域与目标域跨度较大、
影响模型精度的问题,通过两层全连接层加ReLU激活函

数的结构替换原模型颈部网络中的全局平均池化层,对迁

移学习进行保护。在头部网络中添加全连接层与Tanh激

活函数,组合出更多非线性特征。在数据预处理和模型训

练过程中,分别依托Albumentations库和添加 Mixup模块

以此实现数据增强处理,从而提升模型泛化性能。实验结

果表明,所提的改进方法能够有效提升模型的分类精度;同
时,本文先后在同领域的其他膝骨关节炎X光影像数据集

与不同领域的结肠无线胶囊内窥镜图像数据集上进行泛化

实验,结果表明所提算法具有较好的泛化能力,进一步证明

所提算法的有效性。

1 Swin
 

Transformer网络结构

  Swin
 

Transformer在 Vision
 

Transformer(ViT)模型

基础 上 提 出 类 似 卷 积 神 经 网 络 (convolutional
 

neural
 

networks,
 

CNN)的位移窗口方法,通过分层设计使得多个

等级窗口结合解决了图像大小的二次方复杂度问题[9],对
比CNN模型拥有更好的全局建模的能力。

Swin
 

Transformer模型由Swin
 

Transformer块堆叠

而成,中间穿插Patch
 

Merging下采样。块中独特采用两

种多头自注意力机制,一种是基于窗口的多头自注意力机

制(windows
 

multi-head
 

self-attention,
 

W-MSA);另一种是

基于滑 动 窗 口 的 多 头 自 注 意 力 机 制 (shifted
 

windows
 

multi-head
 

self-attention,
 

SW-MSA),两种注意力机制交

替使用并穿插残差连接,其结构如图1所示。

图1 Swin
 

Transformer块结构示意图

Fig.1 The
 

architecture
 

of
 

Swin
 

Transformer
 

block

2 基于改进Swin
 

Transformer的自动诊断算法

2.1 框架设计

  原始Swin
 

Transformer模型颈部网络采用全局平均

池化操作,这虽符合如今采用全局平均池化替换全连接层

的网络设计趋势,但会损失特征图的空间特征信息,并且全

连接层(fully
 

connected,
 

FC)相较于全局平均池化层有着

保护迁移学习的作用,对此本文将原始Swin
 

Transformer
模型颈部网络中的全局平均池化层替换为两层FC层加

ReLU的结构;与此同时,在头部网络中添加全连接层与

Tanh激活函数,进而在网络提取特征时获取更多的非线性

特征组合;本文在头部网络中添加全连接层与Tanh激活

函数;最后为提升模型的泛化性能,添加 Mixup模块和基

于Albumentations库的数据增强操作;改进模型的结构如

图2所示。

2.2 改进颈部网络

  Swin
 

Transformer模型的颈部网络采用一个全局平均

池化层,通过其将主干网络中输出的二维特征图转换为一

维特征图,以适应最后分类头部网络中的全连接层,起到良

好的衔接作用。但模型中使用池化操作时应当考虑特定任

务中出现在图像内的特征尺度,选取不同的池化方式[10],
全局平均池化也有其局限性。由于其本质属于平均池化,
若输入图像的所有像素值较低,那么经过池化操作会出现

对比度方面的信息下降的问题,使特征图像会变得模糊,甚
至当大多数区域的值为零时问题会进一步恶化,效果将显

著降低[11]。并且全局池化操作实现对输入信息中局部特

征的无序表示,无论要识别的特征信息处于什么位置都能

用少量的信息来捕获区分特征,但采用此方式便完全忽略

了局部特征位置,这种少量信息表示可能会面临一些失败

的分类问题。对于医学影像分类问题,位置信息也是有用

的,所以使用全局平均池化操作,虽然符合流行趋势但也存
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图2 改进Swin
 

Transformer的自动诊断算法整体网络结构

Fig.2 Overall
 

network
 

structure
 

diagram
 

of
 

automatic
 

diagnosis
 

algorithm
 

for
 

improved
 

Swin
 

Transformer

在一些局限性。
目前在网络训练过程中使用迁移学习方法来提升模

型收敛速度及分类准确率是较为常见的,各类模型在

ImageNet数据集上的训练权重非常容易获取。本文在实

验过程中依靠基于ImageNet-1K数据集的迁移学习,该数

据集中有1
 

000种类别,包含生活当中常见的物种,那么该

数据集的源域为生活化场景,而将其应用于膝骨关节炎

KL等级分类的场景下,目标域便为医学影像场景。如此

源域与目标域可处于不同的向量空间或遵循着不同的数

据分布,导 致 迁 移 学 习 效 果 变 差。虽 然 GoogLeNet和

ResNet模型的提出使得后续模型研究中都把FC层替换

为全局平均池化层,但是VGG模型一直使用FC层,其实

力依然不可小觑,作为传统卷积的代表至今仍有计算机视

觉任务 使 用 VGG 模 型 作 为 骨 干 网 络。GoogLeNet和

ResNet在具有大数据集的任务或迁移学习的源域与目标

域相近的任务中表现良好,但在领域跨度较大的任务中效

果并不理想,甚至出现失败,由此推断VGG模型中的全连

接层保护视觉任务中迁移学习的高精度[12]。
针对上述问题本文对原模型颈部网络进行改进,将全

局平均池化替换为两个FC层加ReLU激活函数的多层感

知机。具体方式如下:首先设置两层FC层和ReLU激活

函数的类别,定义该类别的初始化方式,设置输入层与输

出层的通道数,由此衔接骨干网络与最后的分类头部网

络。其次创建包含两个FC层与ReLU激活函数的多层感

知机模型。最终定义网络的前向传播过程,调用函数对输

入特征进行预处理,为将其送入最终的分类其中做准备。

2.3 改进头部网络

  在原始模型中,头部网络是结构较为简单的线性分类

头,在使用迁移学习的情况下,获取到的预训练权重便是

在分类头上进行微调。线性分类头的结构仅为单层FC
层,由于FC层的作用使得每个输入特征都根据权重进行

加权组合,所以并未设置激活函数,使用FC层将特征映射

至分类的标签空间。
改进头部网络的方式如下:首先,将头部网络中FC层

输出特征的维度转换为嵌入维度,使得输入特征映射至更

高的维度空间中,便于后续操作中更好地组合特征。其

次,因为嵌入维度即是新增加一个维度为768的隐藏层,
通过附加激活函数可以获得更多的非线性特征,所以增添

与颈部网络不同的Tanh激活函数。再次,再经过一层FC
层将隐藏层特征映射至输出类别上,与输出类别对应。可

以说,通过增加嵌入维度的隐藏层使得改进后的头部网络

更加适应前面骨干网络中的Swin
 

Transformer模型,将骨

干网络提取到的特征充分利用并映射至类别空间中进行

最终分类。

2.4 数据增强

  在进行膝骨关节炎KL等级分类任务时采用的数据集

包含数据量较小,但少量数据使得模型难以学到较多的特

征。原有模型中采用的数据增强方式较为简单,仅采用随

机缩放裁剪,随机翻转及像素值归一化。对此本文采用一

种Mixup[13]和基于Albumentations库结合的数据增强方法。

1)
 

Mixup数据增强模块

Mixup为一种简单即用即插的与原始数据无关的数
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据增强方法,其将两张图片通过随机的线性插值方法合成

新的训练样本,属于混合图像数据增强范畴。在成对的数

据集图像和与其对应标签的凸组合上训练神经网络,具体

过程如下:

x~ =λxi+(1-λ)xj (1)

y~ =λyi+(1-λ)yj (2)
其中,xi和xj 为在训练过程随机输入两张图片,yi和

yj 为相对应的标签,根据这两对示例 (xi,yi)和 (xj,yj)
合成新的训练样本x~ 和对应标签y~ [14],由此方法扩大训练

过程中的样本空间,增加特征的多样性,并且使模型训练

时更加注重样本的决策边界[15]。由于添加了原本不属于

训练集中的样本信息,可通过降低生成样本的权重减小其

对最终输出的不利影响[16]。

2)
 

Albumentations数据增强库

Albumentations是能对计算机视觉任务进行快速灵

活的数据增强开源库[17],对比Pytorch框架中自带的图像

预处理方法,Albumentations能提供更多选择。其应用简

单且功能强大,不仅支持图像分类任务,还为图像的检测

和分割提供接口。能够对图像进行像素级或空间级的变

换,常见的有添加噪声、RGB通道转换、色彩抖动、随即亮

度、对比度等70多种图像处理方法。
针对膝骨关节炎X光影像数据集,本文采用随机缩放

旋转操 作,限 制 图 像 在 水 平 垂 直 方 向 的 移 动 比 例 为

6.25%,概率为0.5;随机打乱图像通道,概率为0.1;添加

模糊和中值模糊两种处理方式,并设置最大模糊度为3,概
率分别为0.1。通过以上图像处理方式,将放入模型的数

据集进行数据增强操作,增加数据复杂度,降低模型过拟

合风险,提升模型的泛化能力[18],处理后图像如图3所示。

图3 数据预处理示意图

Fig.3 Data
 

preprocessing
 

schematic
 

diagram

3 模型训练

3.1 膝骨关节炎X光影像数据集

  本文使用的 KOA数据集是从 Kaggle网站上获取的

公开数据集,世界上膝骨关节X光图像使用(osteoarthritis
 

initiative,
 

OAI)作为评估标准。OAI为一项针对KOA的

前瞻性、纵向及多中心的观察研究,共有4
 

796名年龄在45
岁到79岁的医学学者参加,目的是明确发病进展的生物

标志。分类标准采用 KL等级,其根据 KOA的严重程度

共分为0~4级,共5个等级:0等级代表关节间隙正常且

边界光滑,属于正常的膝关节;1等级代表有可疑的膝关节

关节间隙狭窄;2等级代表明确出现小骨赘及可能的关节

间隙狭窄;3等级代表有中等量的骨赘形成,明确出现关节

间隙狭窄,可能的膝关节骨性畸形及软骨下骨硬化;4等级

代表严重的关节间隙狭窄骨赘较大、明显的膝关节骨性畸

形及严重硬化[19]。数据集中各等级图像如图4所示。

图4 膝骨关节炎X光影像数据集各等级图像

Fig.4 Knee
 

joint
 

samples
 

of
 

all
 

KL
 

grades

由于OAI是一项多中心研究,从基线队列收集到的原

始的膝骨关节炎X光片的分辨率和尺寸并不一致,因此需

要先将未经筛选的X光影像调整为具有相同分辨率的图

像,以保证图像大小相同并且膝骨关节位于图像中心,由
此制作出具有7

 

828张图片尺寸为224×224的数据集。
获取数据集后将所有膝骨关节X光影像随机拆分为训练

集、测试集分别进行模型的训练及测试,按照8∶2的比例

拆分。拆分后训练集包含6
 

265张图片,测试集包含1
 

563
张图片,具体数量如表1所示。

表1 数据集各类数据分布

Table
 

1 Data
 

distribution
 

of
 

data
 

sets

数据集 0级 1级 2级 3级 4级

训练集 2
 

469 1
 

133 1
 

650 824 189
测试集 616 283 412 205 47
合计 3

 

085 1
 

416 2
 

062 1
 

029 236

3.2 模型配置及训练过程

  具体实验配置如下:中央 处 理 器 为Inter
 

Core
 

I9-
10900K,内存32G,图形处理器为NVIDIA

 

GeForce
 

RTX
 

3090
 

24G,操作系统为 Ubuntu20.04
 

LTS
 

64位。实验环

境为CUDA
 

11.7、CuDNN
 

8.5、Python3.10.11、Pytorch2.0.1。
实验过程的超参数设置如表2所示。

表2 模型超参数设置

Table
 

2 Model
 

hyperp
 

parameter
 

setting
超参数 数值

迭代次数 300
批次大小 16
优化算法 AdamW

初始学习率 0.001

  优化算法使用AdamW,衰减系数0.05。学习率策略

设置 两 个 阶 段,首 先 在 前20次 迭 代 进 行 学 习 率 升 温

Warmup方法,初始学习率因子为0.001,每次迭代都更新

学习率;20次迭代后采用余弦退火策略,并设置最小学习

·851·



 

许 超
 

等:基于改进Swin
 

Transformer的膝骨关节炎X光影像自动诊断 第19期

率为0.00001。
模型的训练过程可以分为前向、反向传播,其中前向

传播包含线性归一化、计算 W-MSA和SW-MSA和损失

函数。对于一次迭代中的每一个batchsize数据,执行以下

操作:首先通过骨干网络的Swin
 

Transformer
 

Block堆叠

使用两种多头自注意力机制进行由浅入深的特征提取,其
次进入由全局平均池化构成的模型颈部,将特征图拉成一

维向量并且送入线性分类头进行分类,前向传播得到预测

结果和误差,再通过反向传播求出网络的梯度;最后进行

网络的权重更新,利用交叉熵损失函数调整权重和偏差,
不断减小损失函数值。使得预测值更加接近真实值,提升

模型分类准确率。

4 实验验证

4.1 评价指标

  评估深度学习模型的分类性能是研究项目的重要部

分,依靠准确率这一指标来度量模型可以给出令人满意的

结果,但是当对照精度或者其他角度而言,单纯使用准确

率会给出较差的结果。因此,在大多数情况下会应用各种

指标来衡量和比较网络性能。本研究为对膝骨关节炎KL
等级分类模型的构建,属于图像分类中的单标签分类任

务,评价此类任务的指标有准确率(Accuracy)、精准率

(Precision)、召回率(Recall)、F1分数(F1-score)。
本文中KOA 严重程度分类分为5个类别,准确率

(Accuracy)衡量模型正确识别所有类型的能力:

Accuracy =
TP+TN

TP+FN +FP+TN
(3)

精准率(Precision)也称为阳性预测值,描述预测的正

样本中确定为此类KOA严重等级的比例算式如下:

Precision=
TP

TP+FP
(4)

召回率(Recall)描述模型对于基础事实的正面预测完

整性,它表示的是正样本被找出的比例:

Recall=
TP

TP+FN
(5)

对于精确率与召回率在理想情况下两个参数都高,模
型越好,但是它们彼此是相互对立的,Precision高对应

Recall低。为了在保证精确率的条件下,提升召回率引入

新的指标F1-score,其代表二者的调和平均值:

F1-score=2×
Precision×Recall
Precision+Recall

(6)

其中,真阳性(true
 

positive,
 

TP)表示根据给定标签的

严重等级类别被正确预测为给定的类别的数量;真阴性

(true
 

negative,
 

TN)则表示根据给定标签正确预测不属于

该严重等级类别的数量;假阳性(false
 

positive,
 

FP)是模型

错误 预 测 属 于 给 定 标 签 类 别 的 数 量;假 阴 性 (false
 

negative,
 

FN)是模型错误预测不属于给定标签类别的数

量。正样本为预测的严重程度即为真实标签类别,负样本

为预测的严重程度不属于此类真实标签。对于准确率、精
准率、召回率和F1分数这4个指标而言,越接近于1代表

模型性能越好。

4.2 消融实验

  为验证改进算法和添加数据增强模块的有效性,进
行消融实验。本文对Swin

 

Transformer模型结构有两

点改进,分别在颈部和头部网络当中,在颈部网络中使

用两层FC层和 ReLU激活函数替换掉全局平均池化

层,在头部网络中在原本线性分类器的单层FC层的基

础上添加新的隐藏层和 Tanh激活函数,对此将改进的

颈部和头部网络分别命名为FC
 

Neck和FC
 

Head。在

原模型基础上逐个加以改进,进行如下5组实验,实验

结果如表3所示。

表3 消融实验结果

Table
 

3 Results
 

of
 

ablation
 

experiment

Swin
 

Transformer FC
 

Head FC
 

Neck Augment FLOPs/G 参数量/M 准确率/%
1 - - - 106.49 199.68 68.778

 

0
2 􀳫 - - 106.49 199.69 73.704

 

4
3 - 􀳫 - 106.49 199.73 74.600

 

1
4 􀳫 􀳫 - 106.49 199.74 75.303

 

9
5 􀳫 􀳫 􀳫 106.49 199.74 76.071

 

7

  实验1为原模型准确率为68.7%,实验2在原模型基

础上改进头部网络,在头部网络中添加隐藏层,使得网络中

的输出特征有更多的组合机会,对于最终的分类结果有很

大提升,提升接近5个百分点;实验3在原模型基础上使用

FC层替换掉颈部网络中的全局平均池化层,经过对比可以

看出,FC层相比全局平均池化层具有保护源域与目标域跨

度较大的迁移学习的能力,准确率提升接近6个百分点。实

验4中同时改进颈部网络与头部网络,经过主干网络的特征

提取,后续层中添加了3层FC层和2种不同的损失函数,
其中特征进行更多的非线性组合,可以看出效果有所提升

但没有达到预计的良好水平,非线性组合特征有些是相似

的在原模型基础上提升6个以上百分点,在实验3基础上提
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升0.6个百分点。实验5中本文将两种模型结构的改进和

两种数据增强方法同时作用在原模型中,3种改进方式提升

7个以上百分点,获得了在Kaggle网站的膝骨关节炎X光

影像公开数据集中最佳的分类精度,达到了76%。对比各

实验的参数量变化,可以看出添加FC层与激活函数层的方

式模型参数量与浮点运算量并无大幅度增大。以上实验证

明本文对Swin
 

Transformer模型的三点改进能够有效提升

模型的分类精度,提升模型的泛化能力。

4.3 对比实验

  为评估不同网络模型的性能,本文分别选取包含传统

卷积神经网络、31×31的大卷积核网络、纯卷积网络、基于

Transformer的多种变体网络、Swin
 

Transformer以及本

文改进后的Swin
 

Transformer在内的共计17种网络模型

进行对 比 实 验。各 模 型 在 训 练 过 程 中 均 使 用 基 于

ImageNet-1K数据集的预训练权重进行迁移学习,以加快

模型收敛速度及提高模型准确率,结果如表4所示。

表4 对比实验结果

Table
 

4 Comparative
 

experimental
 

results
网络名称 精确度 召回率 F1分数 FLOPs/G 参数量/M 准确率/%
ResNet-50 63.704

 

3 56.585
 

9 57.792
 

0 5.400 25.444 62.955
 

9
VGG-19 0.321

 

5 0.304
 

7 0.309
 

5 19.662 147.450 63.147
 

8
Inception-V3 64.671

 

4 56.442
 

1 57.372
 

7 2.845 21.796 61.868
 

2
RepLKNet 58.621

 

3 57.329
 

1 53.207
 

3 63.242 340.990 60.268
 

7
RepMLP 66.069

 

0 61.109
 

7 62.763
 

6 9.693 95.682 66.794
 

6
ConvNeXt-V2 68.656

 

9 63.619
 

3 65.267
 

9 117.760 672.760 65.707
 

0
DaViT 65.989

 

5 62.120
 

5 63.752
 

2 15.510 86.935 64.633
 

3
MViT 64.407

 

4 59.875
 

7 61.446
 

4 10.158 50.708 64.555
 

3
MobileViT 65.391

 

5 62.309
 

9 63.147
 

8 1.441 4.941 64.683
 

3
XCiT 65.722

 

3 63.117
 

7 63.792
 

9 63.525 83.813 65.323
 

1
RIFormer 66.465

 

9 58.839
 

6 61.187
 

3 11.596 72.744 63.915
 

6
PoolFormer 64.821

 

9 57.854
 

2 60.078
 

3 11.590 72.708 64.043
 

5
Conformer 63.951

 

4 59.481
 

0 60.947
 

1 22.864 81.186 63.915
 

6
Twins 66.082

 

1 61.161
 

4 62.661
 

5 8.475 55.306 64.235
 

5
TNT 69.200

 

3 67.455
 

5 68.104
 

5 5.240 23.372 67.882
 

3
Swin

 

Transformer 68.730
 

5 67.281
 

9 67.223
 

6 106.490 199.680 68.778
 

0
Improve-Swin

 

Transformer 77.878
 

6 75.588
 

0 76.279
 

9 106.490 199.740 76.071
 

7

  通过对比实验可以看出,Swin
 

Transformer模型相比

于传统卷积神经网络有着更好的全局建模能力,在各类模

型当中获得最佳分类精度。改进后的Swin
 

Transformer
模型相比原模型有着稍大的浮点运算量,模型较为复杂。
在精准率、召回率、F1分数以及准确率方面都有着最好的

指标,证明本文的改进算法性能的优越性。

4.4 可视化分析

  本文使用梯度类激活热力图Grad-CAM进行可视化,
其利用特征图加权求和形成类激活图,显示出图片中某个

区域对分类结果的重要程度。图5为膝骨关节炎X光影像

数据集中各类图像在原模型与改进模型中的类激活图,类
激活图颜色越深代表该区域对识别结果的贡献越大。可以

看出对比原模型改进模型的关注区域更加精准,感兴趣区

域集中于骨骼间隙位置,提升模型的算力分匹配能力。

4.5 混淆矩阵

  本文绘制原模型与改进模型的混淆矩阵,如图6所

示,其能够直观显示出模型预测各类别的准确程度,从而

图5 原模型与改进模型的Grad-CAM类激活热力图

Fig.5 Grad-CAM
 

activation
 

heat
 

map
 

of
 

the
 

original
 

model
 

and
 

the
 

improved
 

model

发现模型在哪些类别的预测上表现不佳。混淆矩阵的纵

轴为真实标签信息,横轴为模型的预测标签信息,处于矩

阵对角线上的元素为预测正确的样本数量,矩阵中每行元

素相加为测试集中各类别的样本总数。
根据混淆矩阵之间的对比可以推算出模型各等级的分
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图6 混淆矩阵对比

Fig.6 Confusion
 

matrix
 

comparison

类准确率如表5所示。可以看出,总体准确率有所上升的同

时第4级的分类精度稍有下降。经过对比分析KL等级各

类别的特征发现各等级界限较为模糊。各类别准确率中1
级分类准确率最低,原始模型容易将1级预测为0级,经过

模型改进预测正确的样本数量有所提升,而将1级预测为2
级的错误率却也有所提高。从0~3级准确率皆有所提升,
其中2、3级提升较大,提升7%以上。唯有4级稍有下降,
但总体上模型的分类精度有着较大提升。通过混淆矩阵验

证模型改进能够有效提升2、3级预测效果。

表5 原模型与改进模型各类准确率对比

Table
 

5 Comparison
 

of
 

various
 

accuracy
 

rates %
模型 0级 1级 2级 3级 4级

原模型 89.9 38.5 66.7 76.1 91.5
改进模型 90.1 39.6 74.5 84.4 89.4

4.6 泛化实验

  为验证本文改进的Swin
 

Transformer算法对于其他

医学影像数据集的泛化能力与稳定性,本文分别开展同领

域其他膝骨关节炎X光影像数据集与不同领域医学影像

数据集的泛化实验。分别选取在对比实验中表现较好的4
种模型与本文的改进模型进行泛化能力测试,在保持原本

数据处理流程和超参数设置不变的情况下将泛化数据集

送入模型中进行实验。

1)
 

同领域其他膝骨关节炎X光影像数据集泛化实验

为验证本文算法在同领域其他数据集上的性能,在
Github网站获取Chen等使用的膝骨关节炎X光影像数据

集,在此数据集上其获得69.7%的分类准确率。该数据集

按照8∶2的比例拆分为训练集与测试集,各类别数据分

布和实验结果分别如表6和7所示。

表6 泛化膝骨关节炎X光影像数据集数据分布

Table
 

6 Data
 

distribution
 

of
 

generalized
 

dataset

数据集 0级 1级 2级 3级 4级

训练集 2
 

286 1
 

046 1
 

516 757 173
测试集 639 296 447 223 51
合计 2

 

925 1
 

342 1
 

963 980 224

  从实验结果可以看出,其他4种模型,在原始数据集

上有着65%以上的精度,但在泛化数据集上表现一般。而

本文改进的Swin
 

Transformer模型获得73.4%的分类准

确率,对比Chen等最佳的69.7%分类准确率,提升3.5个

  
表7 泛化膝骨关节炎X光影像数据集实验结果

Table
 

7 Experimental
 

results
 

of
 

generalized
 

X-ray
 

image
 

data
 

set
 

of
 

knee
 

osteoarthritis
网络名称 精确度 召回率 F1分数 FLOPs/G 参数量/M 准确率/%

ConvNeXt-V2 63.860
 

3 58.508
 

2 59.945
 

3 117.760 672.760 62.500
 

0
TNT 62.040

 

7 58.836
 

5 59.528
 

7 5.240 23.372 63.768
 

1
XCiT 68.254

 

1 55.418
 

6 57.484
 

7 63.525 83.813 61.352
 

7
RepMLP 62.295

 

1 55.084
 

4 54.438
 

0 9.693 95.682 61.594
 

2
Swin

 

Transformer-FC 74.925
 

9 71.785
 

4 72.795
 

6 106.490 199.740 73.369
 

6

百分点。实验结果表明,本文的改进模型在同领域其他膝

骨关节炎X光影像数据集上具有较好的泛化能力。

2)
 

不同领域医学影像泛化实验

为验证本文算法在其他领域医学影像数据集上的泛

化能力,本文在Kaggle网站上获取结肠疾病无线胶囊内窥

镜图像数据集,在该数据集上Gregson等获得的最佳分类

精度为99.0%。该数据集仍按照8∶2的比例拆分为训练

集与测试集,各类别数据分布和实验结果分别如表8和

表9所示。
本组实验中改进的Swin

 

Transformer模型与轻量化

的Transformer(transformer
 

in
 

transformer,
 

TNT)模型获

  表8 结肠疾病无线胶囊内窥镜图像数据集数据分布

Table
 

8 Data
 

distribution
 

of
 

wireless
 

capsule
 

endoscope
 

image
 

dataset
 

for
 

colon
 

diseases
数据集 溃疡 息肉 食道炎 正常

训练集 800 800 800 800
测试集 200 200 200 200
合计 1

 

000 1
 

000 1
 

000 1
 

000

得了99.6%的分类精度,此结果超过当前在该数据集上的

最佳分类精度。实验结果证明,由于膝骨关节炎X光影像

自动诊断任务的特殊性,导致改进模型的分类精度仅为
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  表9 结肠疾病无线胶囊内窥镜图像数据集结果

Table
 

9 Results
 

of
 

wireless
 

capsule
 

endoscope
 

image
 

data
 

set
 

for
 

colon
 

diseases
网络名称 精确度 召回率 F1分数 FLOPs/G 参数量/M 准确率/%

ConvNeXt-V2 99.002
 

4 99.000 99.000
 

0 117.760 672.760 99.000
TNT 79.704

 

4 79.700 79.700
 

0 5.240 23.372 99.625
XCiT 98.889

 

9 98.875 98.874
 

8 63.525 83.813 98.875
RepMLP 99.038

 

5 99.000 98.999
 

6 9.693 95.682 99.000
Swin

 

Transformer-FC 99.625
 

6 99.625 99.625
 

0 106.490 199.740 99.625

76.0%。这一结果表明,膝骨关节炎X光影像自动诊断任

务具有独特的挑战,比如模糊的分类界限以及不均衡的数

据分布,这些因素影响模型的分类性能,若将该模型用于

其他领域医学影像数据集便能有较好的性能,也再次证明

所提出的改进模型在性能上的卓越表现不仅限于特定的

数据集。通过多样化的数据集测试,表明该模型能够在各

种医学影像应用场景下保持高水平的性能。

5 结  论

  为实现膝骨关节炎X光影像自动诊断,本文提出一种

改进Swin
 

Transformer的深度学习算法。通过两层全连

接层加ReLU激活函数的结构替换颈部网络的全局平均

池化层,对迁移学习进行保护;在头部网络中添加全连接

层与Tanh激活函数,组合出更多非线性特征;在数据预处

理和模型训练过程中,分别依托Albumentations库和添加

Mixup模块以此实现数据增强处理。实验结果表明,所提

出的改进方法能有效提升模型性能,使得模型更加关注图

像中骨关节间隙位置;同时,其具备处理其他医学影像的

能力,有着较好的稳定性与泛化能力。
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