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摘 要:针对浅层图卷积提取的局部脑区空间关联信息对情感脑电表征不足的问题,本文提出了一种深层图卷积网

络模型。该模型利用深层图卷积学习情绪脑电全局通道间的内在关系,在卷积传播过程中应用残差连接和权重自映

射解决深层图卷积网络面临的节点特征收敛到固定空间无法学习到有效特征的问题,并在卷积层后加入PN正则化

扩大不同情绪特征间的距离,提高情绪识别的性能。在SEED数据集上进行实验,与浅层图卷积网络相比准确率提高

了0.7%,标准差下降了3.15。结果表明该模型提取的全局脑区空间关联信息对情绪识别的有效性。
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Abstract:To
 

address
 

the
 

issue
 

of
 

insufficient
 

spatial
 

correlation
 

information
 

for
 

emotion
 

EEG
 

characterization
 

extracted
 

by
 

shallow
 

graph
 

convolution,
 

this
 

paper
 

proposes
 

a
 

deep
 

graph
 

convolutional
 

network
 

model.
 

The
 

model
 

utilizes
 

deep
 

graph
 

convolution
 

to
 

learn
 

the
 

intrinsic
 

relationships
 

among
 

global
 

channels
 

of
 

emotional
 

EEG,
 

applying
 

residual
 

connections
 

and
 

weight
 

self-mapping
 

during
 

the
 

convolutional
 

propagation
 

process
 

to
 

address
 

the
 

problem
 

of
 

node
 

features
 

in
 

deep
 

graph
 

convolution
 

networks
 

converging
 

to
 

a
 

fixed
 

space
 

and
 

failing
 

to
 

learn
 

effective
 

features.
 

Additionally,
 

PN
 

regularization
 

is
 

added
 

after
 

the
 

convolutional
 

layer
 

to
 

expand
 

the
 

distance
 

between
 

different
 

emotional
 

features
 

and
 

improve
 

emotion
 

recognition
 

performance.
 

Experimental
 

results
 

on
 

the
 

SEED
 

dataset
 

show
 

that
 

compared
 

to
 

shallow
 

graph
 

convolution
 

networks,
 

the
 

accuracy
 

of
 

the
 

proposed
 

model
 

has
 

increased
 

by
 

0.7%
 

while
 

the
 

standard
 

deviation
 

has
 

decreased
 

by
 

3.15.
 

These
 

results
 

demonstrate
 

the
 

effectiveness
 

of
 

the
 

global
 

brain
 

region
 

spatial
 

correlation
 

information
 

extracted
 

by
 

this
 

model
 

for
 

emotion
 

recognition.
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资助

0 引  言

  在人类科技发展过程中,随着情感计算在人机交互领

域的应用越来越广泛,对人类情绪识别的研究也变得愈加

重要。人类情感可以通过语音、面部表情等非生理信号进

行识别,但非生理信号可被人为控制,在识别过程中无法获

取真实的情绪状态。生理信号如脑电信号、心电信号等由

于其难以隐藏的特点,被广泛应用到情绪识别领域[1]。脑

电信号更是由于分辨率高、采集快速、方便等特点成为情绪

识别的主要依据[2]。
在近几十年的发展过程中,有许多关于脑电信号进行

情绪识别的研究,主要分为机器学习和深度学习。与机器

学习相比深度学习可以自动提取特征,同时模型具备可扩

展性和灵活性,深度学习识别情感脑电信号的方法被广泛

应用[3-4]。例 如 分 别 利 用 共 空 间 模 式 (common
 

spatial
 

pattern,CSP)和小波变换(wavelet
 

transform,WT)与卷积

神经网络(convolutional
 

neural
 

networks,CNN)结合对原

始脑电数据分类的CSP-CNN和 WT-CNN模型[5];在经典
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卷积神经网络下增加交错组卷积模块的LeNet-5卷积网络

模型[6];自适应的对不同采样频率和长度的脑电信号进行

分类的深度网络模型[7];处理序列数据并解决常规循环神

经网络(recurrent
 

neural
 

network,RNN)中出现的长期依

赖性问题的简单递归单元(simple
 

recurrent
 

units,SRU)集
成模型[8];改进的利用双路卷积网络提取多尺度特征的

4DC-BGRU模型等[9]。在利用深度学习方法对情感脑电

信号分类的过程中,研究人员逐渐意识到大脑脑区间的关

联关系很大程度上影响着情感脑电分类结果[10]。Wagh
等[11]通过选择代表不同脑区的电极来探索和情绪最相关

的脑区。Li等[12]采用双向长短期记忆网络捕捉脑电电极

的局部脑活动空间特征和全局脑网络特征,并在模型中引

入区域-注意层对不同的脑区给予不同权值,对情感特征进

行识 别。Gao 等[13] 借 鉴 GoogleNet,提 出 一 种 具 有

inception结构的卷积神经网络,来捕捉脑电电极间的空间

关系和上下文信息。
由于图卷积神经网络在脑电信号这类非结构性数据上

具有自动获取脑区通道间联系的特点[14],研究人员开始从

图卷积的角度研究情感脑电通道间的关系。Song等[15]提

出了一种考虑脑电通道空间位置对情绪识别性能影响的浅

层图 卷 积 神 经 网 络 模 型 (graph
 

convolutional
 

neural
 

networks,GCNN)。高越等人考虑到情感脑电信号在不同

情绪状态下脑区间的联系有所差异,提出了一种基于时空

自适应的图卷积神经网络模型(self-adaptive
 

brain
 

graph
 

convolutional
 

network
 

with
 

spatiotemporal
 

attention,

SABGCN-ST),通过自适应学习脑网络的拓扑连接矩阵来

进一步提升图网络对多通道脑电信号间联系的表征能

力[16]。然而在脑电情绪识别领域通常采用的浅层图卷积

网络由于特征传播能力有限,只能考虑到情绪脑电信号局

部脑区间的联系。研究人员通过调整邻接矩阵的阈值对情

绪状态下脑区间的相位同步情况进行了研究,结果表明情

绪是由所有脑区相互作用产生的[17]。上述研究表明在情

绪识别过程中仅关注局部脑区间联系在识别性能上有一定

的局限性。为了提高脑电情绪识别的性能,可以通过加深

图卷积网络的层数捕捉全局脑电通道间的连接信息,但深

层图卷积网络会导致节点特征过度平滑,从而无法学习到

有效的特征。
因此,本文提出了一个深层图卷积网络模型(deep

 

graph
 

convolution
 

networks,DGCN),通过搭建深层图卷积

网络挖掘与人类大脑情感状态相关的所有脑区间的连接信

息,并通过在网络中保留初始连接信息、减缓收敛速度的方

式解决模型面临的过渡平滑问题,提高整体的脑电情绪识

别性能。

1 方  法

  本文提出了一种深层图卷积网络模型DGCN进行脑

电信号情绪识别,模型搭建了一种深层图卷积网络,挖掘情

感脑电信号所有脑区间的联系信息,实现对脑电情绪的分

类。如图1所示为基于 DGCN模型的情绪识别框架图。
本文提出的脑电情绪识别方法由图数据构建、DGCN模型

特征提取、情感分类三部分组成。图数据构建用于提取输

入到图卷积网络中的脑电信号特征,DGCN模型用于进一

步学习不同脑区的功能连接信息,情感分类用于对模型最

终的输出特征进行分类。

图1 基于DGCN模型的脑电情绪识别框架图

1.1 图数据构建

  情绪脑电的图数据由邻接矩阵和特征矩阵两部分组

成。邻接矩阵有3种常见的计算方式:物理距离、皮尔逊相

关系 数 (pearson
 

correlation
 

coefficient,PCC)、锁 相 值

(phase
 

locking
 

value,PLV)。经过实验验证[17]发现使用

PLV作为邻接矩阵能得到更好的分类结果。本文以此为

依据,采用PLV计算情感脑电信号通道间的相关性。邻接

矩阵计算公式如下:

PLV =
1
N ∑

N

n=1exp(j(Δφn(t))) (1)

其中,Δφn(t)= (φx(t)-φy(t))表示电极信号x 和

电极信号y 在t时刻的相位差,N 表示时间序列长度。
由于PLV矩阵中可能会存在一些不重要的连接,这些

连接会对后续的分类结果产生干扰,所以选择对上述PLV
矩阵进行阈值化操作,最终得到的邻接矩阵如式(2)所示。

Axy =
0, Δφn <τ

1
N ∑

N

n=1exp(j(Δφn(t))), Δφn(t)≥τ 
(2)

其中,τ是设置的阈值,Axy 是第x 个电极和第y个电

极之间的功能连接强度,本文将τ值设为0.4。
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在特征矩阵部分,将各个频段上的差分熵(differential
 

entropy,DE)特征作为最终的特征矩阵X。 得到的特征矩

阵X 和邻接矩阵A 共同构成图神经网络中的图数据,将图

数据输入到DGCN模型中进一步提取特征。

1.2 DGCN模型特征提取

  1)
 

残差连接和权重自映射

DGCN模型选择采用残差连接保留初始特征信息,防
止随着卷积层数的增多,出现特征信息同质化,无法区分的

情况。采用的残差连接方法保证了DGCN模型中每一层

特征传播时都有一部分信息来自于最开始的输入信息,当
深层的GCN传播时,特征矩阵仍能拥有自己本身的信息。
网络传播过程中每层的特征信息如式(3)所示。

H = (1-αl)A
~
H (l)+αlH(0) (3)

其中,A
~
表示经过归一化的邻接矩阵,H(0)为初始特

征矩阵,αl 为H(0)在卷积过程中保留的比例。
虽然采用的残差连接在卷积过程中保留了一定比例的

原始特征,但是当GCN层数逐渐增多时,保留的这部分原

始特征将难以平衡整体特征矩阵的数据分布,仍然会出现

特征信息收敛到固定空间的问题。为此,在GCN传播的过

程中,加入自映射进一步解决问题。Oono
 

&
 

Suzuki在研

究中证明了[18],GCN的收敛速度取决于权重矩阵的最大

奇异值,当最大奇异值接近于1时,能够缓解信息损失。所

以在 DGCN 模型中采用了权重自映射的思想,如式(4)
所示。

Ŵl= (1-β)I+βWl (4)
其中,β是超参数,决定了在GCN传播过程中Wl的占

比,Wl 是卷积时的权重。在式(4)中,当β取足够小时,Ŵl
的奇异值逐渐接近于1,此时收敛速度减慢,有效地缓解了

特征矩阵收敛到固定空间的问题。DGCN网络在卷积上的

传播过程如式(5)所示。

H(l+1)=σ (1-αl)A
~
H(l)+αlH(0)  ((1-β)I+βWl)

(5)
其中,σ为激活函数,本文选择ReLU作为卷积过程中

的激活函数。

2)
 

PN正则化

为了能更好的区分不同情绪的脑电数据,防止性能随

层数的增加而显著下降,DGCN 模型在卷积层之间加入

Pairnorm,也就是PN正则化,对GCN的输出进行规范化。

Pairnorm主要思想是保持节点间总的距离不变,当同类别

节点因为GCN而逐渐靠近时,不同类别的节点能够互相远

离。节点间总的成对距离如式(6)所示。

TPSD(X)=∑i,j∈[n]‖xi-xj‖2
2 (6)

其中,xi、xj 分别代表第i个通道和第j 个通道的特

征,n表示所有的通道数。

Pairnorm用于GCN 层后保持不同通道特征的差异

性,由于文献中提到的 GCN 模型都采用的浅层 GCN 网

络,为了使设置的节点总距离更有利于保持不同通道特征

间的差异性,选择从第二层GCN开始加入PN。输出经过

PN时,通过保持TPSD不变扩大类间距离,防止节点特征

变得过于相似,具体公式如下:

∑
(i,j)∈ε

‖x·i-x·j‖22+ ∑
(i,j)∉ε

‖x·i-x·j‖22 =

∑
(i,j)∈ε

‖xi-xj‖2
2+ ∑

(i,j)∉ε
‖xi-xj‖2

2 (7)

其中,x·i 和x·j 表示情绪脑电通道特征经过Pairnorm
后的输出。经过Pairnorm 后的 TPSD和初始的 TPSD相

等,由于 ∑
(i,j)∈ε

‖x·i-x·j‖22≈ ∑
(i,j)∈ε

‖x~
i-x~

j‖2
2,x~

i 和x~
j 是

经过GCN后的输出,由于经过 GCN 操作后节点逐渐靠

拢,节点内的距离变小,使得 ∑
(i,j)∉ε

‖x·i-x·j‖22至少保证了和

∑
(i,j)∉ε

‖xi-xj‖2
2 一样大,从而有效的控制了在分类情绪

脑电时不同类别节点之间的靠近,提高了情感脑电不同情

绪的识别准确率。

3)
 

特征融合

DGCN模型选择将每层GCN的输出通过拼接的方式

融合在一起,不仅增加了情绪分类时特征的多样性,还增强

了模型的稳定性,提高了模型的性能。采用的保留连接公

式如下:

Hk = [G1,G2,G3,…,Gk] (8)
其中,k 为 卷 积 的 层 数,G1,G2,G3,…,Gk 为 每 层

GCN层的输出。

1.3 情绪分类

  将最终得到的融合特征,送入到全连接层中,将最后一

层全连接层的输出送入到softmax中,通过softmax得到

对情绪进行识别的预测概率,将最终得到的预测概率作为

整个DGCN模型情绪分类的最终结果。

2 实  验

2.1 实验数据集

  本实验采用上海交大情感脑电数据集(SJTU
 

emotion
 

EEG
 

dataset,SEED),收集的是被试观看能够引起不同情

绪的电影影片时的脑电信号。一共15名中国被试者,7名

男性、8名女性,平均年龄在23岁。观看从6部电影中剪

辑的15部影片,影片分别能够代表消极、中性和积极情绪,
每个电影剪辑时间约为4

 

min,除了本身所代表的情绪外无

其他诱导性情绪,每个被试共进行3次测试。采用国际

10~20系统的62通道脑电采集设备,应用0~75
 

Hz带通

频率滤波器,并将数据集下采样至200
 

Hz。

2.2 实验设置

  实验在 GPU10.1上运行,使用Pytorch框架搭建模

型,DGCN模型由8层GCN层和2层全连接层组成,切比

雪夫多项式阶数K 设为1,学习率设为5×10-4,为了防止
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过拟合选择使用dropout,并将其设置为0.3,残差和自映

射参数分别设置为0.1和0.5,PN归一化的参数为0.5,两
层全连接层的隐藏单元数分别为32和3,实验采用 Adam
优化器加速模型训练过程。在本实验中,选择在SEED数

据集 上 进 行 单 被 试 实 验,实 验 数 据 集 的 设 置 方 式 与

文献[15]相同,在每个被试的15次实验中,选择前9次实

验作为训练集,后6次实验作为测试集,将所有被试的会话

结果取平均得到最终的实验结果。

2.3 消融实验结果和分析

  本文提出的DGCN模型在SEED数据集的所有被试

上进行了实验,并选择了其中两次会话的平均结果作为最

终的实 验 结 果。为 了 验 证 模 型 中 各 部 分 的 有 效 性,对
DGCN模型的每一部分分别进行实验并分析它对识别结

果的影响。依次对 DGCN8、加入残差和权重自映射的

DGCN-RW、加 入 PN 的 DGCN-P 进 行 实 验,与 本 文 的

DGCN模型作比较并分析结果。各模型在SEED数据集上

实验得到的结果如图2所示。

图2 SEED数据集上的消融实验结果图

从图2的结果中可知,常规的DGCN8模型由于网络

层数较深,随着层数的加深节点特征收敛到了固定的空间

中,导致无法学习到有效特征,分类效果较差为75.02%。
加入残差和权重自映射的DGCN-RW模型和加入PN正则

化的DGCN-P模型,在DGCN8的基础上分别提高7.73%
和9.09%的准确率,残差和自映射通过保留初始特征信息

以及减慢特征收敛速度达到了减轻过渡平滑的目的,PN
正则化则通过扩大不同类间的距离,使模型在深层时也能

有效的识别不同情绪,图2的实验结果证明了加入的这两

种方法的有效性。
从结果中还可以得到,将残差和自映射、PN正则化方

法结合的DGCN模型在DGCN-RW 模型和DGCN-P模型

的基础上分别提高了5.35%和3.99%的准确率,证明了这

两种方法的结合可以更好的探索全局脑区间的连接信息,
在深层GCN上达到良好的分类效果。
2.4 对比实验结果和分析

  从消融实验的结果中可以看出,提出DGCN模型确实

有效地缓解了深层图卷积遇到的过渡平滑问题,验证了模

型中方法的有效性。为进一步验证提出的DGCN模型提

取的全局脑区联系信息在情绪分类上的有效性,选择与探

索时间信息的SRU集成模型[9]、使用局部脑区进行分类的

DT模型[11]、传统的浅层GCN模型GCNN[15]、改进的时空

图卷积SABGCN-ST[16]模型的结果进行对比,SEED数据

集上各模型的情绪分类结果如表1所示。

表1 不同模型在SEED上的脑电情绪识别结果

模型 卷积层数 准确率/% 标准差

SRU集成 - 83.13 1.67
DT - 71.52 -
GCNN 2 87.40 9.20

SABGCN-ST 1 85.65 7.49
DGCN 8 88.10 6.05

  从表1结果中可以看出,本实验的DGCN模型在脑电

情绪上的分类准确率高达88.1%,优于其他对比模型,并
且从标准差的结果上来看,本文模型相对来说比较稳定。
观察表1结果还可以发现,使用62个通道的SRU集成、

GCNN、SABGCN-ST、DGCN模型的分类结果皆优于只选

择局部脑区部分电极的DT模型,表明了SEED数据集上

的所有脑电通道的信息对情绪分类更有效。考虑到脑区间

局部连接关系的GCNN、SABGCN-ST的效果优于未考虑

脑区间连接信息的SRU集成模型,表明脑区间连接信息在

情绪分类上的重要性。本实验的DGCN模型采用八层卷

积提取脑区间全局信息,实验结果证明在大脑产生情绪过

程中不只有局部脑区参与神经元电活动,全局脑区间联系

也很重要,对情绪识别的效果有很大影响。
如图3所示为DGCN模型对各类情绪预测结果的混

淆矩阵示意图。从图中可以看到,模型对积极情绪状态的

预测准确率更高,效果更好,预测正确率达到90.95%。模

型对消极和中性情绪的预测准确率相差不大,并且中性情

绪和消极情绪容易混淆,从3类情绪预测的准确率上来看,
本文提出的模型具有较好的稳定性。

图3 模型对3类情绪预测结果的混淆矩阵示意图

·12·
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3 结  论

  本研究提出了一种深层图卷积网络模型DGCN,探索

脑电信号情绪识别过程中全局脑区通道间关系对识别性能

的影响,并解决了深层图卷积会产生的特征趋于一致无法

区分的问题。DGCN模型在卷积提取特征的过程中加入了

初始残差连接和权重自映射,保留了模型的初始特征,延缓

了收敛速度。针对卷积后节点特征逐渐靠近,导致不同类

别情绪识别性能下降的问题,提出PN正则化方法,拉大不

同类别间的距离。DGCN模型将每层图卷积的输出进行连

接,增加特征多样性。本研究提出的DGCN模型在SEED
数据集上进行了大量实验,并与其他在同一数据集上进行

脑电情绪识别的方法进行了对比。实验结果表明,DGCN
模型在情感脑电上的分类效果明显优于其他方法,达到了

88.1%的平均准确率,证明了全局脑区通道间的关系在情

感脑电信号分类上的重要性。
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