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摘　要：随着道路机动车数量的不断增多，交通事故已成为危害社会公共安全的主要因素之一，道路交通事故的预测
也成为了研究热点。考虑到事故影响因素的错综复杂性和事故发生具有动态的时空变化性与数据稀疏性等问题，通
过对多源数据的融合并按照时变和时不变数据进行特征提取，特别加入事故的文本描述特征提取上下文信息，同时采
用负采样法平衡正负样本比例，最终提出了一种多特征组件组合训练的区域交通事故预测网络模型。在美国的３个
具有不同事故稀疏性的城市数据集上进行了模型验证，实验结果表明该预测模型在各项评价指标上都优于对比的基
础模型，各项指标提升约２％～３％，可以看出该模型在一定程度上提升了预测性能，同时通过多特征组件的不同组合
实验结果说明各项因素对事故发生具有影响性。
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０　引　　言

　　近年来，随着城市化进程的加快，人们的出行越来越便
捷，然而这也带来了交通拥堵和交通事故等一系列社会问
题，导致政府在交通管制方面压力巨大。根据世界卫生组
织发布的《２０１８年全球道路安全状况报告》，每年约有

１３５万人死于交通事故［１］。为了减少交通事故造成的损

失，在充分利用智能交通系统采集的海量多源异构数据的
基础上，提前对区域交通事故发生可能性的准确评估可以
指导驾驶员选择更安全的道路，同时辅助交通管理部门提
前进行资源调配与决策。
交通事故分析与预测在过去几十年里一直是人们研究

的热点。交通事故预测问题通常被表述为分类问题或回归
问题。早期，传统的机器学习方法在该问题的研究应用比
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较成熟和广泛。Ｈｏｓｓａｉｎ等［２］应用贝叶斯信念网络建立实
时公路碰撞预测模型。Ｌｉｎ等［３］提出了一种基于频繁模式
树（ＦＰ－ｔｒｅｅ）的方法来选择更可能导致交通事故的变量特
征，然后利用 ＫＮＮ和贝叶斯网络对交通事故进行预测。

Ｃｈｅｎ等［４］使用逻辑回归模型和非负矩阵分解来预测事故。
殷礼胜等［５］提出基于ＥＥＭＤ－ＩＰＳＯ－ＬＳＳＶＭ的交通流组合
模型完成交通预测任务。近些年来，一些学者更加关注深
度学习方法在交通预测领域的应用。Ｚｈａｎｇ等［６］提出ＳＴ－
ＲｅｓＮｅｔ模型来预测城市各区域的人群流入和流出趋势，并
实现项目的实际应用。程健等［７］基于人工智能算法建立实
时交通流量预测。佟健颉等［８］等建立了一个深度残差网络
模型用来进行短时交通流量预测。而在交通事故的预测
上，Ｚｈｅｎｇ等［９］和Ｎａｊｊａｒ等［１０］使用卷积神经网络（ＣＮＮ）预
测交通事故风险图。Ｒｅｎ等［１１］和张志豪等［１２］考虑交通事
故风险的时间格局，利用交通流量、天气和空气数据，应用

ＬＳＴＭ 模 型 研 究 区 域 交 通 的 时 间 周 期 性 和 趋 势。

Ｙｕａｎ等［１３］提出 Ｈｅｔｅｒｏ－ＣｏｎｖＬＳＴＭ 网络针对具有稀疏特
性的交通事故数据集进行分析预测等。Ｚｈｕ等［１４］结合行
政区和出租车流划分研究区域，使用基于时空注意力机制
的编解码结构网络对区域交通事故风险进行预测。

Ｙｕ等［１５］融合多源交通事故数据集，包括车流、天气、ＰＯＩ
等信息，实现精确到路网层的事故预测。Ｚｈｏｕ等［１６］提出
了一种基于ＧＣＮ网络的多任务时空细粒度交通事故预测
框架，将预测的时间粒度提高到分钟级水平。基于深度学
习的方法在大规模交通事故数据集的分析上性能总体优于

传统机器学习方法。然而，以上方法也存在以下不足之处：

１）未同时考虑时间的相关性和周期性、空间的依赖性问题，
事故本身存在长期的历史和未来时空动态变化性；２）交通
事故发生过程的文本描述隐藏了丰富的语义信息，现有的
深度学习模型极少挖掘该特征；３）交通事故数据是极具代
表性的稀疏性数据，深度学习模型在训练过程大都未做特
殊处理，从而影响最终的预测精度。
为了解决以上的问题，本文提出了一种基于编解码结

构的组件式区域交通事故预测网络（ＥＤ－ＣＲＴＡＮ），旨在预
测未来某个时间某个区域的交通事故发生风险。首先，基
于大规模的美国交通事故数据集［１７］，本文以矩形法划分地
理区域，以１５ｍｉｎ作为时间间隔分别处理时变和时不变数
据。然后，本文设计了一种组件式区域交通事故预测网络，
通过加入时间注意力机制的编解码结构和对地理空间特征

提取的嵌入层分别考虑交通事故的时间相关性和空间异质

性。此外还采用负采样法解决正负样本数据不平衡的问
题。最后，通过在真实的数据上进行对比实验，结果表明本
文提出的模型训练性能更好。

１　数据集与问题描述

１．１　数据集描述

　　１）交通事故数据
本文选取了该数据集中美国３个大型城市（亚特兰大、

夏洛特、洛杉矶）从２０１８年６月～２０１８年８月的道路交通
事故记录，包含时间、经纬度、事故文本描述和８种交通状
况类型等信息，如表１所示３个城市的数据量统计情况并
计算出相应的事故率。交通状况类型体现了当前道路交通
通行情况，如：车辆故障、交通限速和交通拥堵等。

表１　交通事故和非事故数据统计情况

城市 事故 非事故 总计 事故率／％
亚特兰大 ２　７３９　 ２１　２０５　 ２３　９４４　 １１．４
夏洛特 ５　６０４　 １２　９９７　 １８　６０１　 ３０．１
洛杉矶 ８　３０３　 ８４　６８５　 ９２　９８８　 ０．０９

２）日历数据
该数据描述了交通事故的日历特性，包括时段、工作日

与周末、白天与黑夜信息。其中按照人们的正常生活习惯，
将一天２４ｈ分为５个时段：６：００～１０：００、１０：００～１５：００、

１５：００～１９：００、１９：００～２２：００、２２：００～６：００。如图１所示，
统计了美国交通事故在不同日历特性上发生的频率。

图１　美国交通事故数据日历特性分布情况

３）天气数据
该数据收集了从２０１８年６月～２０１８年８月的美国各

城市天气数据记录，包含温度、湿度、气压、能见度、风速、
降水量和特殊天气类型信息。其中特殊天气类型包括下
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雨、下雪、大雾和冰雹天气。

４）ＰＯＩｓ数据
该数据从 Ｏｐｅｎ　Ｓｔｒｅｅｔ　Ｍａｐ（ＯＳＭ）上共收集了路网

１５种兴趣点标记信息，如：减速带、十字路口和停车标志
等，其描述了路网结构的固有特性。

１．２　问题描述

　　定义１（时空域）：描述一个城市的时空域为Ｒｍ×Ｔｎ 。其
中，空域Ｒｍ由ｍ个子区域ｒ组成，即Ｒｍ＝｛ｒ１，ｒ２，…，ｒｍ｝，每
个子区域ｒ∈Ｒｍ为一个ｄ×ｄ的矩形区域，定义ｄ＝５ｋｍ；
时域Ｔｎ由ｎ个时间片ｔ组成，即Ｔｎ＝｛ｔ１，ｔ２，…，ｔｎ｝，每个
时间片ｔ＝Δｔ∈Ｔｎ ，定义Δｔ＝１５ｍｉｎ。
定义２（交通事件）：描述某个子区域某个特定时间片内

的交通事件为Ｅｔｉｒｊ ＝｛ｅ１，ｅ２，…｝，其中ｒｊ∈Ｒｍ，ｔｉ∈Ｔｎ。
定义３（天气）：描述某个子区域某个特定时间片内的天

气事件为Ｗｔｉｒｊ ＝｛ｗ１，ｗ２，…｝，其中ｒｊ∈Ｒｍ，ｔｉ∈Ｔｎ。
定义４（兴趣点）：描述某个子区域的兴趣点标记为

Ｐｒｊ ＝｛ｐ１，ｐ２，…｝，其中ｒｊ ∈Ｒｍ 。
问题求解：给定所有的历史交通事故序列，每个输入

序列描述为Ｘｔｉｒｊ＝［Ｅｔｉｒｊ，Ｗｔｉ
ｒｊ，Ｐｒｊ］，则对应的输出描述如

式（１）所示。

Ｙｔｉｒｊ ＝
１， 发生

０， 未发生｛ （１）

使用最近８个时间片（前２ｈ）的观测数据ＸＴ
ｒｊ ＝｛Ｘｔｉ－７ｒｊ ，

Ｘｔｉ－６ｒｊ ，…，Ｘｔｉｒｊ｝来预测未来第Ｔ＋１个时间片（１５ｍｉｎ）内区域ｒ
的交通事故发生概率，如式（２）所示。

Ｙ^Ｔ＋１ｒｊ ＝ｆ（ＸＴ
ｒｊ，Ｗ），ｒｊ ∈Ｒｍ （２）

通过最小化预测误差，拟合以往的交通事故序列，
训练出模型权值Ｗ ，如式（３）所示。

＝∑
ｒｊ

（Ｙ^Ｔ＋１ｒｊ －ＹＴ＋１ｒｊ ）２＋λ‖Ｗ‖２，ｒｊ ∈Ｒｍ （３）

式中：ＹＴ＋１ｒｊ 为区域ｒｊ 在第Ｔ＋１个时间片发生交通事故的
真实值；λ为控制正则化重要程度的超参数。

２　研究方法

　　基于以上的多源融合数据源进行交通事故实时预测，
本文提出了一种基于编解码结构的组件式区域交通事故

预测网络框架，并命名为ＥＤ－ＣＲＴＡＮ。该模型如图２所
示，本文将详细描述各组件的组成原理。

图２　ＥＤ－ＣＲＴＡＮ网络框架

２．１　时间组件

　　在每个网格单元ｒｊ ∈Ｒｍ 内，对时变特征建立基于编
解码结构的时间组件：双向 ＬＳＴＭ 作为编码器，双层

ＬＳＴＭ作为解码器，编码器和解码器之间加入时间注意力

·２９·
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机制模块来拟合历史时间对未来时间的影响程度。其中，
双向ＬＳＴＭ 的正向和反向隐藏层大小都为６４，则每个时
间片的输出维度为１２８维；双层ＬＳＴＭ每一层的隐藏层大
小都为１２８，则每个时间片的输出维度仍为１２８维。双向

ＬＳＴＭ 和双层 ＬＳＴＭ 都是由若干个 ＬＳＴＭ 基本单元
组成。
对于连接双向ＬＳＴＭ 和双层ＬＳＴＭ 的时间注意力

模块，本文根据Ｂａｈｄａｎａｕ等［１８］在神经网络机器翻译任
务中提出的注意力机制原理，首先由式（４）计算编码器
输出源序列中每个时间步长的隐藏状态ｈｔ 和解码器中
输出目标序列中每一个时间步长的隐藏状态ｈｔ′－１ 的对
齐分数。

ｅｔｔ′ ＝ｈｔ′－１Ｗｄｈｔ＋ｂｄ （４）

式中：Ｗｄ 为参数矩阵；ｂｄ 为偏置项。如式（５）所示，使用

ｓｏｆｔｍａｘ函数对对齐分数ｅｔ′ 进行归一化，以得到检索注意
力权值ａｔｔ′ 。

ａｔｔ′ ＝
ｅｅ

ｔ
ｔ′

∑
Ｔ

ｉ＝１
ｅｅ

ｉ
ｔ′

（５）

由此，再根据式（６）计算编码器隐藏状态ｈｔ 与其对应
的注意权值ａｔｔ′的乘积线性和，从而得到解码器每个ＬＳＴＭ
单元的上下文向量Ｃｔ′ 。

Ｃｔ′ ＝∑
Ｔ

ｔ＝１
ａｔｔ′ｈｔ （６）

２．２　空间组件

　　该组件实现对每个网格单元ｒｊ ∈Ｒｍ 的空间编码表

示，包含对交通事故发生区域存在的空间异质性、交通特
征以及环境影响因素等重要信息的空间编码。本文使用
隐藏层大小为１２８的前馈神经网络训练编码空间特征，并
使用ｓｉｇｍｏｉｄ函数作为激活函数。

２．３　文本描述组件

　　该组件首先通过 Ｇｌｏｖｅ模型实现对每个网格单元

ｒｊ ∈Ｒｍ 中的历史交通事件的自然语言描述进行分词，得
到１００维的词向量矩阵。本文使用隐藏层大小为１２８的前
馈神经网络训练编码空间特征，并使用ｓｉｇｍｏｉｄ函数作为
激活函数。

２．４　ＰＯＩｓ组件

　　该组件首先使用向量矩阵来表征道路路网结构的固
有特性，通过使用隐藏层大小为１２８的前馈神经网络进行
特征训练，并使用ｓｉｇｍｏｉｄ函数作为激活函数。

２．５　完全连接层组件

　　该组件使用多个完全连接层实现对上述所有组件的
输出进行最终预测，各层大小分别是５１２、２５６、６４和２。其
中，本文使用ＲｅＬＵ函数作为前３层网络的激活函数，使
用ｓｏｆｔｍａｘ函数作为最后一层网络的激活函数输出０（事
故不发生）或１（事故发生）。同时，以本文１．２节给出的最
小化预测误差计算公式作为ｌｏｓｓ损失函数。

３　结果分析

３．１　实验环境与超参数配置

　　电脑运行内存为８ＧＢ，ＣＰＵ为ＩｎｔｅｌＣｏｒｅＴＭ　ｉ７－９７５０Ｈ
ＣＰＵ＠２．６０ＧＨＺ×１２，显卡为ＧｅＦｏｒｃｅ　ＧＴＸ　１６５０／ＰＣｌｅ／

ＳＳＥ２，使用ｐｙｔｈｏｎ３．７语言的ＰｙＣｈａｒｍ集成开发工具，使
用Ｋｅｒａｓ和Ｔｅｎｓｏｒｆｌｏｗ神经网络框架搭建模型。
本文选择７０％的数据作为训练集进行模型训练，选

择１０％的数据作为验证集来提升模型的泛化能力，选择
剩下２０％的数据作为测试集来评价模型的性能。本文设
置ｅｐｏｃｈｓ大小为１００，ｂａｔｃｈ大小为６４，初始学习率为

０．０１的Ａｄａｍ来优化模型的训练过程。同时，本文使用

Ｌ２正则化来避免模型过拟合，使用网格搜索进行超参数
调整。

３．２　评价指标

　　 本文采用精确率（Ｐｒｅｃｉｓｉｏｎ）、召回率 （Ｒｅｃａｌｌ）和

Ｆ１－Ｓｃｏｒｅ三个指标综合评价各个模型的最终性能。其中，
精确率描述了在被所有预测为正的样本中实际为正样本

的概率，如式（７）所示。

Ｐｒｅｃｉｓｉｏｎ＝
ＴＰ

ＴＰ＋ＦＰ
（７）

召回率描述了正确预测的正观测值与实际正观测值

的比率，如式（８）所示。

Ｒｅｃａｌｌ＝
ＴＰ

ＴＰ＋ＦＮ
（８）

Ｆ１－Ｓｃｏｒｅ同时考虑了假阴性和假阳性，描述了精确率
和召回率的加权平均值，如式（９）所示。

Ｆ１－Ｓｃｏｒｅ＝
２＊ＴＰ

２＊ＴＰ＋ＦＮ＋ＦＰ
（９）

其中，ＴＰ（ｔｒｕｅ　ｐｏｓｉｔｉｖｅｓ）表示被正确地划分为正例的
个数；ＦＰ（ｆａｌｓｅ　ｐｏｓｉｔｉｖｅｓ）表示被错误地划分为正例的个
数；ＦＮ（ｆａｌｓｅ　ｎｅｇａｔｉｖｅｓ）表示被错误地划分为负例的个数；

ＴＮ（ｔｒｕｅ　ｎｅｇａｔｉｖｅｓ）表示被正确地划分为负例的个数。

３．３　实验对比结果

　　本文选择逻辑回归模型（ＬＲ）、梯度提升树模型
（ＧＢＤＴ）、深度神经网络（ＤＮＮ）和深度事故预测模型
（ＤＡＰ）［１９］作为基础模型进行对比实验，并在３个美国大型
城市数据上进行实验，选择精确率、召回率、Ｆ１－Ｓｃｏｒｅ（Ｆ１）
作为模型性能的评价指标，取多次实验计算各指标的事故
级和非事故级加权平均值，如表２所示。
由表２可知，本文提出的ＥＤ－ＣＲＴＡＮ模型在３个真

实美国城市交通事故数据集上的性能优于４种基础模型，
平均每个指标提升大约２％。特别地，对于具有不同稀疏性
的城市事故数据集，ＥＤ－ＣＲＴＡＮ 模型同样具有实用性。例
如，夏洛特城和洛杉矶城事故率分别为３０．１％和０．０９％，具
有明显的事故数据稀疏特性，结果显示本文的ＥＤ－ＣＲＴＡＮ
模型相较于２０１９年提出的 ＤＡＰ模型在Ｆ１－Ｓｃｏｒｅ上分别

·３９·
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　　 表２　ＥＤ－ＣＲＴＡＮ模型与基础模型的实验对比结果

模型
亚特兰大 夏洛特 洛杉矶

精确率 召回率 Ｆ１ 精确率 召回率 Ｆ１ 精确率 召回率 Ｆ１
ＬＲ
ＧＢＤＴ
ＤＮＮ
ＤＡＰ

ＥＤ－ＣＲＴＡＮ

０．８４
０．８４
０．８４
０．８４
０．８６

０．８３
０．８４
０．８３
０．８４
０．８５

０．８３
０．８４
０．８３
０．８４
０．８６

０．８４
０．８５
０．８３
０．８４
０．８５

０．８３
０．８４
０．８１
０．８１
０．８５

０．８３
０．８４
０．８１
０．８２
０．８５

０．８０
０．８０
０．７９
０．８０
０．８０

０．７８
０．７８
０．７６
０．７７
０．７９

０．７８
０．７８
０．７７
０．７８
０．８０

提升了３％和２％。为了更加突显在事故级数据稀疏的情
况下模型性能提升情况，如图３所示，分别显示了各模型

在３个城市的事故级和非事故级的预测平均精确率分布
情况。

图３　分别在事故级和非事故级下比较不同模型的精确率

　　由图３（ａ）可以看出，在事故级的预测上，深度学习方
法明显优于传统机器学习方法，前者能够充分挖掘稀疏性
数据的潜在特征规律。特别地，本文提出的ＥＤ－ＣＲＴＡＮ
模型在稀疏事故级数据上的预测结果相比其它模型有显

著提升。从图３（ｂ）可以看出，在海量的非事故级数据预测
上，传统机器学习模型具有更好的分类效果。然而，在实
际应用中更加关注事故级的预测，以便更好地预判某一特
定时间和特定区域内事故发生情况。

４　结　　论

　　及时准确地交通事故预测对于城市交通和公共安全
的治理至关重要。首先，本文基于海量的多源异构时空数
据集，包括交通事故记录、天气记录和ＰＯＩ信息等，在数据
融合的基础上完成对有意义的特征的提取。然后，本文提
出了一种基于编解码结构的嵌入式组件交通事故预测框

架ＥＤ－ＣＲＴＡＮ，包括时间组件、空间组件、文本描述组件、

ＰＯＩｓ组件和完全连接层组件。最后，本文选择在真实的

３个具有不同事故率的美国城市道路交通事故数据集上进
行模型训练，并与４种基础模型进行了比较。实验表明，
本文的模型性能优于４个现有模型。然而，本文提出的模
型也存在一定的局限性。首先，在区域划分上还是采用的
矩形法，只适用于区域预测，难以更加精确的定位到路网

上，未来希望能够在路网层面实现预测。再者，事故受多
种因素影响，当前数据集考虑的因素还比较少，未来希望
扩充数据集，融合一些交通流、人文信息和经济信息等。
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