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一种基于深度学习的数据无损压缩方法
及在测井大规模数据存储中的应用
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摘　要：为解决海量测井数据归档存储场景中出现的存储硬件和数据库存储容量限制等问题，提出了一种基于深度
学习的数据无损压缩方法，采用循环神经网络ＲＮＮ作为概率预测器，输出数据流的条件概率分布，结合当前字节值，

使用自适应算术编码器对数据流进行压缩；解压过程中，使用保存的ＲＮＮ网络权重和算术解码器，对数据流进行解
压。所提方法较传统无损压缩方法，在一维测井数据的实际压缩测试中压缩率平均提升约２３％，在二维阵列测井数
据上，平均提升约２１％。同时，结合数据无损压缩方法，提出一种基于多维特征索引查询树结构的测井大型存储数据
库的构建方法，在多条件组合查询时，较传统数据库查询方法检索效率平均提升约４５％。结果表明，所提方法可有效
减少测井数据的存储空间，降低数据的检索时间，为大规模测井数据的存储和利用提供了技术基础，节约数据归档的
硬件成本和人力成本。
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０　引　　言

　　测井数据是测井油服公司的地球物理勘探成果，也是

每口井对钻遇地质层位的岩石物理属性的真实反映，具有
极其重要的保存价值。如ＳＬ测井公司历年来为ＳＬ油田
各采油厂和外部市场甲方约４万口井提供了裸眼井、套管

·７８·



　第４４卷 电　子　测　量　技　术

井和生产井测井作业服务，其采集的海量数据不仅是老井
复查工作的前提，还构成了测井精细评价的数据基础。因
此，使用大型数据库对测井数据进行归档和管理已成为各
油服公司和各种测井解释一体化软件平台的通用做法［１－２］。
但随着将来测井作业井次的累积，测井数据量一直呈现上
升的趋势，会不可避免地遇到存储硬件容量的瓶颈以及数
据库软件存储大小的限制，这已成为各油服公司迫切需要
解决的问题。
因此，采用数据压缩算法，降低测井数据的存储大小是

减少数据存储硬件投入成本和增加测井存储数据库容量的

有效方式，而无损压缩是保证解压后数据不失真的必要条
件。目前，主流的数据库无损数据压缩方法是基于字典模
型的ＬＺ系列算法［３－４］，但这类算法主要针对数值变化微弱
的平缓数据流，而对于变化剧烈的高分辨率测井数据，压缩
率较低。文献［５］提出一种基于ＢＷＴ变换和ＰＰＭ算法的
阵列声波数据无损压缩存储方法，但该方法只针对声波波
列数据，不具有方法的通用性。
目前，深度学习因其自主性的特征学习功能，已成为自

然语言理解、语音识别、计算机视觉和图像处理等领域的研
究热点。其中，卷积神经网络、循环神经网络和多层稀疏自
动编码器已应用于图像压缩编码［６－９］、智能电表数据压缩［９］

和高通量基因组数据无损压缩［１０］。作为一种具备学习任意
复杂映射并形成广泛适用近似函数能力的神经网络模型，循
环神经网络ＲＮＮ［１１－１２］可以极其有效地预测序列中下一个字
符，表现出优异的预测性能。因此，本文采用基于预测的无
损压缩原理，构建循环神经网络模型作为序列数据的条件概
率预测器，经过大量样本训练后，保存神经网络模型权值。
在压缩过程中，载入保存的神经网络模型权值，计算数据流
中字符的概率分布，自适应算术编码器根据该分布和当前要
编码的字符，更新字符的概率区间并编码输出。解码时，自
适应算术编码器根据神经网络模型输出的概率分布输出解

压后的字符序列。通过在ＳＬ油田实际井的一维常规数据和
二维阵列数据上的压缩结果，以及与传统压缩方法ＬＺＷ和
算术编码的比对，验证本文压缩方法在数据压缩率提升方面
的有效性。为提升压缩数据的利用效率，结合数据压缩方
法，本文将每口井压缩后数据写入数据库，并结合测井时间
（年）、区块名称、数据类型（常规、固井、电成像、核磁和阵列
声波等）、井号以及数据写入时随机分配的唯一ＩＤ等特征索
引，构建多维索引数据查询树。通过与传统数据查询方法的
比对，验证本文数据查询树策略在提升数据查询检索效率方
面的有效性。本文方法的研究可应用于油服公司大规模测
井数据的归档和存储，在减少数据存储软硬件设备投入成本
的基础上，提升数据库使用效率和公司的数据管理水平。

１　数据流编码、解码机制

１．１　ＲＮＮ概率预测器模型

　　本文采用两层多输入和多输出的门控循环单元（ｇａｔｅｄ

ｒｅｃｕｒｒｅｎｔ　ｕｎｉｔ，ＧＲＵ）作为ＲＮＮ模型，防止梯度弥散以及
对序列中较远字符的依赖减弱等问题。神经网络模型架构
如图１所示。

图１　ＲＮＮ概率预测器模型

在输入层，加入Ｅｍｂｅｄｄｉｎｇ层，将输入字符根据单层
神经网络和字符在字典中的位置映射到Ｍ 维向量空间，表
征该字符在Ｍ 个维度上的得分，使相互独立的输入字符串
向量变成了有内在联系的关系向量，可以用来发现输入字
符串向量之间的深层关系。这种关系在网络模型训练的反
向传播过程中，在一直更新，因此能在多次ｅｐｏｃｈ后，使得
这个关系变成相对成熟，可以正确表达各个输入字符串之
间的相互关系，其训练出来的向量可以更好的适应数据压
缩任务。每层ＧＲＵ单元的个数为输入字符序列长度Ｎ。
在时刻ｔ，每个ＧＲＵ单元输出为（１，Ｍ）维向量，Ｍ 为ＧＲＵ
单元的输出维度。在第２层ＧＲＵ，每个ＧＲＵ都产生输出，
形成（１，Ｎ，Ｍ）维向量，此时加入Ｆｌａｔｔｅｎ层，将（１，Ｎ，Ｍ）
维向量进行串接，形成（１，Ｎ×Ｍ）维向量，后接两个激活函
数分别为ＲＥＬＵ和ｓｏｆｔｍａｘ的全连接层ＦＣ，其中最上面的
全连接层的神经元个数为整个压缩数据流中的字符种类数

Ｋ，这样模型可以输出所有类别字符的概率分布，用于下一
步的自适应算术编码。

ＧＲＵ作为一种扩展的带有门控循环单元的ＲＮＮ网
络单元结构［１３－１４］，使用了更新门（ｕｐｄａｔｅ　ｇａｔｅ）与重置门
（ｒｅｓｅｔ　ｇａｔｅ），目的是在保留长期序列信息的同时，解决标准

ＲＮＮ中出现的梯度弥散问题。更新门将当前输入字符信
息与前一个 ＧＲＵ单元输出信息分别进行线性变换后相
加，并通过Ｓｉｇｍｏｉｄ激活函数，将输出变换到０～１之间，帮
助模型决定上一步的记忆信息和当前输入字符信息需要继

续传递的信息量。同样，重置门将当前输入字符信息与前
一个ＧＲＵ单元输出信息分别进行线性变换后相加，送入

Ｓｉｇｍｏｉｄ函数，决定需要保留和遗忘的信息。在当前记忆
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内容的计算时，使用重置门，以门控的形式，确定前一个

ＧＲＵ单元的输出中要保留和遗忘的元素。最后使用更新
门，将前一个ＧＲＵ单元的输出保留到最终记忆的信息与
当前记忆内容保留至最终记忆的信息相加，即为当前ＧＲＵ
单元最终的输出内容。

１．２　概率预测器模型的训练

　　ＲＮＮ概率预测器模型的目的是在给定在字符表Ｓ上的
字符序列ＣＬ ＝｛Ｃ１，Ｃ２，…，ＣＬ｝的情况下，基于前Ｎ 个观察

到的字符，估计第Ｎ＋１个字符Ｃｒ 的条件概率分布Ｐ^（Ｃｒ｜
Ｃｒ－１，…，Ｃｒ－Ｎ）。 因此，本文首先从训练数据文件中读入字
符流，重新整理为一维字符向量，通过ｓｔｒｉｄｅ方式，将一维向
量分解为（Ｒ，Ｎ＋１）维的重叠分段矩阵，如图２所示。

图２　训练数据转换示意图

截取（Ｒ，Ｎ＋１）维重叠分段矩阵中前Ｎ 列的数据作为
训练样本，即训练样本数为Ｒ，每个训练样本维数为Ｎ。在
实际训练过程中，将训练样本打乱，分为多个Ｂａｔｃｈ，有助于
网络模型的收敛，其中每个Ｂａｃｔｈ的大小为１２８，超参数Ｎ
取６４。网络模型的期望输出为（Ｒ，Ｎ＋１）维重叠分段矩阵
的第Ｎ＋１列形成的向量 ｛ＣＮ＋１，ＣＮ＋２，…，ＣＬ｝采用独热编
码ＯｎｅＨｏｔＥｎｃｏｄｅｒ生成的由０和１组成的二进制序列组。
向量 ｛ＣＮ＋１，ＣＮ＋２，…，ＣＬ｝中有多少种状态（即字符的种类
数），独热编码的二进制序列就有多少比特，并且二进制序
列对应位置取１，其他位置为０。向量 ｛ＣＮ＋１，ＣＮ＋２，…，ＣＬ｝
几乎遍历整个输入数据流，其字符种类数，即为字符表Ｓ中
的字符数，这样二进制序列每一比特对应网络模型最上部全
连接层的神经元输出。如对于训练样本｛Ｃ１，Ｃ２，…，ＣＮ｝，其
期望输出为字符ＣＮ＋１的独热编码１０００…０，即ＣＮ＋１对应的

神经元输出为１，可看作条件概率，而此时其他神经元输出
为０。而字符ＣＮ＋２如果与ＣＮ＋１ 相同，则独热编码一致，如
果不同，独热编码为０１００…０，其他字符类推。由于本文网
络模型基于向量空间度量进行优化，因此使用独热编码，将
字符离散输出的取值扩展到欧氏空间，某个字符值对应欧
式空间的某个点，使损失函数的度量更加合理。本文的网
络模型训练采用Ａｄａｍ算法［１５］作为优化器，采用多分类交
叉熵损失函数，ｅｐｏｃｈ数目设置为２０。在每个ｅｐｏｃｈ，如果
损失函数较之前有下降，则Ａｄａｍ算法更新网络模型参数。

由于本文的压缩、解压策略存储网络模型权值作为压缩表
示的一部分，且训练的模型只用于在训练数据上的预测，因
此为防止实际应用中网络模型出现在训练数据上的过拟

合，本文没有在训练过程中使用交叉验证。网络模型训练
后，将网络权值保存为文件，用于后续的压缩和解压。

１．３　自适应算术编码

　　算术编码是在给定每个符号概率估计的情况下，对数
据流进行压缩的熵编码技术。算术编码维护在［０，１］区间
内的一个概率范围，每一个符号流唯一决定了一个概率范
围。这一范围直接依赖下一个字符的条件概率分布，能够
随着字符的序列输入进行计算。最终，该范围被编码为比
特流，形成压缩后的数据。解码在给定概率估计的情况下，
执行编码的逆操作。
由符号概率估计方式的不同，算术编码分为固定模式

算术编码和自适应算术编码。在固定模式下，信源符号的
概率需要预先统计计算，并且编码过程中符号概率保持不
变，而自适应算术编码，根据编码时符号出现的频繁程度动
态修改信源符号的概率。固定模式需要遍历整个符号流，
统计每个符号全局概率，而算术编码符合概率匹配原则：出
现概率较大的符号压缩为较短的码字，出现概率较小的符
号取较长码字，可能某个符号在整个符号流中全局概率较
小，但在符号流某一位置集中分布，此时采用自适应编码，
由于符号出现的概率随着符号输入不断变化，输入相同符
号数越多，该符号的概率被更新的越大，则该符号压缩后的
码字要明显小于固定模式编码。因此，采用编码过程中动
态估计字符概率的自适应算术编码不仅在压缩算法时效上

优势明显，而且压缩率也优于固定模式编码。自适应算术
编码的压缩率与符号概率预测的准确程度密切相关，本文
采用的基于ＧＲＵ单元的概率预测模型，能够较准确的预
测符号概率，保证压缩编码效率。

１．４　压缩和解压策略

　　如图３和４所示为本文的压缩和解压策略。在压缩策
略中，对于初始的Ｎ 个字符，选择均匀先验概率分布，采用
自适应算术编码器进行编码压缩，接着将这Ｎ 个字符输入
已经加载训练好的网络模型权值的ＲＮＮ概率预测器，得
到每个字符的概率分布，自适应算术编码器根据该概率分
布和第Ｎ＋１个字符值，更新原有的字符概率分布和累积
频率，得到每个字符新的概率区间。重复这一过程，最后锁
定字符ＣＬ 的概率区间，得到编码后的数据流。解压过程
与压缩过程对称，为压缩的逆过程。自适应算术编码器首
先使用均匀先验概率分布解码出前Ｎ 个字符，再由ＲＮＮ
概率预测器得到的字符概率分布，解码出后续字符。这里，
算术解码器每次也需要对字符概率分布进行更新，得到新
的字符概率区间，根据压缩数据流表示的实数落入的概率
区间，解码出概率区间对应的字符。在解压过程中，ＲＮＮ
概率预测器同样使用了训练好的网络模型权值，能够产生
与压缩过程相同的概率估计。
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图３　压缩策略

图４　解压策略

２　大型测井数据库构建

　　面向测井大规模数据存储这一应用场景，将多口井的
实际测井数据根据本文压缩方法进行压缩编码后，存储入

ＳＱＬＳｅｒｖｅｒ大型关系型数据库，并在写入时，加入该井对应
的测井时间（年）、区块名称、数据类型（常规、固井、电成
像、核磁和阵列声波等）、井号以及数据写入时随机分配的
唯一ＩＤ等索引字段，形成的大型数据表单如图５所示。其
中，ＩＤ值为算法产生的全局唯一标识符ＧＵＩＤ，是一种二
进制长度为１２８位的数字标识符，形式如”ＥＣ８２０９Ｅ０－
４Ｅ３１－４１Ｅ２－ＡＦ２０－Ａ９８９７２３９８４Ｄ３”，表单中“数据”字段值
为压缩后的二进制比特流，这样每一个压缩后数据对应一
个唯一的ＩＤ标识。为提升数据的查询检索效率，综合所

　　

有索引字段，构建多维索引数据查询树，如图６所示。查
询树结构自顶向下包含根节点、时间检索层、区块检索层、
数据类型检索层和井号检索层。

图５　测井数据存储大型表单

图６　多维索引数据查询树结构

　　图６中其他时间节点的子节点构建如“２００９”时间节
点，同样“ＧＤＡＯ”等区块子节点如同“ＤＸ”子节点向下构
建，而类型子节点对应各井号子节点，每个井号子节点与
其唯一的ＩＤ节点连接。在用户进行数据检索时，如果同

时输入时间、区块和类型查询条件，则在查询树上，从对应
的时间节点开始向下搜索，找到对应的区块子节点，返回
对应的类型子节点包含的所有井号和其ＩＤ值，在把井号
呈现给用户的同时，根据ＩＤ值在数据存储表单中检索出
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对应的压缩数据文件，解压后提供给用户。如果用户单独
输入井号进行查询，则在查询树的井号检索层，直接搜索
对应的井号子节点，此时在查询树中向上回溯，在为用户
提供井号对应的数据的同时，可以将该井的数据类型、所
在区块和测井时间等丰富的信息呈现给用户，便于测井数
据的综合利用。其他单独的查询条件的处理与此类似。
多维索引数据查询树的构建为大型测井数据库提供了一

种高效且相关信息丰富的检索查询方式。

３　实验结果与分析

３．１　压缩算法实验对比

　　测井数据的类型依据测井仪器类型的不同，分为一维
常规数据和二维阵列数据（包括固井、电成像、核磁和阵列
声波），其中一维数据量明显少于二维阵列数据量。在实
际应用中，为使压缩算法更具有针对性，分别使用一维常
规数据、固井数据、电成像数据、核磁数据和阵列声波数据
组成各自的训练样本集，训练各自的ＲＮＮ概率预测器，在
进行数据压缩时，依据数据类型，选择对应的ＲＮＮ概率预
测器。为保证算法的鲁棒性，收集不同区块的多口井数
据，构建训练样本集，如表１所示。

表１　训练样本集说明

数据类型 训练样本井数 训练样本集大小／ＭＢ
一维常规 １００　 ５０２
固井 ５０　 ８４３
电成像 １２　 １　５５４
核磁 １２　 １　２５５
阵列声波 １２　 １　３７８

　　一维常规测井数据是每口井必须采集的，按照测量井
段的不同，每口井的数据量从１～１０Ｍ 不等，一维数据是
实际应用场景中压缩算法主要针对的数据类型，因此在构
建样本集时，尽可能多的选择训练样本井数。固井数据主

要是二维声波数据，即在每个深度点上包含一条５１２个时
间采样点的声波全波列，其数值连续变化，规律性较强，因
此可以降低固井数据训练样本集选择的井数，不会对

ＲＮＮ模型的性能造成太大的影响。电成像、核磁和阵列
声波属于特殊测井项目，只在重点井中的重要井段施工，
不是每口井的必测项目，所以历史测量井次较少，而且每
井次的测量井段长度基本在２００～８００ｍ，但是单次测量数
据量很大，特别是电成像测井，深度采样间隔为０．１ｉｎ，纵
向分辨率最高，如Ｂ４４０井的电成像测量井段约为６００ｍ，
其数据量达到２２９ＭＢ。ＲＮＮ模型训练时，在ｋｅｒａｓ深度
学习架构和ＧＰＵ硬件设备的支持下，由ｃｕＤＮＮ深度神经
网络模型库，实现并行加速，训练时间减少了约７倍。
表２所示为５口井的实测一维常规数据的压缩率对比

结果。从表２中可以看出，针对不同原始大小的５口井数
据，基于字典模型的ＬＺＷ 算法压缩率最低，这是由ＬＺＷ
算法的固定码长和字典存储的限制导致的［１６］。算术编码
是一种信息保持型编码，虽然算法较为复杂，但无需像

ＬＺＷ算法传送编码字典，因此压缩率有了明显提升，而

ＲＮＮ网络模型方法将自适应算术编码和ＲＮＮ概率预测
模型结合在一起，比固定模式的算术编码压缩率更高，平
均提升了约２３％。对比５口井的原始数据大小，可以发现

ＬＺＷ算法的压缩率随着数据量的增加而有所提升，这是
由于数据文件中重复字符串的增多，使得字典中对应字符
串编码缩短导致的。而Ｌ８８５和Ｚ１３两口井的原始数据大
小相差不大，但Ｚ１３井ＬＺＷ算法的压缩率明显增大，压缩
率达到１８．５４％，远高于在其他实验数据上的ＬＷＺ算法压
缩率；经该实验数据研究发现，Ｚ１３井的测量井段大部分为
泥岩层段，自然电位、自然伽马等一维常规曲线在深度上
的起伏较小，使得ＬＺＷ 算法在Ｚ１４井数据上构造的编码
字典大幅度减小，进一步导致压缩率大幅度增加。同样，
在Ｚ１３井变化平缓的原始一维数据上，算术编码和ＲＮＮ
网络模型方法的压缩率相对于其他实验数据也有了明显

提升。

表２　一维实测常规数据压缩率对比结果

井号
原始大小／

ｋＢ
ＬＺＷ 算术编码 ＲＮＮ网络模型

压缩大小／ｋＢ 压缩率／％ 压缩大小／ｋＢ 压缩率／％ 压缩大小／ｋＢ 压缩率／％
Ｗ１５２－Ｘ１４　 ４　０３２　 ３　７７４　 ６．３９　 ３　２０９　 ２０．４２　 ２　２３７　 ４４．５１
Ｌ１７６　 ８　６３４　 ７　９７６　 ７．６２　 ６　７０４　 ２２．３５　 ４　７５８　 ４４．８９
Ｌ８８５　 １　５８６　 １　４８６　 ６．２８　 １　１７９　 ２５．６８　 ８１２　 ４８．７８
Ｚ１３　 １　４７８　 １　２０３　 １８．５４　 ９５０　 ３５．７１　 ６２６　 ５７．６５
Ｃ７－Ｐ４　 １０　４５３　 ９　４６７　 ９．４３　 ８　１３９　 ２２．１４　 ５　６３８　 ４６．０６

　　表３所示为５口井的实测二维阵列数据的压缩率对比结
果。表中原始数据大小为各自数据类型５口井的实测数据量
之和。整体来看，在二维阵列数据上，３种压缩算法的性能较
一维常规数据都有所下降。但对于变化规律性较强的声波全

波列固井数据来说，３种算法的压缩率基本保持不变，并略有
提升，而阵列声波数据在一个深度点上包含２４条声波全波
列，因此其压缩率仅次于固井数据。对于数据变化比较剧烈
的电成像数据，３种算法的压缩率相比其他类型数据是最低
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的。ＲＮＮ网络模型方法在四种类型的二维阵列数据上，相比 固定模式的算术编码，压缩率平均提升２０．５％。

表３　二维实测阵列数据压缩率对比结果

数据类型
原始大小／

ＭＢ
ＬＺＷ 算术编码 ＲＮＮ网络模型

压缩大小／ＭＢ 压缩率／％ 压缩大小／ＭＢ 压缩率／％ 压缩大小／ＭＢ 压缩率／％
固井 ８２．３　 ７３．７　 １０．４１　 ６３．０　 ２３．４７　 ４３．３　 ４５．３２
电成像 ６５１．０　 ６１７．５　 ５．１４　 ５２２．３　 １９．７６　 ３９７．５　 ３８．９４
核磁 ５１８．０　 ４９１．０　 ５．２３　 ４１１．４　 ２０．５７　 ３０８．３　 ４０．４８
阵列声波 ５７６．０　 ５３８．３　 ６．５４　 ４５１．０　 ２１．７１　 ３３１．０　 ４２．５２

３．２　大型数据库检索实验对比

　　实验在ＣＰＵ主频３．２ＧＨｚ，内存８Ｇ的 ＨＰ工作站
上，比较本文的多维索引数据查询树与传统的ＳＱＬ查询方
式的检索效率，实验数据为如图５格式的包含８　０００条记
录的大型数据表单。查询输入分为多条件组合和单条件。
实验结果如表４所示。

表４　查询检索效率对比结果

查询输入条件 ＳＱＬ检索耗时／ｓ 查询树检索耗时／ｓ
时间＋区块＋类型 １．８７５　 １．０３１
时间＋区块 １．３４７　 ０．７８１
区块＋类型 １．４５３　 ０．８５７
井号 ０．９１８　 １．２１２

　　表４中列出了实际应用中常用的查询输入条件。传
统的ＳＱＬ查询模式取出数据表单中的每一条记录，将索引
字段值与输入的查询条件逐一比对，如果两者相符，则将
该记录放入缓存，待表单中的所有记录都比对完毕，输出
缓存中的查询结果。因此，查询输入条件越多，ＳＱＬ检索
耗时越长。表４的实验结果也说明了这一点，而查询检索
树在多条件查询时，根据查询树上的高层子节点进行向下
的局部搜索，相比于ＳＱＬ的全局查询方式，限定并缩小了
后续条件的检索范围，因此查询检索效率平均提升了约

４５％。在“井号”单条件查询时，查询树在井号检索层进行
全局搜索，得到相应井号的子节点，再根据每个井号子节
点对应的ＩＤ值，在数据表单中使用ＳＱＬ方式查询得到压
缩数据，相比于直接的“井号”条件ＳＱＬ查询，多出了井号
检索层的搜索耗时，因此查询树的耗时有所增加。
本文的研究成果应用于ＳＬ测井公司的测井数据归档

与管理，原有的约８ＴＢ历史测井数据经过压缩后，构建约

４．１ＴＢ的大型数据库，节省了数据存储硬件的投资成本。
同时，通过构建多维索引数据查询树，在数据管理这一日常
生产任务中，历史数据提取的人工操作时间每井次平均减
少了约１５ｍｉｎ，特别是在进行区块研究解释任务时，提取数
据的井号集中在同一区块，数据管理人员通过区块和类型
组合检索，得到该区块所有井数据，再手工选择解释人员需
要的数据进行提取，可以避免单纯井号检索的耗时问题。

４　结　　论

　　本文根据基于预测的数据无损压缩原理，将ＲＮＮ概
率预测器和自适应算术编码相结合，有效提升测井数据压
缩率，缓解了存储硬件容量使用紧张问题，为将来减少存
储硬件购置成本奠定了技术基础。通过使用大型数据库，
实现大量杂乱历史测井数据的有序管理，多维索引数据查
询树的构建，可提升测井数据的查询检索时效，减轻数据
管理人员的工作强度，同时为老井复查和区块研究等解释
任务提供与井号关联的测井时间、区块、数据类型等丰富
的辨识信息。如何降低测井数据库单条件查询耗时是下
一步要开展的工作。
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