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时频分析与ＶＧＧ１９迁移学习的轴承故障检测＊

李传鑫　刘增力
（昆明理工大学 信息工程与自动化学院 昆明６５０５００）

摘　要：为了解决轴承故障诊断依赖专家经验的人工特征提取问题，提出时频分析与ＶＧＧ１９网络迁移学习的故障诊
断方法。首先利用时频分析的方法将轴承的正常状态、内圈故障、外圈故障和滚动体故障的一维数据转换为时频样本
图，同时也将上述数据生成谱峭度图；其次对 ＶＧＧ１９网络模型中的全连接层进行网络替换并Ｆｉｎｅ－ｔｕｎｉｎｇ；最后通过
网络调参实现卷积神经迁移学习网络对轴承故障的识别分类诊断。结果表明，在实验中滚动轴承故障诊断的时频样
本图分类准确率高于谱峭度图样本分类的准确率高达５．４２％，验证了时频分析与 ＶＧＧ１９迁移学习在信号处理方面
应用的有效性；另外，迁移学习可以解决小样本的故障诊断问题。
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０　引　　言

　　轴承是大型机械设备中关键的核心部件，在机床、航
空、交通、精密仪器等方面得到了应用，为设备的正常运转
起着重要作用。周济院长在“新一代智能制造－新一轮工业
革命的核心驱动力”的报告中指出：“制造业数字化网络化
智能化是新一轮工业革命的核心技术，应该作为《中国制造

２０２５》的制高点、突破口和主攻方向”［１］。因此，轴承故障智
能诊断成为未来重要的发展趋势。

随着人工智能的发展，传统的机器学习方法早已运用

到了轴承故障诊断中去了，但是传统的机器学习方法需要
大量的数据和人工经验做标注，耗时且重复性工作制约着
智能化检测的发展。唐波等［２］提出了短时傅里叶变换的二
维时频谱和卷积神经网络的滚动轴承故障诊断。Ｓｈｅｎｇ
等［３］提出了一种基于卷积神经网络的振动故障诊断新方

法，该方法利用小波变换作为原始信号的时频域变换，利用
小波变换对机械振动信号生成时频图，然后以连续小波变
换时频图作为输入训练ＣＮＮ模型进行故障诊断。黄驰
城［４］提出采用深度学习的图像分类技术对振动信号的时频

图、频谱图进行分析相对于传统的图像分析方法更加快速
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高效，具有很好的应用性。唐蕞［５］提出了基于时频图和能
量特征的双输入ＣＮＮ故障诊断模型，利用同步挤压小波
变换处理所得的ＲＧＢ时频图像作为分类模型的输入，将其
转换为图像识别问题。杜小磊等［６］提出基于同步挤压Ｓ变
换和深度学习的轴承故障诊断。因此，时频图可以作为时
频样本来分类，但是重新训练新网络要花费计算力和较大
的数据样本。
刘鑫鹏等［７］提出迁移学习主要解决的是以下两个问

题：１）解决小数据问题。当训练数据过少时，经典监督学习
会出现严重过拟合问题，而迁移学习可从源域的小数据中
抽取并迁移知识，用来完成新的学习任务。２）解决个性化
问题。王凯等［８］提出利用迁移学习方法可以有效解决小样
本条件下引起的分类不佳问题，泛化了模型的适应性。陈
淑英 等［９］提 出 了 基 于 迁 移 学 习 的 多 变 量 预 测 模 型

（ＴＶＰＭＣＤ）进行识别，有效解决了小样本的故障诊断问
题。因此，迁移学习可以解决小样本的网络训练分类的问
题。宫文峰等［１０］提出改进卷积神经网络的全连接层极大
减少了训练参数和计算时间，实现轴承微小故障诊断。
因此，本文提出时频分析和 ＶＧＧ１９模型迁移学习的

轴承故障诊断方法，有效地解决了振动信号小样本训练的
问题，也避免了传统的依赖专家经验的故障诊断方法，将数
据分类问题转换为图像分类问题实现了信号处理与深度学

习的结合，即使不是信号处理专家也可以实现故障诊断问
题。同时，迁移学习利用经典的网络进行迁移用较少的数
据样本来训练修改层并微调网络就可以实现分类问题和智

能化的诊断，也避免花费较多的硬件资源。

１　典型的网络结构

　　卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ　ｎｅｕｒａｌ　ｎｅｔｗｏｒｋ，ＣＮＮ）是
一种深度前馈神经网络，经典的结构包括：输入层、卷积层、
池化层（采样层）、全连接层、输出层，卷积层和池化层交替
搭建网络结构实现对图像特征的提取和降维操作。本文采
用时频分析方法将一维振动数据转化为时频图，输入到卷
积神经网络中输出目标，如图１所示。

图１　ＣＮＮ基本网络结构

卷积神经网络模型 ＶＧＧ１９，ＶＧＧＮｅｔ是牛津大学的

ＶＧＧ（ｖｉｓｕａｌ　ｇｅｏｍｅｔｒｙ　ｇｒｏｕｐ）小组在２０１４年的ＩｍａｇｅＮｅｔ
大赛中提出的一种泛化能力强、结构清晰的网络模型，

ＶＧＧ１９模型在ＩＬＳＶＲＣ－２０１４大赛中以图像分类任务Ｔｏｐ－５
的错误率为７．３％，在分类项目中获得第二名和定位项目
中获得第一名的成绩，作为基础网络结构在迁移学习任务

中特征提取能力非常强大。ＶＧＧＮｅｔ结构中的所有卷积核
为３×３，池化核为２×２。ＶＧＧＮｅｔ中的３×３卷积核可以
更好地提取图片中的局部信息，在 ＶＧＧ网络中使用连续
的２组３×３的卷积核（ｓｔｒｉｄｅ分别为２、１）的网络结构可以
和７×７的卷积核产生相同的效果。ＶＧＧ团队为了测试网
络的性能设计了６种不同的结构如图２所示。

图２　ＶＧＧＮｅｔ结构［１１］

本文中将网络结构中的全连接中的第１层ＦＣ－４０９６改
成３×３的卷积核（ｓｔｒｉｄｅ为２），第２层ＦＣ－４０９６改成３×３
的小卷积核（ｓｔｒｉｄｅ为１），第３层ＦＣ－１０００改成ＦＣ－４；全连
接层的网络替换使得参数比以前的 ＶＧＧ１９参数少很多，
提高了运算效率。具体卷积过程如图３所示。

图３　卷积过程

２　时频图与卷积神经网络的轴承故障识别

２．１　特征提取与数据处理

　　时频分析技术通常有短时傅里叶变换（ＳＴＦＴ）、魏格
纳－维尔（Ｗｉｇｎｅｒ－Ｖｉｌｌｅ）分布、小波变换（ＷＴ）、小波包分解
（ＷＰＤ）等方法。凯斯西储大学轴承数据库（Ｃａｓｅ　Ｗｅｓｔｅｒｎ
Ｒｅｓｅｒｖｅ　Ｕｎｉｖｅｒｓｉｔｙ，ＣＷＲＵ）的滚动轴承振动加速度数据，

采样频率为１２　０００Ｈｚ，在这里采用的数据类型状态分别为：

正常状态、外圈故障（０．１７７　８ｍｍ）、内圈故障（０．１７７　８ｍｍ）、

滚动故障（０．１７７　８ｍｍ）四种状态。在这里使用数据每种
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状态为４８　０００个数据点，每１　２００个数据点生成一个样本，
然后依次进行连续小波变换（ＣＷＴ）、小波包（ＷＰＤ）时频转
换、Ｗｉｇｎｅｒ－Ｖｉｌｌｅ分布（ＷＶＤ）生成时频图，谱峭度（ＳＫ）生
成图。以外圈故障为例，生成的图如图４所示。

图４　外圈故障图

２．２　实验步骤流程

　　 对 于 数 据 处 理 技 术 有：批 量 归 一 化 （ｂａｔｃｈ
ｎｏｒｍａｌｉｚａｉｏｎ，ＢＮ）［１２］、Ｄｒｏｐｏｕｔ［１３－１４］、数据增强包括旋转、翻
转、缩放、平移等操作。

１）采用连续小波分析、小波包时频分析、魏格纳－维尔
（Ｗｉｇｎｅｒ－Ｖｉｌｌｅ）分布、谱峭度分别生成４种不同状态的

ＲＧＢ特征图。

２）时频分析预处理通过ＭＡＴＬＡＢ函数Ｉｍａｇｅ　Ｄａｔａｓｔｏｒｅ
将特征图尺寸调整为２２４×２２４×３。

３）预处理后的时频图作为 ＶＧＧＮｅｔ网络的提取器作
为迁移层，全连接层改为Ｃｏｎｖ３－５１２（ｓｔｒｉｄｅ　２）接Ｃｏｎｖ３－５１２
（ｓｔｒｉｄｅ　１）接ＦＣ－４，接ｓｏｆｔ－ｍａｘ作为分类器，训练网络模型。
具体步骤如图５所示。

图５　网络替换结构

４）根据模型的分类准确率对网络进行参数优化，选择
出一个分类准确率较好的网络。具体的算法流程如图６
所示。

３　仿真结果及分析

　　平台为ＧＴＸ１０５０Ｔｉ　４Ｇ运行环境和 ＭＡＴＬＡＢ软件，

图６　算法流程

利用经典的深度学习框架进行卷积神经网络的搭建。在图
像数据存储中随机地将数据分为７０％的训练集、３０％的测
试集，而网络要求输入２２４×２２４×３尺寸的图像，但是图像
存储的尺寸大小有所不同，使用图像数据存储函数可以自
动调整为训练图像的大小。为了防止过拟合和训练图像中

的细节特征提取，在这里将训练图像沿垂直轴方向随机翻
转以及在水平和垂直方向上随机平移３０ｐｉｘｅｌ的操作。
由于在模型的训练过程中，超参数的选择对模型的训

练速度、分类准确率有直接的影响［１５］。从本文所构建的

ＣＮＮ模型及其任务来讲，将ＶＧＧ１９的特征提取器作为迁
移网络层，从优化器［１６］、学习率、批处理样本数目３种参数
配置因素重新训练网络模型来验证模型分类准确率的影

响，来确定最优的模型匹配参数。

３．１　实验参数配置

　　从优化器、初始学习率、ＭｉｎＢａｔｃｈｓＳｉｚｅ三个因素来对
网络模型分类结果进行统计。其中ＣＷＴ＿ＶＧＧ代表连续
小波变化时频图的迁移网络分类，ＷＰＤ＿ＶＧＧ代表小波包
时频图的迁移网络分类，ＷＶＤ＿ＶＧＧ代表 Ｗｉｇｎｅｒ－Ｖｉｌｌｅ分
布时频图的网络分类，ＳＫ＿ＶＧＧ 代表谱峭度图的网络
分类。

１）优化器类型
首先考虑所构建的ＣＮＮ模型和目标分类任务，利用

ＭＡＴＬＡＢ深度学习框架，选择Ｓｇｄｍ（ＳＧＤ＋Ｍ）、Ａｄａｍ及

Ｒｍｓｐｒｏｐ三种优化算法，每组优化器分别随机训练１０次，
对４种样本平均识别准确率作为评价指标，结果如表１所
示。优化器选择Ｓｇｄｍ的平均识别率为９９．４３％最高，作为
本文的优化器。

表１　不同优化器的模型分类结果 ％

优化器
ＣＷＴ＿

ＶＧＧ
ＷＰＤ＿

ＶＧＧ
ＷＶＤ＿

ＶＧＧ
ＳＫ＿

ＶＧＧ

平均

识别率

Ｓｇｄｍ　 １００　 ９９．７９　 １００　 ９７．９２　 ９９．４３

Ａｄａｍ　 ９９．７９　 ９７．２９　 ９９．５８　 ９３．５４　 ９７．５５

Ｒｍｓｐｒｏｐ　 ９９．７９　 ８０．６３　 ９５．００　 ９１．４６　 ９１．７２

２）初始学习率
设置初始学习率为０．００１、０．０００　１、０．０００　０１分组，每

组随机训练１０次，对４种样本平均识别准确率作为评价指
标，结果为如表２所示。初始学习率为０．０００　１的平均识
别率为９９．４３％最高，作为本文的初始学习率。
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表２　不同学习率的模型分类结果 ％

初始

学习率

ＣＷＴ＿

ＶＧＧ
ＷＰＤ＿

ＶＧＧ
ＷＶＤ＿

ＶＧＧ
ＳＫ＿

ＶＧＧ

平均

识别率

０．００１　 ５０．６３　 ２５．００　 ６１．２５　 ８８．３３　 ５６．３０
０．０００　１　 １００　 ９９．７９　 １００　 ９７．９２　 ９９．４３
０．０００　０１　 １００　 １００　 ９９．３８　 ９２．７１　 ９８．０２

３）ＭｉｎＢａｔｃｈｓＳｉｚｅ
设置最小批处理为８、１６、３２，每组随机运行１０次，对４

种样本平均识别准确率作为评价指标，如表 ３所示。

ＭｉｎＢａｔｃｈｓＳｉｚｅ为１６时的平均识别率为９９．４３％最高，作为
本文的批量处理样本数量。

表３　不同批处理的模型分类结果 ％

最小批

处理

ＣＷＴ＿

ＶＧＧ
ＷＰＤ＿

ＶＧＧ
ＷＶＤ＿

ＶＧＧ
ＳＫ＿

ＶＧＧ

平均

识别率

８　 １００　 ９９．７９　 １００　 ９７．５０　 ９９．３２
１６　 １００　 ９９．７９　 １００　 ９７．９２　 ９９．４３
３２　 １００　 １００　 １００　 ９４．５８　 ９８．６５

３．２　实验结果分析

　　由表１～３可以看出在相同的网络配置中，连续小波时
频图、小波包时频图、Ｗｉｇｎｅｒ－Ｖｉｌｌｅ分布时频图的网络分类
率均高于谱峭度图的网络识别率。如表 ３ 所示，当

ＭｉｎＢａｔｃｈｓＳｉｚｅ为３２时可以看出时频图的分类率高谱峭图
分类率达５．４２％。通过３个表中所有平均识别结果中的
时频图对于迁移学习的网络分类高于谱峭度图的，说明滚

动轴承故障数据时频样本处理更适合网络识别。通过从优
化器、初始学习率、ＭｉｎＢａｔｃｈｓＳｉｚｅ三个因素的配置网络模
型分类结果优化器选择Ｓｇｄｍ、初始学习率为０．０００　１、

ＭｉｎＢａｔｃｈｓＳｉｚｅ为１６时训练的模型分类结果比较好。将选
择好的网络模型配置实验结果参数如表４所示。

表４　网络模型部分参数设置

参数 参数值

优化器 Ｓｇｄｍ

初始学习率 ０．０００　１

最小批处理 １６

最大轮 ２０

验证频次 ３

执行环境 ＧＰＵ

　　将上述配置参数微调网络随机抽取样本做实验，这里
以连续小波变换时频图样本和去峭度图样本为例的训练过

程如图７所示，其中ＣＷＴ＿ＶＧＧ代表连续小波变化时频图
的迁移网络分类训练过程，ＳＫ＿ＶＧＧ代表谱峭度图的网络
分类训练过程。
从图７中可以看出用连续小波生成的时频和迁移学习

网络的分类效果为１００％，轴承类型的４种状态类型可以
区分开来；而用峭度谱图结合迁移学习的网络分类为

９１．６７％，不能完全将故障类型准确分类。因此，用连续小
波变换生成时频图样本的方法比谱峭度图的迁移学习网络

分类效果好。

·４６１·



李传鑫 等：时频分析与ＶＧＧ１９迁移学习的轴承故障检测 第５期

图７　训练过程

４　结　　论

　　本文研究的时频分析与ＶＧＧ１９迁移网络的滚动轴承
故障诊断模型是一种卷积神经网络的故障诊断模型。通过
采用轴承故障不同类型的数据做实验，结果表明时频图样
本的卷积神经网络迁移学习的诊断识别率高于谱峭度图的

卷积神经网络的迁移学习的诊断识别率，连续小波时频图
的卷积神经网络迁移学习模型的识别率最高。利用现有的
经典网络模型可以实现用较小的样本训练修改网络层并微

调模型实现网络分类，在工程领域具有一定较高的应用价
值，避免过多的时间成本和硬件开销。在迁移学习网络中
振动信号小样本存在过拟合现象，参数的网络优化选取没
有统一的标准需要根据分类任务要求凭借经验微调，参数
的选择直接影响网络分类效果这是研究的难点和方向。
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