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利用犈犕犃犘与多项式网络的高光谱影像分类

王扣准　黄　睿

（上海大学 通信与信息工程学院　上海　２０００７２）

摘　要：高光谱影像地物分类已成为高光谱的重要应用之一，然而如何在小样本时取得优秀的分类结果已成为研究

的难点与热点。最近几年，深度学习理论开始用于高光谱数据分析。本文提出了一种基于扩展多属性剖面（ｅｘｔｅｎｄｅｄ

ｍｕｌｔｉａｔｔｒｉｂｕｔｅｐｒｏｆｉｌｅ，ＥＭＡＰｓ）和深度多项式网络（ｐｏｌｙｎｏｍｉａｌｎｅｔｗｏｒｋｓ）的高光谱影像分类方法。首先，ＥＭＡＰｓ通过

一系列的属性滤波器提取影像多种结构特性的形态学纹理特征，并与影像光谱特征结合构成新的特征矢量。接着利

用深度多项式网络对新特征矢量进行学习，构建多层次网络结构，在迭代的过程中逐层降低训练误差，实现优秀的分

类结果。高光谱影像分类实验表明，所提方法性能优于多种分类方法。
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１　引　　言

高光谱遥感可获取从可见到近红外光谱范围内地物的

电磁波辐射，生成的高光谱影像包含了地物丰富的光谱信

息，在环境监控、目标识别等领域获得广泛应用［１３］。采用

强分类器有利于提高遥感地物的分类识别率，因而，支持向

量机和其改进算法已经被广泛应用于地物分类中［４６］。近

年来，深度学习理论开始被应用与高光谱特征提取和分类，

体现出较好的性能［７９］。这些方法核心思想是将网络看成

逐步抽象的过程，无监督地训练每一层网络，然后将得到的

输出节点当成下一层网络的输入层。用监督算法逐步训练

各网络层参数，使得网络提取出抽象的特征信息。一幅图

像可以用少量的抽象特征表示，并用于识别或分类，达到令

人满意的效果。

另一方面，在使用深度学习网络进行高光谱影像分类

时，如何有效地利用空间信息成为一个重大的问题。最近，

结合空间和光谱信息的高光谱影像分类成为研究热点。提

取图像的纹理特征，然后结合光谱信息进行分类是常用的

谱空结合方法。典型的包括流形特征提取
［１０］、局部Ｆｉｓｈｅｒ

判别分析［１１］、形态学理论等［１２］。

本文提出一种新的谱空结合分类方法。首先，采用拓

展的 多 属 性 剖 面 （ｅｘｔｅｎｄｅｄ ｍｕｌｔｉａｔｔｒｉｂｕｔｅｐｒｏｆｉｌｅｓ，
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ＥＭＡＰｓ）提取高光谱影像纹理特征。ＥＭＡＰｓ从不同方向

重构高光谱影像的空间和光谱信息，在分类应用中体现出

较好的性能。在此基础上利用线性多项式网络［１３］构建基

础分类器，实现影像地物的分类。高光谱影像分类实验表

明，所提方法能更好地利用高光谱影像的光谱和纹理特征，

分类性能优于多种谱空结合方法。

２　提出方法

２．１　犈犕犃犘狊

ＥＭＡＰｓ是对传统形态学剖面的改进与拓展。它将简

单的结构元素用多种属性原则加以替换，并对这些属性原

则进行级联，从而获得多种结构的属性特征，充分利用高光

谱数据的空间和光谱信息。

首先，对高光谱影像进行属性滤波。然而影像数据通

常达到几百维，为了降低计算量，一般要对原影像进行降

维，常采用主成分分析变换。接着对若干主成分分量进行

属性滤波，获得扩展的属性剖面（ｅｘｔｅｎｄａｔｔｒｉｂｕｔｅｐｒｏｆｉｌｅｓ，

ＥＡＰ）如下：

犈犃犘＝ 犃犘１，犃犘２，…，犃犘｛ ｝犻 （１）

式中：犃犘犻（犻＝１，…，狀）表示对分量犻的属性滤波，狀代表

保留的主分量个数。

属性滤波操作是在给定参考阈值λ的前提下，评估灰

度图像犳相连成分的属性值。比如，设图像的相连成分为

犆犻，如果属性值犃犘（犆犻）大于阈值λ，则这一区域将被保

留；反之，犆犻将被赋为与邻域相近的值，从而将犆犻合并到周

边子块。如果被合并到的区域灰度值较低，则这一过程称

为图像的变薄变换，反之称为增厚变换，犃犘定义为：

犃犘（犳）：＝ φ狀（犳），…，φ１（犳），犳，γ１（犳），…，γ狀（犳｛ ｝）

（２）

式中：φ犻与γ犻分别代表增厚与变薄变换。图１给出了ＥＡＰ

的结构示意。

图１　ＥＡＰ结构示意

然而，单一的属性剖面只能从一个方面提取特征向量，

不能全面有效地描述高光谱复杂的地物特征。因此，文献

［６］提出ＥＭＡＰｓ，通过不同的属性滤波架构多层次的特征

向量，然后将所有的特征串联成单一向量，有效的整合高光

谱数据的空间和光谱信息。一般定义４种属性剖面：面积

准则犪，像素标准差准则狊，惯性矩准则犻，形状准则犱，有：

犈犕犃犘狊＝ 犈犃犘犪′，犈犃犘狊′，犈犃犘犱′，犈犃犘犻｛ ｝′ （３）

犈犃犘′＝犈犃犘 犘犆１，犘犆２，…，犘犆｛ ｝狀 （４）

２．２　深度学习

深度学习网络使机器模拟人脑学习迈向了新台阶，是

机器学习领域的一个重要突破，在语音和图像识别领域都

具有广泛的应用。深度学习的研究始于 Ｈｉｎｔｏｎ教授在

２００６年提出的深度置信度网络（ｄｅｅｐｂｅｌｉｅｆｎｅｔｓ，ＤＢＮ）
［１４］。

网络首先通过数据的非监督训练初始化第一层网络，然后

通过监督的方式调整网络参数。逐层从低层网络中提取高

层次特征，用于分类和识别。由于深度学习网络能够提取

数据更加抽象和复杂的特征，因而在很多领域都表现出优

于浅层模型的性能。除ＤＢＮ外，研究者还提出了卷积神经

网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＣＮＮ）
［１５］、堆积自动编

码器（ｓｔａｃｋｅｄａｕｔｏｅｎｃｏｄｅｒ，ＳＡＥ）
［１６］、深度玻尔兹曼机（ｄｅｅｐ

ｂｏｌｔｚｍａｎｎｍａｃｈｉｎｅｓ，ＤＢＭ）
［１７］等。

深度多项式网络是一种多层前向网络，采用学习算法

ｂａｓｉｃｌｅａｒｎｅｒ，具有比其他深度网络更好的泛化能力
［１３］。对

于给定的训练数据集 （狓１，狔１），…，（狓犿，狔犿｛ ｝） ，狓犻∈犚
犱，

狔犻是对应的类别标签，线性多项式可以表示为狆→（狆（狓１），

…，狆（狓犿）），假 定 狓犻 是 独 立 的，存 在 ｛（狆犻（狓１），…，

狆犻（狓犿））｝
犿
犻＝１构成基特征，用以表征犿维的空间：

∑
犿

犻＝１
狑犻狆犻（狓犼）＝狔犼，犼＝１，…，犿 （５）

因而构建第一层网络 ｛（〈狑，［１　狓１］〉，…，〈狑，

［１　狓犿］〉）：狑∈ 犲犱＋１｝，就转化为求解犱＋１维正交基，这

可以通过ＧｒａｍＳｃｈｍｉｄｔ和ＳＶＤ求解（犱＋１）×（犱＋１）的

矩阵犠 得到。获取到所有的节点构成第一层多项式网络

（狀１犼（狓１），…，狀
１
犼（狓犿｛ ｝））犿

犼＝１，其中：

犉１犻，犼＝狀
１
犼〈犠犼，［１　犡］〉 （６）

由于深度网络是逐层构建得到，得到第一层网络就可

以依次构建多层网络。具体算法流程如图２所示。

３　实　　验

３．１　实验数据

实验数据为两个高光谱数据集：ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ和

Ｓａｌｉｎａｓ，包含了农业区、城区等代表性地物。数据集Ｐａｖｉａ

Ｕｎｉｖｅｒｓｉｔｙ由反射光学系统成像光谱仪（ＲｅｆｌｅｃｔｉｖｅＯｐｔｉｃｓ

ＳｙｓｔｅｍＩｍａｇｉｎｇＳｐｅｃｔｒｏｍｅｔｅｒ，ＲＯＳＩＳ）获取，位于意大利

Ｐａｖｉａ市。图像空间分辨率为１．３ｍ，光谱范围为０．４３到

０．８６μｍ，大小为６１０×３４０，包含１１５个波段，９种地物，

４２７７６个标记样本。为去除噪声干扰，只采用１０３个波段

·１０１·
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图２　ＢａｓｉｓＬｅａｒｎｅｒ算法流程

用于实验。数据集Ｓａｌｉｎａｓ由机载可见近红成像光谱仪

（ａｉｒｂｏｒｎｅｖｉｓｉｂｌｅｉｎｆｒａｒｅｄｉｍａｇｉｎｇｓｐｅｃｔｒｏｍｅｔｅｒ，ＡＶＩＲＩＳ）

获取，位于美国印第安纳州的西北方。图像空间分辨率为

３．７ｍ，光谱范围为０．４～２．５μｍ，大小为５１２×２１７，包含

２２４个光谱波段，１６种地物，５４１２９个标记样本。为去除噪

声干扰，只采用２０４个波段用于实验。图３给出了两个数

据集的伪彩色图和标记样本分布情况。

图３　ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ和Ｓａｌｉｎａｓ数据集

３．２　实验参数设定

３．２．１　ＥＭＡＰｓ参数设定

为降低计算量，在提取ＥＭＡＰｓ特征前一般先对高光

谱影像采用主成分分析降维。本文保留４个主成份分量，

相应的累积特征值比率超过９９％。

对保留的主成分影像提取形态学属性剖面。在本文

中，采用文献［８］的参数值设定。提取４个属性剖面，具体

参数设置如下：

１）面积准则：λ犪＝［１００５００１０００５０００］；

２）像素标准差准则：λ狊＝［２０３０４０５０］；

３）惯性矩准则：λ犻＝［０．２０．３０．４０．５］；

４）形状准则：λ犱＝［１０２５５０１００］。

不同参数取值对网络性能的影响如图４所示。
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图４　不同参数取值对网络性能的影响

３．２．２　ＢａｓｉｓＬｅａｒｎｅｒ

采用ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ数据分析网络参数对分类结果

的影响。每类地物随机选取１０个样本构成训练集，选取

１００个样本用于交叉验证。

ＢａｓｉｓＬｅａｒｎｅｒ参数主要包括网络宽度，网络深度和正则

化参数。由于ＢａｓｉｓＬｅａｒｎｅｒ至少包含构造层和输出层，因而

网络至少有两层。设３个参数的取值分别为：宽度狑犻犱狋犺∈

｛５，１０，１５，２０｝，深度犱犲狆狋犺∈ ｛２，３，４，５，６，７｝，λ∈ ｛１０
－７，

１０－６，…，１０１｝；且每层的网络宽度相同。采用整体精度

（ｏｖｅｒａｌｌａｃｃｕｒａｃｙ，ＯＡ）为评价指标。图４给出了不同参数取

值对网络性能的影响，其中横坐标ｌａｍａｄａ为１０的指数。可

以看到，随着网络深度和网络宽度的增加，验证误差逐渐减

小，ＯＡ逐渐增大。但当宽度大于１５时，分类精度有所降低。

因而在本文中，设定网络宽度为１５，网络深度设定为７层；同

时，当λ＜１０－３时，网络误差较小，故设λ为１０－３。

３．３　实验比对

在本文中，主要和４种方法对比。ＳＶＭ方法是基于纯

光谱数据分类，使用ＲＢＦ（Ｇａｕｓｓｉａｎｒａｄｉａｌｂａｓｉｓｆｕｎｃｔｉｏｎ）内

核，５倍交叉验证获取ＳＶＭ模型参数；ＳＶＭＣＫ
［４］方法是基

于ＳＶＭ的改进分类器，复合空间核和光谱核，其中空间核

是５×５大小的加窗函数平均值，空间核和光谱核权重系数

固定在０．５，ＥＭＡＰ＿ＳＶＭＣＫ方法结合原始光谱数据和

ＥＭＡＰ特征分类；同样的，ＧＣＫ
［５］是 ＭＬＲ（ｍｕｌｔｉｎｏｍｉａｌ

ｌｏｇｉｓｔｉｃｒｅｇｒｅｓｓｉｏｎ）分类器结合空间核与光谱核的算法，详细

的参数设置请见文献［５］；ＥＭＡＰ＿ＳＰ
［１８］方法是ＥＭＡＰ与稀

疏表示的结合算法，正则化参数λ＝１０－５。性能评价指标包

括ＯＡ、Ｋａｐｐａ系数和平均精度（ａｖｅｒａｇｅａｃｃｕｒａｃｙ，ＡＡ）。

对于ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ数据集，每类随机选取１０个样

本构成训练集，剩下的样本用于测试。实验结果如表１所

示。从中可以得出，纯光谱分类时分类的精度很低，其中

ＯＡ为６７．５％，说明在小样本情况下，单纯依靠光谱特征无

法获得满意精度。当使用ＥＭＡＰ属性特征辅助分类时，分

类精度都得到大幅度的提高，其中本文所提算法性能最优，

ＯＡ达到９４．７５％，体现了多项式网络的强学习性能。图５

表１　五种方法用于犘犪狏犻犪犝狀犻狏犲狉狊犻狋狔数据集的分类性能比较

Ｃｌａｓｓ Ｔｒａｉｎ Ｔｅｓｔ ＳＶＭ ＥＭＡＰ＿ＳＶＭＣＫ ＥＭＡＰ＿ＧＣＫ ＥＭＡＰ＿ＳＰ ＥＭＡＰ＿ＰＮ

Ａｌｆａｌｆａ １０ ６６３１ ９０．９８ ８１．３７ ７２．７４ ９２．７８ ９３．９８

Ｂａｒｅｓｏｉｌ １０ １８６４９ ８５．２８ ８３．８７ ９３．８９ ８８．４３ ９５．７４

Ｂｉｔｕｍｅｎ １０ ２０９９ ４６．３８ ９０．６２ ８３．９７ ９６．１６ ８７．５７

Ｂｒｉｃｋｓ １０ ３０６４ ６７．１２ ９５．８ ９５．３ ９３．８６ ９１．７５

Ｇｒａｖｅｌ １０ １３４５ ８７．２２ ９５．９５ ９９．３９ ９９．７６ ９６．６２

Ｍｅａｄｏｗｓ １０ ５０２９ ３８．９３ ８５．３３ ９３．９７ ８８．７７ ９５．４１

Ｍｅｔａｌｓｈｅｅｔｓ １０ １３３０ ４５．９７ ９９．７７ ９１．６６ ９９．６６ ９９．７７

Ｍｅｔａｌｓｈｅｅｔｓ １０ ３８６２ ６９．９６ ９３．０５ ８５．３２ ９４．５３ ９２．７４

Ｓｈａｄｏｗｓ １０ ９４７ ９９．８４ ９９．７４ ９２．６４ ９８．４３ ９８．７３

ＯＡ ６７．５０ ８８．７１ ８９．５７ ９０．８７ ９４．７５

Ｋａｐｐａ ５９．５６ ８５．４５ ８６．３９ ９３．６ ９３．０８

ＡＡ ７０．１９ ９１．７２ ８９．８７ ８８．３６ ９４．５３
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图５　五种方法对ＰａｖｉａＵｎｉｖｅｒｓｉｔｙ数据集的分类结果

是５种方法的分类结果图，当分类精度提高时，误分类的

地物减少，图像上的噪点较少。可以看到，所提方法性取

得最好分类效果。

对于Ｓａｌｉｎａｓ数据集，每类随机选取１０个样本构成训练集，

剩下的样本用于测试。实验结果如表２所示。由于Ｓａｌｉｎａｓ数

据集各类地物特征较为明显，因此纯光谱分类也取得较好的

分类结果。但在结合ＥＭＡＰ特征后，分类精度仍得到明显

提升。其中，以本文所提方法ＥＭＡＰ＿ＰＮ分类性能最佳。

表２　五种方法用于犛犪犾犻狀犪狊数据集的分类性能比较

Ｃｌａｓｓ Ｔｒａｉｎ Ｔｅｓｔ ＳＶＭ ＥＭＡＰ＿ＳＶＭＣＫ ＥＭＡＰ＿ＧＣＫ ＥＭＡＰ＿ＳＰ ＥＭＡＰ＿ＰＮ

Ｗｅｅｄｓ＿１ １０ １９９９ ９７．４８ ９９．５２ ９９．９９ ９９．４６ ９８．８５

Ｗｅｅｄｓ＿２ １０ ３７１６ ９８．９ ９９．２２ ９９．４９ ９９．８７ ９９．３３

Ｆａｌｌｏｗ １０ １９６６ ８５．７５ ９６．６１ ９９．８３ ９９．８８ ９９．７８

Ｆａｌｌｏｗ＿ｒ １０ １３８４ ９７．２１ ９９．３２ ９８．７４ ９５．７１ ９９．２８

Ｆａｌｌｏｗ＿ｓ １０ ２６６８ ９７．５４ ９８．０８ ９９．０９ ９５．６４ ９８．０３

Ｓｔｕｂｂｌｅ １０ ３９４９ ９９．９６ ９９．８１ ９９．５５ ９９．８５ ９７．８５

Ｃｅｌｅｒｙ １０ ３５６９ ９６．９１ ９９．４９ ９９．６３ ９９．９８ ９８．８

Ｇｒａｐｅｓ＿ｕ １０ １１２６１ ６９．９５ ６８．９７ ６７．１３ ７９．１９ ７６．６９

Ｃｏｒｎ＿ｓ １０ ６１９３ ９８．９８ ９８．５９ ９９．６１ ９９．８９ ９９．７１

Ｌｅｔｔｕｃｅ＿４ｗｋ １０ ３２６８ ７９．１１ ９１．３５ ９３．２６ ８９．８８ ９１．３２

Ｌｅｔｔｕｃｅ＿５ｗｋ １０ １０５８ ８１．９３ ９５．３１ ９５．２７ ９９．９１ ９４．６４

Ｌｅｔｔｕｃｅ＿６ｗｋ １０ １９１７ ９０．１７ ９９．７８ ９９．８７ ９８．０１ ９９．６７

Ｌｅｔｔｕｃｅ＿７ｗｋ １０ ９０８ ９１．９９ ９７．８５ ９８．３６ ９６．５９ ９８．４５

Ｗｏｏｄｓ １０ １０６０ ８６．６８ ９３．２４ ９６．３２ ９５．７６ ９４．１９

Ｖｉｎｙａｒｄ＿ｕ １０ ７２５８ ５２．４９ ６５．１４ ７８．７２ ８５．３３ ８１

Ｖｉｎｙａｒｄ＿ｖ １０ １７９７ ９１．４９ ９７．９７ ９６．６８ ９３．２７ ９６．７１

ＯＡ ８３．０４ ８７．４６ ８９．３４ ９１．３１ ９１．４２

Ｋａｐｐａ ８１．１８ ８６．０６ ８８．１７ ９０．２８ ９０．４６

ＡＡ ８８．５３ ９３．７７ ９５．１ ９６．０６ ９５．４０

４　结　　论

本文提出了一种新的谱空结合高光谱影像分类方法。

方法结合形态学特征提取算子ＥＭＡＰｓ和强分类器深度多

项式网络，使得高光谱影像的空间和光谱信息获得充分利

用和学习。高光谱影像地物分类实验表明，所提算法能取

得更好的分类性能。在以后的工作中，我们将致力于研究

方法中各参数的自动确定算法，提高方法的运行效率。
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